Uvod

U razlièitim inženjerskim i znanstvenim istraživanjima èesto se eksperimentiranjem dobiva skup vrijednosti dviju pridruženih varijabli. Ako je prva varijabla vrijeme, a druga se odnosi na vrijednost mjerene velièine, tada se taj niz dobivenih toèaka naziva vremenski niz. Nadalje, èesto puta je važno naæi jednadžbu koja æe na zadovoljavajuæi naèin aproksimirati dobivenu tablicu vrijednosti. Za razlièite tipove aproksimacijskih krivulja postoje odreðeni matematièki postupci. Meðutim, ako je funkcija koju treba aproksimirati izrazito nepravilna, npr. neperiodièka, prekidna, sa šiljcima i diskontinuitetima, tada nas klasiène aproksimacijske funkcije vjerojatno neæe zadovoljiti. U tom sluèaju odabiru se aproksimacijske funkcije sa sliènim svojstvima funkciji koju treba aproksimirati. Najèešæe ne postoje takvi aproksimacijski postupci s kojima bi odredili koeficijente proizvoljnim aproksimacijskim funkcijama pa se treba pribjeæi rješavanju problema na neki drugi naèin.

U ovom radu je opisan postupak odreðivanja koeficijenata aproksimacijskih krivulja zasnovan na optimiranju s pomoæu genetskih algoritama. Genetski algoritam je heuristièka metoda optimiranja, odnosno metoda pretrage koja u kombinaciji direktnog i stohastièkog traženja rješenja te jednostavnih raèunskih operacija nad nizom bitova ili brojeva, obraðuje populaciju rješenja i evolucijom teži k optimumu zadane funkcije cilja.

U posljednjih deset godina zabilježen je znaèajan razvoj genetskih algoritama. Genetski algoritam je primjenjen i daje dobre rezultate u podruèju uèenja kod neuronskih mreža, pri traženju najkraæeg puta, problemu trgovaèkog putnika, strategiji igara, problemima sliènim transportnom problemu, problemu rasporeðivanja procesa, problemu odreðivanja parametara sustava, optimiranju upita nad bazom podataka, itd.

Evolucija je robustan proces pretraživanja prostora rješenja. Živa biæa se tijekom evolucije prilagoðavaju uvjetima u prirodi, tj. životnoj okolini. Analogija evolucije kao prirodnog procesa i genetskog algoritma, kao metode optimiranja, oèituje se u selekciji i genetskim operatorima. Slièno kao što su okolina i uvjeti u prirodi kljuè selekcije nad nekom vrstom živih biæa, tako je i funkcija cilja kljuè selekcije nad populacijom rješenja u genetskom algoritmu. Naime, u prirodi jedinka koja je najbolje prilagoðena uvjetima i okolini u kojoj živi ima najveæu vjerojatnost preživljavanja i parenja, a time i prenošenja svojega genetskog materijala na svoje potomke. Za genetski algoritam jedno rješenje je jedna jedinka. Selekcijom se selektiraju dobre jedinke koje se prenose u slijedeæu populaciju, a manipulacijom genetskog materijala stvaraju se nove jedinke. Takav ciklus selekcije, reprodukcije i manipulacije genetskim materijalom jedinki ponavlja se sve dok nije zadovoljen uvjet zaustavljanja evolucijskog procesa.

U ovom radu prikazana je uporaba genetskog algoritma kao metode za odreðivanje koeficijenata nekih aproksimacijskih funkcija. Kao primjer odreðivani su koeficijenti polinoma, koeficijenti sinusnih funkcija i koeficijenti kvadratnih valiæa tako da aproksimacijska funkcija prolazi blizu ili kroz što više zadanih toèaka vremenskog niza.

U drugom poglavlju navedene su neke klasiène metode interpolacije. Naglašena je važnost aproksimacije vremenskih nizova i opisani su problemi koji se pri aproksimaciji mogu javiti.

U treæem poglavlju opisan je evolucijski proces u prirodi èiji je model evolucije preslikan u genetski algoritam. Opisana je genetska šifra za lanac proteina, zatim naèin prenošenja genetskog koda (nasljeðivanje) i mutacija.

Èetvrto poglavlje daje pregled genetskih algoritama. Navedene su vrste selekcija, križanja i mutacija. Opisan je genetski algoritam s binarnim prikazom i to u prirodnom binarnom kodu i Grayevom kodu.

Teorijske osnove genetskog algoritma dane su u petom poglavlju. Obrazloženi su teorem sheme i hipoteza blokova. Opisane su decepcijske funkcije za koje genetski algoritam daje pogrešno rješenje.

Osim genetskog algoritma postoji niz drugih heuristièkih metoda optimiranja s elementima stohastièkog pretraživanja prostora rješenja. Kratki pregled nekih metoda optimiranja koje su sliène genetskom algoritmu dan je u šestom poglavlju. Opisan je algoritam uspona uz gradijent, evolucijska strategija i simulirano kaljenje.

Objektni pristup implementaciji genetskog algoritma te opis programa dan je u sedmom poglavlju. Naveden je primjer optimiranja jednodimenzijske funkcije cilja korak po korak u nekoliko prvih iteracija. Prikazani su rezultati optimiranja genetskog algoritma s i bez duplikata.

Osim uobièajnog binarnog prikaza opisanog u èetvrtom poglavlju, opisan je i prikaz brojem s pomiènom toèkom u osmom poglavlju. Navedene su dvije vrste genetskih algoritama s brojem s pomiènom toèkom: genetski algoritam s uobièajnim genetskim operatorima i s posebno definiranim genetskim operatorima. Prikazani su usporedni rezultati optimiranja s pomoæu genetskih algoritama s razlièitim prikazima. Navedeni su i nedostaci genetskog algoritma s uobièajnim genetskim operatorima nad brojem s pomiènom toèkom te je predložen naèin uklanjanja navedenih nedostataka.

Deveto poglavlje daje pregled uporabe genetskog algoritma za odreðivanje koeficijenata nekih aproksimacijskih funkcija. Za zadani vremenski niz odreðivani su koeficijenti polinoma, sinusnih funkcija i kvadratnih valiæa tako da suma kvadrata odstupanja u zadanim toèkama vremenskog niza bude minimalna. Grafièki su prikazana rješenja u pojedinim iteracijama kako bi se ilustrirao proces evolucije rješenja, od onog dobivenog sluèajno pri inicijalizaciji, do konaènog rješenja. Navedeni su uzroci eventualnih loših rezultata i naèini njihova uklanjanja i poboljšanja algoritma.

�Problem aproksimacije vremenskih nizova

Osnovni pojmovi

Interpolacija je postupak kad se izmeðu dva zadana broja uvrsti odreðen broj èlanova po nekom odreðenom zakonu, ili kad se iz niza pojedinaènih vrijednosti neke funkcije u intervalu x((a,b( mogu odrediti njezine vrijednosti za svaku vrijednost argumenta x u tom intervalu. S druge strane, aproksimacija je odreðivanje približnih vrijednosti brojeva, odnosno funkcija. Osnovna razlika izmeðu interpolacijske i aproksimacijske funkcije je u tome što interpolacijska funkcija prolazi kroz sve toèke zadanog skupa toèaka na odreðenom intervalu, dok aproksimacijska funkcija prolazi blizu zadanog skupa toèaka.

U razlièitim inženjerskim i znanstvenim istraživanjima èesto se eksperimentiranjem dobiva skup vrijednosti dviju pridruženih varijabli. Ako je prva varijabla vrijeme, a druga se odnosi na vrijednost mjerene velièine, tada se taj niz dobivenih toèaka naziva vremenski niz. Isto tako, èesto puta je važno naæi jednadžbu koja æe na zadovoljavajuæi naèin aproksimirati dobivenu tablicu vrijednosti. Takva se jednadžba naziva empirièka jednadžba, a rezultat je aproksimacijska krivulja. Sami tipovi krivulja mogu biti : linearni tip y=ax+b, parabolièki tip y=ax2+bx+c, eksponencijalni tip y=abx, tip potencija y=axn, i dr. Za razlièite tipove aproksimacijskih krivulja postoje odreðeni matematièki postupci.

Neka je zadan vremenski niz, skup toèaka � EMBED Equation.2  ���. U tom sluèaju, vrijeme (varijablu t) predstavlja varijabla x. Takav vremenski niz može biti rezultat nekih eksperimenata ili se može dobiti npr. praæenjem neke pojave ili pak snimanjem signala. U svrhu praæenja signala, prognoze, kompresije ili pohranjivanja podataka potrebno je odrediti interpolacijsku funkciju F(t;a0,a1,...,an-1), toènije odrediti n koeficijenata a0,a1,...,an-1 tako da funkcija F prolazi kroz zadane toèke vremenskog niza, tj. da vrijedi�F(ti;a0,a1,...,an-1)=yi, i=1,2,..,p. Pri interpolaciji s pomoæu polinoma � REF _Ref359210007 \* MERGEFORMAT �[20�( funkcija F glasi:

F(ti;a0,a1,...,an-1)=a0+a1t+a2t2+...+antn,�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC \r 1 �1� )��ili kod trigonometrijske interpolacije funkcija F glasi

F(ti;a0,a1,...,an-1)=a0+a1eti+a2e2ti+...+anenti,�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �2� )��gdje je i2 = -1,zatim ekti = cos kt + i sin kt.

Opæenito, funkcija F je potpuno proizvoljna. Za neke funkcije F postoje matematièki postupci odreðivanja koeficijenata. Svim tim postupcima je zajednièko što su definirani za odreðenu aproksimacijsku funkciju F i to uz odreðena ogranièenja. Meðutim, funkcija koju želimo aproksimirati može imati diskontinuitete, oštre prijelaze i prekide. U tom je sluèaju aproksimacija s pomoæu npr. sinus i kosinus funkcija nedjelotvorna.

Aproksimacijska funkcija je bolja što je bliže skupu zadanih toèaka, odnosno što je suma pogrešaka E manja:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �3� )��gdje je ei razlika zadane vrijednosti i vrijednosti aproksimacijske funkcije u i-toj toèki. Globalno rješenje problema je takva  aproksimacijska funkcija koja prolazi kroz sve zadane toèke vremenskog niza. Prema formuli � REF _Ref360271675 \* MERGEFORMAT �( 2.3 )� suma pogrešaka E je u tom sluèaju jednaka nuli.

Klasiène matematièke metode aproksimacije

Za rješavanje problema odreðivanja koeficijenata nekih interpolacijskih funkcija postoje odreðene matematièke metode. Na primjer, Lagrangeova interpolacijska formula, Fourierova transformacija, interpolacija s pomoæu racionalni funkcija, itd.

Lagrangeova interpolacijska formula � REF _Ref359210007 \* MERGEFORMAT �[20�(.Tim postupkom interpoliraju se zadane toèke s pomoæu polinoma P(t)=a0+a1t+a2t2+...+antn. Lagrangeov polinom glasi:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �4� )��Interpolacijska funkcija, tj. polinom glasi:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �5� )��Na primjer, zadan je skup od 3 toèke T={(0,1),(1,3),(3,2)}. U tom sluèaju Lagrangeovi polinomi su:

� EMBED Equation.2  ���,    � EMBED Equation.2  ���,    � EMBED Equation.2  ���,

a polinom P glasi:

� EMBED Equation.2  ���.

Interpolacija s pomoæu racionalnih funkcija. Interpolacijska racionalna funkcija glasi:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �6� )��Problem se svodi na odreðivanje n=u+v+2 koeficijenta. Kako bi se odredili koeficijenti potrebno je riješiti sustav jednadžbi:

� EMBED Equation.2  ���.

Fourierova transformacija � REF _Ref359291579 \* MERGEFORMAT �[8�(. Aproksimacija drugih funkcija uz pomoæ superpozicije funkcija sinus i kosinus poznata je od 1807. godine kada je Joseph Fourier izložio teoriju frekvencijske analize. Ustvrdio je da se bilo koja 2(-periodièka funkcija f(t) može prikazati kao suma:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �7� )��gdje se koeficijenti a0, ak i bk raèunaju prema slijedeæim formulama:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �8� )��� EMBED Equation.2  ���,�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �9� )��� EMBED Equation.2  ���� EMBED Equation.2  ���.�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �10� )��Heuristièki postupci aproksimacije

Neka je funkcija koju treba aproksimirati diskontinuirana, prekidna i još sa šiljcima kao što je npr. valni oblik intenziteta pojedinih frekvencija nekih zvukova. Rezultati koji se dobiju aproksimacijom s pomoæu navedenih aproksimacijskih krivulja su loši. Najbolje bi bilo imati aproksimacijske krivulje koje su sliène funkciji koju trebamo aproksimirati na odreðenom segmentu. Dakle, aproksimacijske krivulje mogu takoðer biti diskontinuirane, prekidne i sa šiljcima. Ideja je u tome da se kombinacijom i superpozicijom takvih aproksimacijskih krivulja konstruira zadana funkcija.

� INCLUDEPICTURE "C:\\users\\zavod\\golub\\mag\\testfje\\OSTRO.BMP" \* MERGEFORMAT \d ���

Slika � STYLEREF 1 \n �2�.� SEQ Slika \* ARABIC \r 1 �1�:  Funkcija f se može aproksimirati s pomoæu sume aproksimacijskih krivulja fv odreðenih s pripadajuæim koeficijentima: A - amplitudom, K - pomakom,  P - vremenskim pomakom i T - trajanjem.

Aproksimacijska krivulja potpuno je odreðena sa svojih k koeficijenata. Na slici 2.1 prikazan je primjer aproksimacijske krivulje fv koja je odreðena sa èetiri koeficijenta: A - amplitudom, K - pomakom, P - vremenskim pomakom i T - trajanjem. Buduæi da funkcija fv može biti proizvoljna, tj. nad funkcijom fv nisu postavljena nikakva ogranièenja, ne postoji matematièka metoda kojom bi se izraèunali koeficijenti pojedinih funkcija fvi tako da vrijedi:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �2�.� SEQ ( \* ARABIC �11� )��Stoga se pribjegava stohastièkim i heuristièkim metodama.

Problem se može svesti na problem optimiranja gdje su koeficijenti funkcija fvi nepoznanice. Traži se takva kombinacija koeficijenata, tj. vektor koeficijenata � EMBED Equation.2  ��� za koji æe suma kvadrata odstupanja funkcije f od kontrolnih toèaka biti minimalna. Za rješavanje takvog problema pogodan je genetski algoritam.



�Prirodni evolucijski procesi

Borba za opstanak

Charles Darwin je primijetio da živa biæa u pravilu stvaraju više potomaka od cijele njihove populacije. Dakle, broj jedinki koje èine populaciju trebao bi eksponencijalno rasti iz generacije u generaciju. Unatoè toj èinjenici, broj jedinki jedne vrste teži ka konstantnom broju. Primijetivši razlièitosti meðu jedinkama iste vrste, zakljuèio je da priroda selekcijom jedinki regulira velièinu populacije. Dobra svojstva jedinke, kao što su otpornost na razne bolesti, sposobnost trèanja, itd., pomažu da jedinka preživi u nemilosrdnoj borbi za opstanak � REF _Ref348335053 \* MERGEFORMAT �[4�(.

Evolucija je neprekidan proces prilagoðavanja živih biæa na svoju okolinu, tj. na uvjete u kojima žive. U prirodi vlada nemilosrdna borba za opstanak u kojoj pobjeðuju najbolji, a loši umiru. Da bi neka vrsta tijekom evolucije opstala, mora se prilagoðavati uvjetima i okolini u kojoj živi, jer se i uvjeti i okolina mijenjaju. Svaka slijedeæa generacija neke vrste mora pamtiti dobra svojstva prethodne generacije, pronalaziti i mijenjati ta svojstva tako da ostanu dobra u neprekidno novim uvjetima.

Svaka se jedinka može okarakterizirati nizom svojstava, kao što su npr.: sposobnost trèanja, boja kože, boja oèiju, oštrina vida, prilagodljivost na niske temperature, broj zubi, oblik zubi, itd. Slabe jedinke, odnosno jedinke koje imaju loša svojstva, imaju malu vjerojatnost preživljavanja u borbi za opstanak i one æe najvjerojatnije odumrijeti, a zajedno s njima i loša svojstva. Dakle, dobra svojstva imaju veæu vjerojatnost nasljeðivanja, odnosno prenošenja na slijedeæu generaciju.

Danas se pretpostavlja da su sva svojstva jedinke zapisana u kromosomima. Kromosomi su lanèaste tvorevine koje se nalaze u jezgri svake stanice, što znaèi da svaka stanica biljnog ili životinjskog podrijetla posjeduje sve informacije o svim svojstvima jedinke. Skup informacija koje karakteriziraju jedno svojstvo zapisano je u jedan djeliæ kromosoma koji se naziva gen. Kromosomi dolaze uvijek u parovima: jedan kromosom je od oca, a drugi od majke. Dakle, za svako svojstvo postoje dva gena ili dvije informacije. Takav par gena gdje jedan i drugi gen nosi informaciju za jedno svojstvo naziva se alel. U genetskom paru geni mogu biti ravnopravni ili neravnopravni, tako da je jedan dominantan, a drugi recesivan. U neravnopravnom paru dominantan gen odreðuje rezultantno svojstvo, dok se uz ravnopravni par gena dobiva svojstvo koje je negdje izmeðu svojstava oca i majke.

Sva svojstva jedinke obièno nisu zapisana u samo jednom paru kromosoma, veæ u nekoliko desetaka parova kromosoma. Èovjek ima 46 kromosoma ili 23 para kromosoma.

Molekula DNK kao nositelj informacije

Kemijsku strukturu koja je prisutna u kromosomima otkrili su Watson i Crick 1953. godine. Molekula deoksiribonukleinske kiseline (DNK) je u obliku dvije spirale graðene od fosforne kiseline i šeæera, a mostovi izmeðu spiralnih niti graðeni su od dušiènih baza i to adenina (A), gvanina (G), timina (T) i citozina (C). Dušiène baze su meðusobno povezane vodikovim vezama i to adenin s timinom i timin sa citozinom kako je prikazano na slici 3.1.

� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\priroda\\ATGC.bmp \d \* MERGEFORMAT ���

Slika � STYLEREF 1 \n �3�.� SEQ Slika \* ARABIC \r 1 �1�: Parovi baza u DNK

Pokazalo se da su upravo te dušiène baze jedinice informacije. Slièno kao što je u raèunalu najmanja jedinica informacije jedan bit (0 ili 1), tako je u prirodi najmanja jedinica informacija jedna dušièna baza (A, G, C ili T). Jedan kromosom se sastoji od dvije komplementarne niti DNK i to ako je, npr. djeliæ jedne spiralne niti AAGTCA, tada je ekvivalentan dio druge spirale TTCAGT. Ovakva struktura dviju spiralnih niti DNK prikazana na slici 3.2 omoguæava prenošenje informacije dijeljenjem kromosoma pri diobi stanice. Naime, kada se stanica treba podijeliti, kromosomske niti se razmotaju. Buduæi da u jezgri stanice ima mnoštvo slobodnih baza, te baze se vežu na svoje parove na nitima DNK. Tako je informacija saèuvana, kopirana i prenešena na dva novonastala kromosoma.

Genetski kod

Dvadeset danas poznatih proteina su osnovni graðevni dijelovi staniènih struktura, hormona i enzima. Informacija o strukturi proteina je zapisana u kromosomu, odnosno u molekuli DNK. Genetska šifra je otkrivena u razdoblju 1961. do 1965. godine i predstavlja jedan od najveæih uspjeha molekularne biologije ovog stoljeæa � REF _Ref351101224 \* MERGEFORMAT �[15�(.

Genetska šifra sadržana u DNK mora biti na neki naèin zapisana linearnim redosljedom dušiènih baza duž polinukleotidnog lanca. Dovoljno je promatrati samo redoslijed u jednom lancu, jer je drugi lanac prvome komplementaran. Buduæi da postoji 20 proteina, za jediniènu rijeè, tj. informaciju za jedan protein, nije dovoljan jedan nukleotid, jer ima samo 4 moguænosti. Dva nukleotida su takoðer premalo, jer je moguæe 42=16 kombinacija. Pretpostavka da triplet nukleotida (64 kombinacije) nosi informaciju o vrsti proteina, pokazala se toènom. Rezultati istraživanja koja kombinacija u jednom tripletu predstavlja odreðeni protein prikazani su u tablici. U procesu sinteze proteina sudjeluje i ribonukleinska kiselina (RNK) i to kao prenosilac informacije iz staniène jezgre do mjesta u stanici gdje se obavlja sinteza. RNK je sliène graðe kao i DNK, samo što umjesto dušiène baze timina (T) ima uracil (U), ali uloge kod prijenosa informacije su im iste � REF _Ref351101224 \* MERGEFORMAT �[15�(.
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Ala-alanin

Arg-arginin

Asp-asparaginska kiselina

Asn-asparagin

Cys-cistein

Gln-glutamin

Glu-glutaminska kiselina

Gly-glicin

His-histidin

Ile-izoleucin

Leu-leucin

Lys-lizin

Met-metionin

Phe.fenilanin

Pro-prolin

Ser-serin

Thr-treonin

Trp-triptofan

Tyr-tirozin

Val-valin



Tablica � STYLEREF 1 \n �3�.� SEQ Tablica \* ARABIC \r 1 �1�: Tablica genetske šifre

Prema tablici 3.1 niz AUG UCC UAU AUC GUU UAA predstavlja lanac slijedeæih aminokiselina: Ser - Tyr - Ile - Val. Genetska šifra AUG predstavlja znak za poèetak, a UAA za završetak lanca aminokiselina. Na isti naèin odreðena je na primjer boja oèiju, jer boju oèiju odreðuje jedan proteinski lanac, a informacija o redosljedu proteina zapisana je u odreðenom segmentu DNK � REF _Ref348335053 \* MERGEFORMAT �[4�(.

Jedan gen nosi informaciju za jedno svojstvo i danas se smatra da sadrži oko 1000 nukleotida, toènije nukleotidnih parova, odnosno parova dušiènih baza.. Kompletan genetski materijal neke jedinke, npr. žabe, sastoji se od oko 3,2*109 nukleotida.

Slika 3.2 prikazuje spiralnu strukturu molekule DNK koja se sastoji od dviju komplementarnih nizova nukleotida. Prikazani spiralni oblik ima DNK kad nije u procesu diobe: mitoze ili mejoze. Samo tada su kromosomi vidljivi obiènim mikroskopom. Kad se stanica nalazi u procesu diobe, DNK se “rasplete” u duge kromosomske niti. U obliku niti, DNK je spremna za diobu.

� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\priroda\\DNK.bmp \d \* MERGEFORMAT ���

Slika � STYLEREF 1 \n �3�.� SEQ Slika \* ARABIC �2�: Struktura dvostruke spirale DNK

Križanje i mutacija

Križanjem se prenosi genetski materijal, a s njim i svojstva roditelja na djecu. Svaka jedinka posjeduje genetski materijal oba roditelja. Neka je broj kromosoma koje ima jedinka 2n. Slijedeæa generacija jedinki takoðer treba imati isti broj kromosoma, što znaèi da jedan roditelj treba dati polovièan (haploidan) broj kromosoma n. To se postiže prilikom sinteze spolnih stanica staniènom diobom koja se naziva mejoza. Prilikom mejoze, dogaða se još jedan znaèajan proces. Za vrijeme diobe kromosoma, kromosomi se najprije razmotaju u duge niti. Par kromosoma se razdvoji, ali ne u potpunosti, tako da se još drži zajedno u samo jednoj toèki koja se naziva centromera. Slijedi udvostruèavanje kromosoma; vežu se slobodne baze s komplementarnim bazama na kromosomskim nitima. Kromosomi se još uvijek drže u zajednièkoj centromeri koja se još nije podijelila. Tada dolazi izmeðu unutrašnjih niti (rjeðe i vanjskih) do izmjene pojedinih segmenata kromosomskih niti (slika 3.3). Taj proces naziva se križanje ili izmjena faktora � REF _Ref351101224 \* MERGEFORMAT �[15�(.

Na uèestalost izmjene faktora djeluje temperatura, spol, dob, ishrana, itd.

� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\priroda\\KRIZANJE.bmp \d \* MERGEFORMAT ���

Slika � STYLEREF 1 \n �3�.� SEQ Slika \* ARABIC �3�: Izmjena faktora (crossing-over)

Neka svojstva koja definira ili stekne jedinka u svojem životu (kao što je ožiljak) ne prenose se na potomke.

Mutacija je sluèajna promjena gena. Neki geni mutiraju lakše, a neki teže, pa se dijele na stabilne i nestabilne gene. Vjerojatnost mutacije jednog gena je konstantna. No, zanimljivo je da je vjerojatnost mutacije razlièita za razlièite gene i kreæe se od 10-4 do 10-5. Zatim, vjerojatnost da gen A postane gen B nije ista kao i vjerojatnost da se gen B mutacijom promijeni u gen A � REF _Ref351101224 \* MERGEFORMAT �[15�(.

Genetski algoritam: slika evolucije vrsta

Pojedine vrste živih biæa se uz pomoæ evolucije prilagoðavaju uvijek novim prilikama i uvjetima u prirodi. Dakle, u prirodi evolucija vrste nije potraga za rješenjem (jedinkom koja je najbolje prilagoðena uvjetima u prirodi), veæ prilagoðavanje postojeæe populacije na nove uvjete.

Genetski algoritam (GA) kao metoda optimiranja nastao je oponašanjem evolucije. Simuliranje prirodnog evolucijskog procesa na raèunalu svodi se na grube aproksimacije rješenja. Naime, velièina genotipa, npr. žabe je približno 3.2*109 nukleotida, što odgovara kolièini podataka na raèunalu od 0.8GB� za jednu jedinku. Znaèi, vjerna simulacija evolucije jedne vrste od milijun jedinki zahtjeva memorijski prostor od približno milijun gigabajta, što je unatoè eksponencijalnom rastu moguænosti raèunala, danas, a i još æe neko vrijeme biti, nedostižno i neizvodivo.

�Genetski algoritam kao metoda optimiranja

Opæa razmatranja

Evolucija je prirodni proces traženja najbolje i najprilagodljivije jedinke na okolinu i uvjete u prirodi. Dakle, evolucija, odnosno prirodni evolucijski proces, jest metoda optimiranja. Taj isti genetski algoritam može se primijeniti kao heuristièka metoda optimiranja mnogih drugih problema kao što su: optimiranje funkcije cilja realne varijable, problem trgovaèkog putnika, transportni problem, problem rasporeda, crtanja grafova, planiranje puta, problem uèenja kod neuronskih mreža, itd. � REF _Ref348335098 \* MERGEFORMAT �[16�(.

Evolucijski program je širi pojam od genetskog algoritma. Naime, evolucijski program je svaka programska implementacija ili algoritamska imitacija evolucijskog procesa u prirodi. Za evolucijski program nije važan prikaz potencijalnog rješenja niti genetski operatori definirani nad kromosomima � REF _Ref348335098 \* MERGEFORMAT �[16�(. Bitno je da program raspolaže s populacijom rješenja nad kojom se obavlja selekcija i djeluju neki genetski operatori. S druge strane, genetski algoritam najèešæe podrazumijeva niz bitova ili znakova kao prikaz ili reprezentaciju rješenja, a nad nizovima su definirani klasièni genetski operatori: križanje i mutacija � REF _Ref350576585 \* MERGEFORMAT �[2�(� REF _Ref348335053 \* MERGEFORMAT �[4�(� REF _Ref348335098 \* MERGEFORMAT �[16�(.
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Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC \r 1 �1�: Evolucijski program je širi pojam od genetskog algoritma

Nastoji li se riješiti zadani problem uz pomoæ genetskog algoritma, tada je potrebno problem prilagoditi genetskom algoritmu. Moguæe rješenje se najèešæe prikazuje kao niz bitova (binarni prikaz). Meðutim, postoji èitav niz problema za koje je teško ili nemoguæe primijeniti binarni prikaz (npr., problem rasporeda). Zatim, uobièajni genetski operatori mogu generirati znaèajan postotak nemoguæih rješenja (npr., za problem najkraæeg puta) koji ne donose nikakva poboljšanja, veæ samo usporavaju algoritam. Osim uobièajnog binarnog prikaza koriste se razni drugi prikazi (matrice, nizovi realnih brojeva, itd.) i definiraju se usko specijalizirani genetski operatori primjenjivi samo za odreðeni problem kako bi se izbjegla nemoguæa rješenja. Promjenom prikaza i genetskih operatora dobiva se prilagoðeni genetski algoritam problemu koji se naziva evolucijski program (slika 4.2). 
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Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �2�: Pristup problemu s pomoæu genetskog algoritma i evolucijskog programa � REF _Ref348335098 \* MERGEFORMAT �[16�(

Struktura genetskog algoritma ili opæenito evolucijskog programa prikazana je na slici 4.3.

procedura Evolucijski_program��poèetak���t = 0

generiraj poèetnu populaciju potencijalnih rješenja P(0)

sve dok nije zadovoljen uvjet završetka evolucijskog procesa radi

poèetak����t = t + 1

selektiraj P’(t) iz P(t-1)

generiraj novu generaciju P(t) iz P’(t) koristeæi genetske operatore���kraj��kraj��Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �3� : Struktura evolucijskog programa

Prilikom inicijalizacije generira se poèetna populacija jedinki. Obièno se poèetna populacija generira sluèajnim odabirom rješenja iz domene. Slijedi proces koji se ponavlja sve dok ne istekne vrijeme ili je zadovoljen neki uvjet. Taj proces se sastoji od djelovanja genetskih operatora selekcije, križanja i mutacije nad populacijom jedinki. Tijekom selekcije loše jedinke odumiru, a bolje opstaju te se u slijedeæem koraku, križanju, razmnožavaju. Križanjem se prenose svojstva roditelja na djecu. Mutacijom se mijenjaju svojstva jedinke sluèajnom promjenom gena. Takvim postupkom se postiže iz generacije u generaciju sve veæa i veæa prosjeèna dobrota populacije.

Genetski algoritam simulira prirodni evolucijski proces � REF _Ref348335053 \* MERGEFORMAT �[4�(. Za evolucijski proces kao i za genetski algoritam se može ustanoviti da:

postoji populacija jedinki;

neke jedinke su bolje (bolje su prilagoðene okolini);

bolje jedinke imaju veæu vjerojatnost preživljavanja i reprodukcije;

svojstva jedinki zapisane su u kromosomima s pomoæu genetskog koda.

djeca nasljeðuju svojstva roditelja;

nad jedinkom može djelovati mutacija.

Za genetski algoritam jedinke su potencijalna rješenja, a okolinu predstavlja funkcija cilja. Želi li se implementirati genetski algoritam kao metoda optimiranja, potrebno je definirati proces dekodiranja i preslikavanja podataka zapisanih u kromosomu te odrediti funkciju dobrote. 

Neka je problem slijedeæi: uz pomoæ genetskog algoritma treba pronaæi optimum (minimum ili maksimum) funkcije f(x) za x((dg, gg(. Funkcija je definirana za svaki x na zadanom intervalu. Dovoljno je definirati postupak za max(f(x)(, jer ako se traži min(f(x)(, ekvivalentan je problem riješiti max(-f(x)(. Valja naglasiti da se nad funkcijom f(x) ne postavljaju nikakva dodatna ogranièenja. Primjerice nije bitno da li funkcija ima prvu, drugu ili n-tu derivaciju, niti se ne zahtjeva da je neprekidna i sl. Dakle, f(x) je potpuno proizvoljna.

Prikaz rješenja

Svi podaci koji obilježavaju jednu jedinku zapisani su u jednom kromosomu. Na primjer, neka je problem jednodimenzijski, odnosno traži se globalni optimum funkcije cilja jedne varijable x tako da vrijedi: x([dg,gg] gdje su dg,gg((.. Tada jedna jedinka, odnosno jedan kromosom predstavlja jedno rješenje x([dg,gg]. Podaci (u ovom sluèaju je to jedan realan broj) mogu biti pohranjeni na razne naèine u jedan kromosom. Na veæ uobièajan naèin i radi lakše prezentacije algoritma, podaci su spremljeni u niz bitova koji èine jedan kromosom. Ovakav prikaz (reprezentacija) naziva se binarni prikaz i opisan je u ovom poglavlju. Nadalje, jedan kromosom može biti i realan broj (u programskom jeziku C to je broj s pomiènom toèkom jednostruke ili dvostruke preciznosti) kako je prikazano u poglavlju � REF _Ref351106881 \n �7�. Ako je problem višedimenzijski, umjesto jednog broja koji je zapisan u kromosomu, treba biti polje brojeva velièine dimenzije problema.

Problemi mogu biti i druge prirode: npr. problem najkraæeg puta te problem rasporeda. U tom sluèaju potencijalno rješenje zapisano u kromosomu je put ili raspored. U prvom sluèaju kromosom može biti polje cijelih brojeva u kojem svaki broj oznaèava redni broj mjesta, a niz brojeva oznaèavaju put od poèetne toèke do cilja. U drugom sluèaju kromosom je dvodimenzijsko polje.

Opæenito, kromosom može biti bilo kakva struktura podataka koja opisuje svojstva jedne jedinke. Za genetski algoritam je znaèajno da kromosom predstavlja moguæe rješenje zadanog problema. Za svaku strukturu podataka valja definirati genetske operatore. Meðutim, genetski operatori trebaju biti tako definirani da oni ne stvaraju nove jedinke koje predstavljaju nemoguæa rješenja, jer se time znatno umanjuje uèinkovitost genetskog algoritma.

Prikaz rješenja s pomoæu prirodnog binarnog koda

Prikaz rješenja može bitno utjecati na uèinkovitost genetskog algoritma, stoga je izbor prikaza izuzetno znaèajan. Veæina teorije vezane uz genetske algoritme je ogranièena i vezana uz binarni prikaz � REF _Ref348335053 \* MERGEFORMAT �[4�(.

Kromosom kao binarni vektor predstavlja kodiranu vrijednost x((dg, gg(. Dužina n binarnog broja utjeèe na preciznost i oznaèava broj bitova, odnosno broj jedinica ili nula u jednom kromosomu. To znaèi da je u taj vektor moguæe zapisati 2n razlièitih kombinacija nula i jedinica, tj. moguæe je zapisati bilo koji broj u intervalu [0, 2n-1]. Binarni vektor v(0)=(000....0( predstavlja vrijednost x=dg, a vektor v(2n-1)=(111....1( predstavlja vrijednost x=gg. Opæenito, ako je binarni broj b((0, 2n-1( zapisan kao binarni vektor v(b)=(Bn-1Bn-2.....B1B0(, gdje je Bi=0 ili 1, tada vrijedi:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC \r 1 �1� )��Dekodiranje je proces pretvaranja binarnog broja u potencijalno rješenje. U ovom sluèaju potencijalno rješenje je bilo koji realan broj x u intervalu (dg, gg(. Binarni vektor v(b) predstavlja vrijednost x:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �2� )��Kodiranje, odnosno odreðivanje binarnog broja b za zadani realan broj x obavlja se prema formuli:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �3� )��Neka je rješenje x preciznosti p i neka je p(N. To znaèi da x odstupa od toènog rješenja za maksimalno 10-p. Odnosno, rješenje x je toèno na p decimala. Rješenje x je preciznosti p ako je zadovoljena slijedeæa nejednakost:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �4� )��Za zadanu preciznost p, kromosom mora biti duljine:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �5� )����preciznost��gg -dg��na p decimala�(x�1�10�100�1000��1�10-1�4�7�10�14��2�10-2�7�10�14�17��3�10-3�10�14�17�20��4�10-4�14�17�20�24��6�10-6�20�24�27�30��9�10-9�30�34�37�40��12�10-12�40�44�47�50��15�10-15�50�54�57�60��30�10-30�100�103�107�110��Tablica � STYLEREF 1 \n �4�.� SEQ Tablica \* ARABIC \r 1 �1�: Dužina kromosoma u bitovima ako je zadana preciznost p i dužina intervala: gg-dg

Primjer: Neka se kromosom sastoji od 4 okteta ili 32 bita. Zatim, neka je funkcija cilja realne varijable f(x) definirana na intervalu (dg, gg( duljine d=gg-dg=10. Uz zadane parametre zadovoljena je preciznost na 8 decimala, jer je razlika vrijednosti dvaju “susjednih” kromosoma (x=2,328*10-9 prema formuli:

� EMBED Equation.2  ���,  (i((1,2n-1,(.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �6� )��Interval (dg, gg( podijeljen je na 2n-1 jednakih odsjeèaka kako je prikazano na slici 4.4. Kromosom može predstavljati jedan od 2n vrijednosti: dg, dg+(x, dg+2(x, ...,dg+(2n-1)(x, dg+2n(x=gg.

�������������������������

Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �4� : Kromosom v(i) kao jedna od 2n toèaka jednoliko rasporeðenih u intervalu (dg, gg(

Prikaz Grayevim kodom

Binarno kodiranje je zbog svoje jednostavnosti pogodno za implementaciju. Meðutim, binarno kodiranje ima i jedan veliki nedostatak: Hammingova udaljenost meðu susjednim brojevima može biti velika, u najgorem sluèaju jednaka duljini binarnog zapisa. Hammingova udaljenost izmeðu dva binarna broja je broj bitova u kojima se ta dva broja razlikuju. Na primjer, Hammingova udaljenost izmeðu brojeva 25510=0111111112 i 25610=1000000002 iznosi 9 (svih devet bitova je razlièito). Drugim rijeèima, ako je genetski algoritam u nekom koraku pronašao jedno dobro rješenje za b=0111111112, a optimum se postiže za b=1000000002 treba promijeniti svih devet bitova. Kako bi se ispravio taj nedostatak, za kodiranje brojeva koristi se i Grayev kod.

Susjedni brojevi kodirani u Grayevom kodu razlikuju se samo u jednom bitu. Dakle, Hammingova udaljenost izmeðu susjednih kodnih rijeèi je 1. Algoritam transformacije binarnog broja b= bmbm-1... b2b1 u Grayev kod g=gmgm-1...g2g1 glasi:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �7� )��� EMBED Equation.2  ���,   k=1,2,...,m-1.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �8� )��Transformacija broja iz Grayevog koda u binarni glasi:

� EMBED Equation.2  ���, j=1,2,...,m.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �9� )��

procedura Binarni_u_Grayev_kod��poèetak���g1=b1

za k=2 do m radi

poèetak����gk=bk-1 XOR bk���kraj��kraj��

procedura Grayev_u_binarni_kod��poèetak���v=g1

b1=g1

za k=2 do m radi

poèetak����ako je gk=1 tada v=1-v

bk=v���kraj��kraj��Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �5�: Procedure za konverziju brojeva iz binarnog koda u Gray-ev kod i obrnuto

Inicijalizacija: generiranje poèetne populacije

Populaciju potencijalnih rješenja predstavlja VEL_POP(t) binarnih vektora, gdje je t vrijeme ili redni broj generacije. Obièno se uzima da je VEL_POP(t)=konst=VEL_POP, odnosno velièina populacije se ne mijenja tijekom evolucije. Vrijednost VEL_POP je parametar algoritma.

Proces inicijalizacije je jednostavan: generira se VEL_POP sluèajnih brojeva u intervalu�[0, 2n-1], tj. binarnih vektora dužine n bitova.

Funkcija dobrote

Funkcija dobrote ili funkcija ocjene kvalitete jedinke se u literaturi još naziva fitness funkcija, funkcija cilja ili eval funkcija i u najjednostavnijoj interpretaciji ekvivalent je funkciji f koju treba optimirati:

dobrota(v)=f(x),�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �10� )��gdje binarni vektor v predstavlja realan broj x((dg, gg(. Što je dobrota jedinke veæa, jedinka ima veæu vjerojatnost preživljavanja i križanja. Funkcija dobrote je kljuè za proces selekcije. Pokazalo se u praksi da se ova jednostavna transformacija može primijeniti samo uz neka ogranièenja nad f(x). Meðutim, najopæenitije bi bilo da f(x) nema nikakva ogranièenja kako je i bilo reèeno u uvodu ovog poglavlja. Stoga postoji više naèina definiranja funkcije dobrote kako je opisano u slijedeæem poglavlju.

Tijekom procesa evolucije “dobar” genetski algoritam ili opæenito evolucijski program generira, iz generacije u generaciju, populacije èija je ukupna dobrota i prosjeèna dobrota sve bolja i bolja. Ukupna dobrota populacije D i prosjeèna dobrota populacije � EMBED Equation.2  ��� su definirani formulama:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �11� )��� EMBED Equation.2  ���.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �12� )��Postupci selekcije

Uloga selekcije

Svrha selekcije je èuvanje i prenošenje dobrih svojstava na slijedeæu generaciju jedinki. Selekcijom se odabiru dobre jedinke koje æe sudjelovati u slijedeæem koraku, u reprodukciji. Na taj naèin se dobri geni ili dobri genetski materijal saèuvaju i prenose na slijedeæu populaciju, a loši odumiru. Postupak selekcije bi se mogao realizirati sortiranjem i odabirom VEL_POP-M najboljih jedinki (VEL_POP je velièina populacije, a M je broj jedinki odreðenih za eliminaciju). Meðutim, takav postupak gotovo uvijek dovodi do prerane konvergencije genetskog algoritma. Proces optimiranja se praktièno završava u svega nekoliko prvih iteracija. Problem je u tome što se ovim postupkom izgubi dobar genetski materijal koji mogu sadržavati loše jedinke. Zato je potrebno osigurati i lošim jedinkama da imaju neku (manju) vjerojatnost preživljavanja. S druge strane, bolje jedinke trebaju imati veæu vjerojatnost opstanka, tj. trebaju imati veæu vjerojatnost sudjelovanja u procesu reprodukcije.

Jednostavna selekcija

Genetski algoritam koji koristi jednostavnu selekciju naziva se generacijski genetski algoritam. Jednostavna selekcija� � REF _Ref350576585 \* MERGEFORMAT �[2�(� REF _Ref351104579 \* MERGEFORMAT �[7�(� REF _Ref348335098 \* MERGEFORMAT �[16�( generira novu populaciju P’(t) iz P(t-1) koja ima jednak broj jedinki kao i populacija P(t-1), odnosno VEL_POP(P’(t))=VEL_POP(P(t-1)). Cilj jednostavne selekcije je odabir roditelja èija je vjerojatnost selekcije proporcionalna njihovoj dobroti. Postupak je slijedeæi:

ako f(x) poprima negativne vrijednosti, tada se dodaje pozitivna konstanta C:

dobrota(v)=f(x)+C, tako da je dobrota(v)(0, ( x((dg, gg( ;�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �13� )��izraèunaju se sve vrijednosti dobrota(vi);

izraèuna se ukupna dobrota populacije prema formuli � REF _Ref351103022 \* MERGEFORMAT �( 4.11 )�;

izraèunaju se kumulativne dobrote qk za svaki kromosom prema formuli:

� EMBED Equation.2  ���, gdje je k=1,2,...VEL_POP,�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �14� )��tako da vjerojatnost selekcije pk za svaki kromosom vk iznosi:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �15� )��Time se dobiva da je vjerojatnost selekcije proporcionalna dobroti kromosoma:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �16� )��Lako je pokazati da vrijedi � EMBED Equation.2  ���, jer je � EMBED Equation.2  ���. 

generira se sluèajni realan broj r u intervalu (0,D) i potraži se i-ti kromosom za koji vrijedi da je r((qi-1, qi) (slika 4.6).

����������������������������������������������



Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �6� : Kumulativna dobrota qi i vjerojatnost selekcije pi

Ovim postupkom selekcije jedan kromosom se može pojaviti više puta u slijedeæoj populaciji. Što je jedinka bolja, to je veæa vjerojatnost da bude odabrana u svakom od VEL_POP sluèajnih izvlaèenja. Ako je dobrota(vi)=2*� EMBED Equation.2  ��� tada æe se vi najvjerojatnije pojaviti dva puta u slijedeæoj generaciji � REF _Ref351107407 \* MERGEFORMAT �[19�(. Takvim postupkom se može dogoditi da u slijedeæoj populaciji, prije križanja i mutiranja, bude samo jedna jedinka u VEL_POP primjeraka.

Nedostaci jednostavne selekcije

Funkcija f(x) ne smije poprimati negativne vrijednosti ni za koji xi, jer bi tada dobrota(v(xi)) bila negativna (i=1,2,...,VEL_POP). Buduæi da je vjerojatnost odabira jedinke proporcionalna s dobrotom, negativna vrijednost dobrote nema smisla.

Problem pod 1. se može riješiti transformacijom funkcije f(x) u g(x)=f(x)+M, gdje je M>>. Na primjer: f(x)=sin(x), a M=1000. Funkcija dobrote za sve kromosome æe biti približno jednaka i iznosit æe (1000. Ili opæenito: neka je f(x) poprima velike vrijednosti za svaki x. To znaèi da æe prilikom selekcije svi kromosomi imati približno jednaku vjerojatnost pojavljivanja u slijedeæoj populaciji: pi(1/VEL_POP. Dakle, svi su podjednako i dobri i loši.

Pojavljivanje duplikata kromosoma u slijedeæoj generaciji se pokazalo kao veliki nedostatak. Eksperimenti su pokazali da èak do 50% od ukupnog broja kromosoma mogu biti duplikati, što samo usporava algoritam.

Translacija ili pomak

Problemi pod 1. i 2. se mogu riješiti na prvi pogled jednostavno: dodavanjem funkciji cilja f(x) konstante koja je jednaka minimumu zadane funkcije u zadanom intervalu:

dobrota(v(x))=f(x)-min(f(x)(�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �17� )��Problem pronaæi minimum funkcije f(x) je ekvivalentan polaznom problemu (pronaæi optimum zadane funkcije cilja). Stoga funkcija dobrote definirana prema formuli � REF _Ref360353420 \* MERGEFORMAT �( 4.17 )� nema smisla. Meðutim, ideja je u redu i valja je samo na drugi naèin iskoristiti. Nije potrebno znati min(f(x)( za svaki x((dg, gg(, dovoljno je znati najmanju vrijednost funkcije cilja za sve kromosome:

dobrota(v(x))=f(x)-min(f(xi)(, za i=1,2,...,VEL_POP.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �18� )��Vrijednost min(f(xi)( nije ista za svaku generaciju i ona se mora u svakom koraku iznova raèunati. To ne znaèi usporavanje algoritma novom potragom za najlošijom jedinkom, jer se ionako provodi pretraga za najboljom jedinkom koja se èuva i prenosi u slijedeæu generaciju radi poboljšavanja uèinkovitosti algoritma. Dakle, identifikacija najbolje i najlošije jedinke se obavlja u jednom koraku pretrage.

Opisani postupak naziva se translacija ili pomak funkcije cilja� � REF _Ref350576585 \* MERGEFORMAT �[2�(. Na taj naèin funkcija dobrote niti može poprimiti negativne vrijednosti, niti se translacijom dobivaju približno iste vrijednosti.

Linearna normalizacija ili sortiranje

Ako funkcija f poprima negativne ili prevelike vrijednosti, alternativno rješenje istog problema je da se sortiraju vrijednosti f(xi). Kromosom s najmanjom vrijednošæu f(xi) ima vrijednost dobrote MIN_D, slijedeæi po velièini MIN_D+korak, itd. Velièina koraka je parametar algoritma. Postupak linearne normalizacije svodi se na sortiranje jedinki po njihovoj dobroti � REF _Ref350576585 \* MERGEFORMAT �[2�(.



�dobrota(v(x))��f(x)�200�105�104�100�99�90��Translacija�110�15�14�10�9�0��Linearna normalizacija s korakom 5 i MIN_D=10�35�30�25�20�15�10��Linearna normalizacija s korakom 1 i MIN_D=1�6�5�4�3�2�1��Tablica � STYLEREF 1 \n �4�.� SEQ Tablica \* ARABIC �2� : Primjer translacije i linearne normalizacije

Eliminacijska selekcija

Generacijski genetski algoritam u jednom koraku raspolaže s dvije populacije jedinki: jednu populaciju dobiva iz prethodnog koraka, a drugu generira jednostavna selekcija. U prvom koraku poèetna populacija dobiva se inicijalizacijskim procesom. Kad selekcija generira novu populaciju iz prethodne, prethodna populacija se briše. Tek nakon što genetski operatori izvrše svoje djelovanje, novonastala populacija je spremna za iduæi korak. To nepotrebno udvostruèavanje populacije izbjegava se eliminacijskom selekcijom, odnosno eliminacijskom reprodukcijom.

Za razliku od jednostavne selekcije, eliminacijska selekcija� � REF _Ref350576585 \* MERGEFORMAT �[2�(� REF _Ref348335098 \* MERGEFORMAT �[16�( ne bira dobre kromosome za slijedeæu populaciju, veæ loše koje treba eliminirati i reprodukcijom ih zamijeniti novima. Dakle, loši kromosomi umiru, a njih nadomještaju djeca nastala reprodukcijom roditelja, tj. preživjelih kromosoma. Postoji moguænost da prilikom križanja i mutacije nastaju djeca koja su identièna nekoj veæ postojeæoj jedinki. Buduæi da duplikati samo usporavaju genetski algoritam, neki autori � REF _Ref350576585 \* MERGEFORMAT �[2�]� REF _Ref351104579 \* MERGEFORMAT �[7�]� REF _Ref348335098 \* MERGEFORMAT �[16�] predlažu genetski algoritam bez duplikata. Poslije svake reprodukcije valja provjeriti da li novonastali kromosom veæ postoji ili ne. Ako postoji, ponavlja se postupak sve dok se genetskim operatorima ne generira jedinka koja nema duplikata. Takva selekcija se naziva eliminacijska selekcija bez duplikata (slika 4.7). Na taj naèin se eliminira nedostatak naveden pod toèkom 3.

Algoritam eliminacijske selekcije

Selektiraj m “loših” kromosoma

Izbriši selektirane kromosome

Genetskim operatorima generiraj nove kromosome

Dodaj nove kromosome



procedura eliminacijski genetski algoritam��poèetak����generiraj poèetnu populaciju���sve dok nije zadovoljen uvjet završetka evolucijskog procesa radi���poèetak����izraèunaj vjerojatnost eliminacije za svaku jedinku����M puta jednostavnom selekcijom odaberi i izbriši jedinku����parenjem preživjelih jedinki nadopuni populaciju���kraj��kraj���Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �7�: Genetski algoritam s eliminacijskom reprodukcijom

Algoritam selekcije loših kromosoma

Algoritam je slièan jednostavnoj selekciji, ali ima dvije bitne razlike:

Umjesto da je vjerojatnost odabira ili selekcije proporcionalna funkciji dobrote, vjerojatnost selekcije je to veæa što je dobrota manja. Stoga se uvodi pojam negativne dobrote s oznakom dobrota-1 (dobrota-1 ( 1/dobrota).

� EMBED Equation.2  ���, k=1,2,...,VEL_POP,�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �19� )��� EMBED Equation.2  ���.�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �20� )��Time je jednostavno riješen problem oèuvanja kromosoma s najveæom dobrotom, jer je njegova negativna dobrota jednaka nuli. Stoga je i vjerojatnost eliminacije najbolje jedinke je jednaka nuli. Najbolja jedinka se èuva (elitizam) kako bi se iz generacije u generaciju osiguralo da najbolja jedinka bude u najgorem sluèaju jednaka kao u prošloj generaciji, ako ne i bolja. Ako se u algoritmu primijeni jednadžba � REF _Ref351103804 \* MERGEFORMAT �( 4.20 )� za negativnu dobrotu, tada više nije potrebno ugraðivati dodatne mehanizme za oèuvanje najbolje jedinke tijekom selekcije, jer najbolja jedinka ima negativnu dobrotu jednaku nuli.

Jednom odabrani kromosom za eliminaciju se više ne može odabrati. U svakom koraku potrebno je izraèunavati kumulativnu dobrotu i ukupnu dobrotu populacije, jer jednom odabrani kromosom za eliminaciju ne može više doprinositi svojom dobrotom kumulativnoj dobroti.

Osim navedenih prednosti eliminacijske selekcije bez duplikata (nema duplikata u slijedeæoj generaciji i saèuvana je najbolja jedinka), algoritam je jednostavan za implementaciju. Tekst programa (programski kod) je kratak i pregledan. Program je brz i daje vrlo dobre rezultate.

Elitizam

Elitizam je èuvanje najbolje jedinke od bilo kakve izmjene ili eliminacije tijekom evolucijskog procesa. Toènije, elitizmom se èuva najbolja jedinka od eliminacije tijekom selekcije i od operatora mutacije. Najbolja jedinka je saèuvana i prenosi se u slijedeæu generaciju. Genetski algoritam s ugraðenim elitizmom, iz generacije u generaciju, asimptotski teži ka globalnom optimumu, odnosno rješenju problema.

Genetski operatori

Osim selekcije, reprodukcija je druga važna karakteristika genetskog algoritma. U reprodukciji sudjeluju dobre jedinke koje su preživjele proces selekcije. Reprodukcija je razmnožavanje s pomoæu genetskog operatora križanja. Tijekom procesa reprodukcije dolazi i do sluèajnih promjena nekih gena ili mutacije te zamjene gena ili inverzije.

Križanje

U procesu križanja� sudjeluju dvije jedinki koje se nazivaju roditelji. Dakle, križanje je binarni operator. Križanjem nastaje jedna ili dvije nove jedinke koje se nazivaju djeca. Najvažnija karakteristika križanja jest da djeca nasljeðuju svojstva svojih roditelja. Ako su roditelji dobri (prošli su proces selekcije), tada æe najvjerojatnije i dijete biti dobro, ako ne i bolje od svojih roditelja.

Najjednostavnije križanje je križanje s jednom toèkom prekida prikazano na slici 4.8.

�

1�1�0�1�0�1�1�1�0�0�0�1�0�1�1�0�1�0��RODITELJI��0�1�1�0�0�1�1�0�1�1�0�0�1�1�1�0�0�1����1�1�0�1�0�1�1�1�0�0�0�1�0�1�1�0�0�1����0�1�1�0�0�1�1�0�1�1�0�0�1�1�1�0�1�0��DJECA��Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �8�: Križanje s jednom toèkom prekida

Križanje može biti definirano s proizvoljnim brojem prekidnih toèaka. Uniformno križanje je križanje s b-1 prekidnih toèaka (b je broj bitova). Vjerojatnost da dijete naslijedi svojstvo jednog roditelja je 0.5, odnosno jednaka je vjerojatnost nasljeðivanja svojstava za oba roditelja. Ako se te vjerojatnosti razlikuju za pojedine gene tada se takvo uniformno križanje naziva p-uniformno križanje. Na primjer: ako je p=0.3 tada je vjerojatnost da æe jedan bit  biti nasljeðen od prvog roditelja 30%, a od drugog 70%. Ako je vjerojatnost nasljeðivanja razlièita za pojedine gene, tada se zadaje maska koja definira za svaki gen posebno koja je vjerojatnost nasljeðivanja.

gen�1�2�3�4�5�6�7�8�9�...�b-3�b-2�b-1�b��p�0.1�0.5�0.9�0.1�1�1�0.5�0.1�0�....�0.7�0.7�0.6�0.1��Tablica � STYLEREF 1 \n �4�.� SEQ Tablica \* ARABIC �3� : Primjer maske koja odreðuje vjerojatnost odabira gena

Maska prikazana u tablici 4.3 odreðuje da se geni 5 i 6 uzimaju od prvog roditelja. Gen s rednim brojem 9 se kopira od drugog roditelja, a gen 1 æe najvjerojatnije (s 90% vjerojatnosti) biti od drugog roditelja.

Uniformno križanje (p-uniformno križanje s p=0.5 za svaki gen) se može realizirati na više naèina kako je prikazano na slici 4.9.

Uniformno križanje se može izvesti i kao logièka operacija nad bitovima. Potrebno je izdvojiti one bitove koji su jednaki i prepisati ih, a ostale postaviti na 0. To se postiže jednostavno logièkom funkcijom I: A I B, gdje su A i B roditelji. Neka je R kromosom dobiven sluèajnim procesom. Logièkom operacijom R I (A XILI B) dobiva se maska sluèajnih bitova upravo na mjestima gdje se roditelji razlikuju. I konaèno logièkom operacijom ILI se dobiva traženo rješenje:

DIJETE = ( A I B ) ILI ( R I ( A XILI B ) ).�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �21� )��

procedura uniformno križanje 1��poèetak����za i=0 do n-1����dijete[bi]=uzmi_bilo_koji(roditelj1[bi],roditelj2[bi])��kraj���

procedura uniformno križanje 2��poèetak����za i=0 do n-1����ako roditelj1[bi]=roditelj2[bi]�����tada dijete[bi]=roditelj2[bi]�����inaèe dijete[bi]= uzmi_bilo_koji(0,1)��kraj���Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �9�: Uniformno križanje

Uniformno križanje je najlakše i najjednostavnije implementirati kao logièku operaciju, a i najbrže je, jer su logièke operacije implementirane u strojni jezik raèunala.



b17�b16�b15�b14�b13�b12�b11�b10�b9�b8�b7�b6�b5�b4�b3�b2�b1�b0����1�1�0�1�0�1�1�1�0�0�0�1�0�1�1�0�1�0��RODITELJI��0�1�1�0�0�1�1�0�1�1�0�0�1�1�1�0�0�1����1�1�0�0�0�1�1�0�0�0�0�1�0�1�1�0�0�0��DIJETE��Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �10�: Primjer uniformnog križanja

U ovisnosti da li zamjena bitova kod operatora križanja ovisi o poziciji ili broju zamjenjenih bitova, definira se pozicijska i distribucijska sklonost operatora križanja. Križanje s jednom toèkom prekida ima maksimalnu pozicijsku, a minimalnu distribucijsku sklonost, jer vjerojatnost zamjene nekog bita u kromosomu ovisi iskljuèivo o poziciji tog bita. Druga krajnost je uniformno križanje koje ima minimalnu pozicijsku sklonost, a maksimalnu distribucijsku, jer svi bitovi bivaju zamjenjeni bez obzira na njihovu poziciju u kromosomu.

Križanje s jednom i dvije toèke prekida èuva shemu (vidi slijedeæe poglavlje). No, kad populacija postane homogena, prostor koji pretražuje algoritam se smanjuje. Upravo je to razlog zašto se takvo križanje koristi pri veæim populacijama, jer veæa populacija ima i veæu raznolikost shema. Druga krajnost je uniformno križanje koje s velikom vjerojatnošæu lomi sheme, ali pretražuje veæi prostor. Stoga se uniformno križanje koristi pri manjim populacijama (4(.

Segmentno križanje je križanje s više toèaka prekida, s tim da je broj toèaka i pozicija prekida sluèajna za svako pojedino križanje

Mješajuæe križanje obavlja se u tri koraka. U prvom koraku izmiješaju se bitovi svakom roditelju. Drugi korak je klasièno križanje s jednom ili više toèaka prekida. I konaèno u treæem koraku, izmiješani bitovi kod roditelja vrate se na stara mjesta (roditelji ostaju nepromijenjeni) � REF _Ref348335098 \* MERGEFORMAT �[16�(.

Pokazalo se korisnim provjeravati prije križanja da li su roditelji jednaki (vidi eksperimentalne rezultate u tablici 7.7). S jedne strane tada nema smisla provoditi križanje - dovoljno je kopirati jedan od roditelja. S druge strane na taj naèin nastaje još jedan duplikat. Umjesto da se implementira posebni mehanizam otklanjanja duplikata, ovo je dobra prilika da se eliminacija duplikata izvede u sklopu operatora križanja. Dakle, ako provjera da li su roditelji jednaki daje pozitivan odgovor, mutira se jedan od roditelja, a dijete se dobiva sluèajnim odabirom kromosoma (kao kod inicijalizacije).

Pretpostavlja se da je upravo operator križanja to što razlikuje genetski algoritam od ostalih metoda optimiranja � REF _Ref350576585 \* MERGEFORMAT �[2�(. To se ne može reæi za operator mutacije kojega možemo sresti i kod simuliranog kaljenja i kod evolucijske strategije (vidi poglavlje � REF _Ref351567549 \n �6�).

Mutacija

Drugi operator koji je karakteristièan za genetski algoritam je mutacija ili sluèajna promjena jednog ili više gena (slika 4.11).

�



kromosom prije mutacije��1�0�1�1�0�0�1�1�0�1�0�1�0�1�1�0�1�0�����������������������kromosom poslije mutacije��1�0�1�1�0�0�1�1�0�1�0�1�0�0�1�0�1�0��Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �11�: Mutacija

Parametar koji odreðuje vjerojatnost mutacije pm jednog gena je ujedno i parametar algoritma. Ako vjerojatnost mutacije teži k jedinici, tada se algoritam pretvara u algoritam sluèajne pretrage prostora rješenja. S druge strane, ako vjerojatnost mutacije teži k nuli, postupak æe najvjerojatnije veæ u poèetku procesa optimiranja stati u nekom lokalnom optimumu.

Potpuna mutacija sluèajnim postupkom odabire kromosom (a ne gen) za mutaciju i tada sve bitove ispremiješa. To je specijalan oblik mješajuæe mutacije èija je prva granica poèetak kromosoma, a druga granica kraj kromosoma. Mješajuæa mutacija je vrsta mutacije koja sluèajnim postupkom odabire kromosom za mutaciju, prvu i drugu granicu (ili uzorak) i tada ili izmiješa gene ili ih sluèajno generira (potpuna mješajuæa mutacija) ili ih invertira (invertirajuæa, mješajuæa mutacija).

vrsta mutacije�sluèajno odabran jedan gen npr. peti�sluèajno gene-rirana maska:

001001111000�svi geni��jednostavna mutacija�110100001011�111111110011�001001110100

(potpuna inverzija)��mješajuæa mutacija�-�110110100011�011110100101

(broj jedinica i nula ostaje isti)��potpuna mješajuæa mutacija�-�111110011011�011101011010

(potpuno sluèajni kromosom)��invertirajuæa mješajuæa mutacija�-�111111110011�001001110100

(potpuna inverzija)��Tablica � STYLEREF 1 \n �4�.� SEQ Tablica \* ARABIC �4� : Razlièite vrste mutacija nad kromosomom:  1 1 0 1 1 0 0 0 1 0 1 1  

Evolucijski programi najèešæe ne koriste binarni prikaz. U tom sluèaju umjesto parametra pm (vjerojatnost mutacije jednog gena odnosno bita), definira se vjerojatnost mutacije kromosoma pM. Odnos izmeðu ta dva parametra je slijedeæi:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �22� )��gdje je n broj bitova koji èine kromosom. Primjerice, neka je vrijednost parametra pm=0.01 (jedan od sto bitova æe biti promijenjen) i neka je kromosom predstavljen nizom od 32 bita. Tada je pM =0.275 . Dakle, 27 kromosoma od 100 æe biti izmijenjeni.

Mutacijom se pretražuje prostor rješenja i upravo je mutacija mehanizam za izbjegavanje lokalnih minimuma. Naime, ako cijela populacija završi u nekom od lokalnih minimuma, jedino sluèajnim pretraživanjem prostora rješenja pronalazi se bolje rješenje. Dovoljno je da jedna jedinka (nastala mutacijom) bude bolja od ostalih, pa da se u nekoliko slijedeæih generacija, sve jedinke presele u prostor gdje se nalazi bolje rješenje.

Inverzija

Inverzija je zamjena redosljeda gena izmeðu dvije toèke prekida u kromosomu. Npr., neka je kromosom prije inverzije izgledao ovako: 110001010100. Sluèajnim postupkom se odaberu dvije toèke prekida. Neka su to drugi i deveti gen (u ovom sluèaju je jedan gen jedan bit). Tada kromosom poslije inverzije izgleda ovako: 101010001100.

Pokazalo se u praksi da se inverzijom ne može postiæi veæa uèinkovitost algoritma. Stoga se uglavnom inverzija ne ugraðuje u genetski algoritam.

Parametri algoritma

Parametri genetskog algoritma su: vjerojatnost mutacije, vjerojatnost križanja, velièina populacije, broj generacija ili vrijeme trajanja i broj jedinki za eliminaciju. Bez obzira o kakvom se genetskom algoritmu radi, algoritam ima slijedeæe parametre: velièina populacije, broj generacija ili iteracija i vjerojatnost mutacije. Za generacijski genetski algoritam potrebno je još navesti i vjerojatnost križanja. Broj jedinki za eliminaciju zadaje se umjesto vjerojatnosti križanja kod eliminacijskog genetskog algoritma. Vjerojatnost mutacije ovisi o broju jedinki za eliminaciju, jer upravo je toliko jedinki potrebno generirati križanjem. Uobièajne vrijednosti parametara za algoritme s “malim” i “velikim” brojem jedinki u jednoj populaciji dane su u tablici 4.5.

Parametri�oznaka�“mala” populacija�“velika” populacija��Velièina populacije�VEL_POP�30�100��Vjerojatnost mutacije�pm�0.01�0.001��Vjerojatnost križanja�pc�0.9�0.6��Broj jedinki za eliminaciju�M�VEL_POP/2�VEL_POP/4��Tablica � STYLEREF 1 \n �4�.� SEQ Tablica \* ARABIC �5�: Popis parametara genetskog algoritma s generacijskom i eliminacijskom reprodukcijom � REF _Ref351107407 \* MERGEFORMAT �[19�(

Za razlièite vrijednosti parametara algoritma, algoritam daje razlièite rezultate: brže ili sporije dolazi do boljeg ili lošijeg rješenja. Optimiranje parametara genetskog algoritma je složen postupak i zahtjeva izvoðenje velikog broja eksperimenata. Dovoljno je optimirati slijedeæe parametre: velièina populacije, vjerojatnost mutacije, vjerojatnost križanja i broj jedinki za eliminaciju. Kako bi se riješio ovaj složeni problem optimiranja parametara, može se realizirati tzv. genetski algoritam nad genetskim algoritmom. Jedinka predstavlja skup vrijednosti parametara algoritma. Funkcija dobrote može biti odreðena jednadžbom:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �4�.� SEQ ( \* ARABIC �23� )��gdje je Tuk ukupno vrijeme trajanja optimiranja uz pomoæ genetskog algoritma, a S je srednje odstupanje od toènog rješenja. a, b, m i n su parametri koji se zadaju i koji æe ovisiti o tome da li je potrebno da algoritam brže radi i/li daje toènije rješenje.

Parametri genetskog algoritma ne moraju biti konstantni za vrijeme evolucije. Dinamièki parametri mogu biti funkcija vremena ili broja iteracije (što je najèešæi sluèaj) ili mogu biti funkcija velièine raspršenosti rješenja. Ako su rješenja raspršena, valja poveæati uèestalost križanja, a smanjiti mutaciju. S druge strane, ako su rješenja uniformna potrebno je uèiniti suprotno: poveæati uèestalost mutacije, a smanjiti uèestalost križanja, jer križanjem dvaju istih rješenja neæe se dobiti ništa novo, veæ samo treæi, isti, kromosom.

Grubo i fino podešavanje rješenja

Pokazalo se da genetski algoritam daje slabe rezultate pri finom podešavanju rješenja � REF _Ref348335098 \* MERGEFORMAT �[16�(. Holland predlaže � REF _Ref348335098 \* MERGEFORMAT �[16�( da se genetski algoritam koristi kao pretprocesor u procesu optimiranja funkcije cilja prije nego što se pokrene glavni mehanizam pretrage. Za lokalno pretraživanje, odnosno za pronalaženje rješenja s velikom preciznošæu, genetski algoritam zahtjeva odgovarajuæu (veliku) dužinu kromosoma. Na primjer, za jednodimenzijski problem nad jediniènim intervalom i preciznošæu 10-3 potrebno je 10 bitova, a za preciznost 10-6 potreban je barem dvostruki broj bitova: 20 (� REF _Ref353605409 \* MERGEFORMAT �Tablica 4.1�). Takvim poveæanjem preciznosti prostor pretrage se poveæao za 210 toèaka, što je ekvivalentno dvodimenzijskom problemu s binarnim prikazom rješenja i dužine kromosoma od 10 bitova. Dakle, jednodimenzijski problem koji se rješava uz pomoæ genetskog algoritma gdje je kromosom dužine N*b bitova, ekvivalentan je N-dimenzijskom problemu gdje je kromosom dužine b bitova. � REF _Ref353605651 \* MERGEFORMAT �Tablica 8.2� prikazuje ponašanje genetskog algoritma kad se širi dimenzija problema.

S jedne strane može se odustati od finog podešavanja rješenja i primijeniti genetski algoritam, kao pretprocesor ili s druge strane, mogu se na razne naèine poboljšati svojstva finog podešavanja genetskog algoritma. Tako je, npr., vrlo izraženi problem finog podešavanja rješenja kod genetskog algoritma s brojem s pomiènim zarezom, riješen dinamièkim operatorom mutacije. Ideja je posuðena od simuliranog kaljenja � REF _Ref350660071 \* MERGEFORMAT �[13�(, gdje s vremenom (s brojem iteracija) temperatura, kao parametar algoritma, pada. Na taj se naèin prostor pretrage smanjuje. Smanjenjem prostora pretrage algoritam bolje podešava rješenje uz pretpostavku da je identificirano podruèje globalnog optimuma, odnosno da se globalni optimum nalazi u prostoru pretrage. S vremenom (s brojem iteracija ili brojem generacija) prostor pretrage se smanjuje  (vidi formulu � REF _Ref351110859 \* MERGEFORMAT �( 8.4 )�). � REF _Ref353607654 \* MERGEFORMAT �Tablica 8.1� prikazuje usporedne rezultate genetskog algoritma s i bez finog podešavanja rješenja koje je postignuto dinamièkim operatorom mutacije (vidi poglavlje � REF _Ref352575696 \n �8�).

Problem finog podešavanja rješenja kod genetskog algoritma s binarnim prikazom rješenja može se riješiti dinamièkom dužinom kromosoma. Na taj naèin osigurana je i dinamièka preciznost rješenja. Na poèetku procesa optimiranja dužina kromosoma, a time i preciznost, je mala. U tom prvom dijelu optimiranja nastoji se samo identificirati manje podruèje (manji interval) unutar kojeg se nalazi rješenje. U drugom, završnom dijelu optimiranja provodi se fino podešavanje rješenja poveæavanjem preciznosti, tj. produžavanjem kromosoma. Tijekom vremena postupak produžavanja kromosoma je obièno linearan. Pred genetski algoritam se postavlja novi problem: kako odrediti poèetnu preciznost, a da se zbog premale preciznosti ne identificira umjesto globalnog, lokalni optimum. Navedeni problem može se ilustrirati na funkciji cilja koja je prikazana na slici 4.13, a preciznost je odreðena odsjeècima na osi x.



� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\priroda\\GRESKA.bmp \d \* MERGEFORMAT ���

Slika � STYLEREF 1 \n �4�.� SEQ Slika \* ARABIC �12�: Primjer funkcije cilja i suviše male poèetne preciznosti

Globalni optimum je u intervalu (x3, x4), a rješenje koje pronalazi genetski algoritam s prikazanom poèetnom preciznošæu (x0 je xl - lokalni optimum u blizini x1, jer je � EMBED Equation.2  ���.



�Teorem sheme i hipoteza blokova

Teorijske osnove genetskog algoritma (teorem sheme i hipoteza blokova) odnose se na genetski algoritam s binarnim prikazom � REF _Ref350576585 \* MERGEFORMAT �[2�]� REF _Ref348335053 \* MERGEFORMAT �[4�]� REF _Ref351104579 \* MERGEFORMAT �[7�]� REF _Ref348335098 \* MERGEFORMAT �[16�].

Teorem sheme

Šema je uzorak ili skup rješenja koja su meðusobno slièna. Sliènost se odnosi na jednakost gena na pojedinim mjestima kromosoma. Ostali geni mogu biti ili isti ili razlièiti i oznaèavaju se zvjezdicom: “*”. Primjerice, shema *101*1 predstavlja skup od èetiri rješenja: 

010101,

010111,

110101,

110111.

Zvijezdica “*” oznaèava “bilo što” ili “bilo koji znak”, a u ovom sluèaju to je 0 ili 1.

Neka je kromosom duljine n, a shema neka sadrži r znakova “*”. Takva shema predstavlja 2r rješenja. S druge strane, jedno rješenje može biti predstavljeno s 2n shema. Ukupan broj shema kod binarnog prikaza rješenja iznosi 3n, jer jedan znak sheme može biti “*”, “0” ili “1”.

Red sheme S (oznaka o(S)) je broj nepromjenjivih (fiksnih) gena, odnosno broj svih onih znakova sheme S koji nisu “*”:

o(S)=n-r.�( � STYLEREF 1 \n �5�.� SEQ ( \* ARABIC \r 1 �1� )��Na primjer, o(*1*001)=4 i o(****11******)=2.

Definirana dužina sheme (oznaka ((S)) je udaljenost izmeðu prve i zadnje nepromjenjive znamenke. Na primjer, ((*01110011*)=9-2=7, ((10**0)=5-1=4 i ((**1**)=3-3=0.

Teorem sheme. Broj jedinki koje sadrže shemu niskog reda, kratke definirane dužine i iznadprosjeène dobrote raste eksponencijalno.

Formalni opis teorema sheme prikazan je slijedeæom nejednakošæu:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �5�.� SEQ ( \* ARABIC �2� )��gdje su:

	� EMBED Equation.2  ���	- oèekivani broj jedinki koje su podskup sheme S u generaciji t

	� EMBED Equation.2  ���	- prosjeèna dobrota sheme

	� EMBED Equation.2  ���	- prosjeèna dobrota populacije � REF _Ref352579114 \* MERGEFORMAT �( 4.12 )�

	((S)	- definirana dužina sheme S

	o(S)	- red sheme S

	pc	- vjerojatnost križanja

	pm	- vjerojatnost mutacije

	n	- dužina kromosoma

Vjerojatnost gubitka sheme zbog operatora križanja je proporcionalna vjerojatnosti križanja i definiranoj dužini sheme, a obrnuto je proporcionalna broju moguæih prekidnih toèaka �(n-1) i iznosi:

� EMBED Equation.2  ����( � STYLEREF 1 \n �5�.� SEQ ( \* ARABIC �3� )���Toènije, vjerojatnost gubitka sheme zbog operatora križanja je manja ili jednaka izrazu �� REF _Ref352573917 \* MERGEFORMAT �( 5.3 )�, jer postoji moguænost da oba roditelja sadrže shemu S. Sluèajnim odabirom toèke prekida shema S ostaje saèuvana, jer križanjem nastaje ista shema iz istih dijelova koje sadrže roditelji. Na primjer, promotrimo shemu 101**11**1 koju sadrže oba roditelja. Neka je toèka prekida izmeðu dvije jedinice unutar sheme. Nakon križanja shema je ostala saèuvana:

b17�b16�b15�b14�b13�b12�b11�b10�b9�b8�b7�b6�b5�b4�b3�b2�b1�b0����1�1�0�1�0�1�1�1�1�1�0�1�1�1�1�0�1�0��RODITELJI��0�1�1�1�0�1�0�0�1�1�0�0�1�1�1�0�0�1����1�1�0�1�0�1�1�1�1�1�0�0�1�1�1�0�0�1��DJECA��0�1�1�1�0�1�0�0�1�1�0�1�1�1�1�0�1�0����Slika � STYLEREF 1 \n �5�.� SEQ Slika \* ARABIC \r 1 �1�:Shema je saèuvana nakon križanja s jednom toèkom prekida ako oba roditelja sadrže istu shemu

Svako križanje, osim mješajuæeg križanja, (npr. uniformno križanje ili križanje s više toèaka prekida) èuva shemu ako je sadrže oba roditelja.

Vjerojatnost gubitka sheme zbog mutacije je proporcionalna vjerojatnosti mutacije i redu sheme:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �5�.� SEQ ( \* ARABIC �4� )��Hipoteza graðevnih blokova

Rad genetskog algoritma može se predstaviti kao natjecanje izmeðu shema gdje kratke sheme niskog reda s nadprosjeènom dobrotom pobjeðuju. Sastavljajuæi i nizajuæi takve sheme algoritam dolazi do rješenja. Kratke sheme niskog reda s iznadprosjeènom dobrotom nazivaju se graðevni blokovi.

Hipoteza graðevnih blokova. Genetski algoritam pretražuje prostor rješenja nizajuæi sheme niskog reda, kratke definirane dužine i iznadprosjeène dobrote, zvane graðevni blokovi.

S druge strane, graðevni blokovi mogu navesti genetski algoritam na krivo rješenje, tj. da konvergira lokalnom optimumu. Ta se pojava naziva decepcija�, a funkcija koja izaziva tu pojavu decepcijska ili varajuæa funkcija.

Najjednostavniji primjer decepcijske funkcije je tzv. minimalni decepcijski problem. Dvobitna funkcija koja izaziva minimalni decepcijski problem je odreðena nejednakostima:

f(11)>f(00),

f(11)>f(01),

f(11)>f(10),

f(*0)>f(*1),

f(0*)>f(1*).

0* i *0 su kratke sheme niskog reda i iznadprosjeène dobrote: f(*0)>f(*1) i f(0*)>f(1*), ali ne sadrže niz 11 za koji se postiže optimum.

Potpun decepcijski problem je takav problem gdje sve kratke sheme niskog reda koje sadrži optimalno rješenje imaju ispodprosjeènu dobrotu u odnosu na ostale sheme s istim nepromjenjivim genima.

Primjer potpunog decepcijskog problema. Neka se kromosom V sastoji od niza jedinica i nula duljine b. Funkcija f definirana nad kromosomom vraæa broj jedinica, a ako su sve nule vraæa vrijednost 2b. Globalni optimum se postiže upravo s kromosomom koji sadrži sve nule i niti jednu jedinicu: f(0000..0000)=2b, a lokalni optimum je kromosom sa svim jedinicama: f(1111....1111)=b. Svaka kratka shema niskog reda koju sadrži optimalno rješenje (npr. 00*0 ili 0*0) ima ispodprosjeènu dobrotu u odnosu na ostale sheme s istim fiksiranim genima.

Broj shema

Broj shema #S nekog prikaza odreðen je formulom:

� EMBED Equation.2  ����( � STYLEREF 1 \n �5�.� SEQ ( \* ARABIC �5� )��gdje je c kardinalni broj gena (kod binarne reprezenacije c=2, a kod trinarne c=3), a b je broj bitova.

Promatraju li se druge vrste prikaza osim binarnog (0,1(, tzv. ne-binarne vrste prikaza, Primjerice trinarni prikaz (0,1,2( valja preciznije definirati znak “*”. Treba uvesti oznaku za, npr., bilo koji znak 0 ili 1, ali ne i 2: “*01”. Po takvoj konvenciji znak “*” je ekvivalentan oznaci “*012”. U tom sluèaju broj shema #S iznosi:

� EMBED Equation.2  ����( � STYLEREF 1 \n �5�.� SEQ ( \* ARABIC �6� )��Formula � REF _Ref352578168 \* MERGEFORMAT �( 5.5 )� vrijedi samo za binarni prikaz, a ne i za ostale vrste prikaza, dok formula �� REF _Ref352578192 \* MERGEFORMAT �( 5.6 )� vrijedi opæenito.



�Genetski algoritam i ostale sliène metode optimiranja

Uspon uz gradijent

Najjednostavnija heuristièka metoda optimiranja je uspon uz gradijent funkcije cilja� � REF _Ref348335098 \* MERGEFORMAT �[16�(. Struktura algoritma je prikazana na slici 6.1. U poèetku procesa optimiranja generira se sluèajno poèetno rješenje Vc. Slijedi pretraživanje okoline postojeæeg rješenja takoðer sluèajnim procesom. Ako se pronaðe bolje rješenje Vn tada Vc postaje Vn. Postupak se ponavlja u MAX_K koraka.

procedura Uspon_uz_gradijent��poèetak���t = 0

sve dok je t<MAX_K radi

poèetak����lokalno=0

generiraj poèetnu vrijednost Vc sluèajnim procesom �sve dok je lokalno=0 radi�poèetak�����generiraj N novih rješenja u okolini Vc�pronaði najbolje rješenje Vn od N novogeneriranih

ako je f(Vn)>f(Vc)������tada Vc=Vn�inaèe lokalno=1�����kraj����kraj����t = t + 1���kraj��kraj��Slika � STYLEREF 1 \n �6�.� SEQ Slika \* ARABIC \r 1 �1�: Struktura algoritma uspona uz gradijent funkcije cilja

Glavni nedostatak opisane metode je ovisnost dobivenog rješenja o izboru poèetne toèke. Jedina sliènost metode uspona uz gradijent s genetskom algoritmom jest u sluèajnom odabiru poèetnog rješenja te u sluèajnoj pretrazi u okolini postojeæeg rješenja. Takav proces pretrage može se usporediti s operatorom mutacije kod genetskog algoritma s brojem s pomiènom toèkom i posebno definiranim genetskim operatorima kako je opisano u poglavlju � REF _Ref352575696 \n �8�.

Evolucijska strategija i simulirano kaljenje

Šezdesetih godina u Njemaèkoj razvijena je metoda optimiranja temeljena na evolucijskom procesu u prirodi i predstavlja važnu kariku u lancu razvoja genetskih algoritama i evolucijskih programa. Radi se o evolucijskoj strategiji � REF _Ref348335053 \* MERGEFORMAT �[4�(� REF _Ref348335098 \* MERGEFORMAT �[16�(. U poèetku razvoja algoritma evolucijske strategije, algoritam je radio samo s jednom jedinkom, a selekcija se odvijala samo nad tom jedinkom i jednim njenim potomkom. Od genetskih operatora koristi se samo jedan i to mutacija. Jedna jedinka (predstavljena realnim brojem) je karakteristika i simuliranog kaljenja � REF _Ref350660071 \* MERGEFORMAT �[13�(� REF _Ref348335098 \* MERGEFORMAT �[16�( (vidi sliku 6.2). Parametri evolucijske strategije su dinamièki i obièno su kodirani u rješenje � REF _Ref348335053 \* MERGEFORMAT �[4�(. Kromosom v se sastoji od potencijalnog rješenja (vrijednosti x) i standardne devijacije (naziva se još i dužina koraka) (: v=(x,(). Nova jedinka se generira iz stare po formuli:

� EMBED Equation.2  ����( � STYLEREF 1 \n �6�.� SEQ ( \* ARABIC \r 1 �1� )��gdje funkcija N(0,() vraæa sluèajan broj po Gausovoj raspodjeli sa sredinom 0 i standardnom devijacijom ( (što je u skladu s biološkim zapažanjima da su manje promjene èešæe, a veæe rjeðe). Sliènost genetskog algoritma i evolucijske strategije je u populaciji potencijalnih rješenja i u selekciji, a osnovna razlika je u vrsti prikaza: evolucijska strategija koristi iskljuèivo brojeve s pomiènom toèkom.

procedura Simulirano_kaljenje��poèetak���t = 0

inicijaliziraj temperaturu T

generiraj poèetnu vrijednost Vc sluèajnim procesom

sve dok nije zadovoljen uvjet završetka procesa optimiranja radi

poèetak����t = t + 1

selektiraj novu vrijednost Vn u okolini Vc

ako je f(Vn)<f(Vc)�����tada Vc=Vn�inaèe ako je rand(0,1)<exp((f(Vn)-f(Vc))/T) tada Vc=Vn����T=g(T,t)���kraj��kraj��Slika � STYLEREF 1 \n �6�.� SEQ Slika \* ARABIC �2�: Struktura algoritma simuliranog kaljenja



�Objektno orijentirani genetski algoritam

Objektni pristup problemu

Objektni pristup, kakav omoguæuju objektno orijentirani jezici (kao što je C++), je pogodan za implementaciju GA. Slièno kao što prirodni evolucijski proces djeluje nad populacijom jedinki jedne vrste, tako i genetski algoritam implementiran u raèunalo djeluje nad populacijom jedinki (kromosoma). Niz objekata iste klase, toènije, VEL_POP objekata klase kromosom, èine jedan objekt klase populacija (slika 7.1). Operacije nad populacijom su selekcija, križanje i mutacija. Te metode populacije djeluju nad generacijom jedinki T puta. T može biti konstantan i unaprijed zadan kao parametar algoritma ili se postiže zadovoljavanjem uvjeta završetka evolucijskog procesa.

� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\priroda\\POP.bmp \d \* MERGEFORMAT ���

Slika � STYLEREF 1 \n �7�.� SEQ Slika \* ARABIC \r 1 �1�: Populacija jedinki u trenutku t ili u k-toj generaciji

Klasa ima svoja svojstva, metode i operatore. Osnovne metode su konstruktor i destruktor koje se pozivaju pri stvaranju objekta, odnosno pri brisanju objekta iz memorije. Jedinka klase kromosom (slika 7.2) ima samo jedno svojstvo: vrijednost zapisanu u kromosomu. Kromosom može biti niz bitova, niz znakova, broj, vektor brojeva, matrica ili bilo koja druga struktura podataka. Osnove operacije (metode) nad jedinkom su: kreiraj novu jedinku (konstruktor) i izbrisi jedinku (destruktor). Ostale metode klase kromosom služe za izraèunavanje vrijednosti evaluacijske funkcije i funkcije cilja. Izraèuna se vrijednost f(x) ako je f funkcija koju treba optimirati, a x vrijednost zapisana u kromosomu. Operatori (u ovom sluèaju genetski operatori) su križanje i mutacija. Križanje je binarni operator jer djeluje nad dvije jedinke. Rezultat križanja je jedna ili dvije nove jedinke. Mutacija je unarni operator jer djeluje nad jednom jedinkom i rezultat mutacije je ta ista, ali promijenjena (mutirana) jedinka.

class KROMOSOM{

public:

   int b;

   UL k;                                                                     /* kromosom */

   KROMOSOM(int n);                                                 /* konstruktor */

   void operator =(KROMOSOM &p);

   KROMOSOM operator +(KROMOSOM &p);   /* krizanje */

   void operator <=(int n);                                         /* mutacija */

   double x(void);                                    /* evaluacijska funkcija */

   double fja(void);                               /* funkcija cilja */

};��Slika � STYLEREF 1 \n �7�.� SEQ Slika \* ARABIC �2�: Klasa kromosom

Odreðeni broj (VEL_POP) jedinki u k-toj generaciji èini populaciju. Stoga je populacija klasa koja nasljeðuje opisana svojstva jedinke (slika 7.3). Dodatna svojstva populacije su velièina populacije i skup dodatnih korisnih svojstava za promatranje i snimanje stanja. Naime u svakom koraku valja pronaæi najbolju i najlošiju jedinku te izraèunati vrijednost funkcije dobrote za sve jedinke, i sl. Osnovne metode populacije su selekcija, križanje i mutacija. Prije selekcije poziva se metoda procjena koja izraèunava dobrotu, odnosno vjerojatnost eliminacije pojedine jedinke. 

class POPULACIJA::KROMOSOM{

protected:

   int VEL_POP,max,min;   /* velicina populacije, naj-bolji/losiji */

   int dobri[MAX_POPULACIJA],losi[MAX_POPULACIJA];

   /* dobrota i kumulativna vjerojatnost eliminacije */

   double dobrota[MAX_POPULACIJA],kve[MAX_POPULACIJA];

   KROMOSOM *a[MAX_POPULACIJA];

public:

   POPULACIJA(int n,int b);                                      /* konstruktor */ 

   ~POPULACIJA(void);                                             /* destruktor */

   void procjena(void);

   void selekcija(void);

   void krizanje(void);

   void mutacija(void);

   void evolucija(void);

};��Slika � STYLEREF 1 \n �7�.� SEQ Slika \* ARABIC �3�: Klasa populacija

Metoda selekcija djeluje nad populacijom. Selekcijom se odabiru jedinki za eliminaciju i to tako da lošija jedinka ima veæu vjerojatnost eliminacije. Metoda križanje sluèajno odabire parove jedinki (koje su preživjele selekciju) i poziva binarni operator križanja definiran u klasi kromosom toliko puta koliko je eliminirano jedinki u prethodnom koraku kako bi se zadržala velièina populacije konstantnom (VEL_POP=konst.). Metoda mutacija sluèajno odabire pM*VEL_POP (gdje je pM parametar algoritma) jedinki i mutira ih. Metoda evolucija je glavni program genetskog algoritma, u kojem se se periodièki pozivaju procjena, selekcija, krizanje i mutacija T puta.

Opis algoritma

Ugraðen je eliminacijski genetski algoritam bez duplikata za ispitivanje genetskog algoritma s razlièitim vrstama prikaza kromosoma. Eliminacija duplikata se ne obavlja izdvojeno u svakoj generaciji, veæ u sklopu operatora križanja. Ako su roditelji jednaki tada se mutira jedan od roditelja, a dijete se generira sluèajno. Taj postupak se u literaturi naziva prevencija od incesta � REF _Ref348335053 \* MERGEFORMAT �[4�(. Da nema te ispravke operatora križanja, umjesto tri razlièite jedinke dobile bi se tri iste. Upravo eliminacija duplikata znaèajno poboljšava svojstva algoritma, jer duplikati samo usporavaju pretraživanje prostora rješenja (vidi rezultate eksperimenata u tablici 7.7). Opisana metoda eliminacije duplikata može narušiti elitizam. Elitizam je èuvanje najbolje jedinke iz generaciju u generaciju. Dakle, genetski operatori selekcija, križanje i mutacija ne smiju izmijeniti niti izbrisati najbolju jedinku. Selekcija ne može izbrisati najbolju jedinku jer je vjerojatnost eliminacije najbolje jedinke jednaka nuli. Mutacija je operator koji mijenja jedinke. Prije no što se jedinka mutira, valja provjeri da li je ta jedinka najbolja. Ako jest, tada operator mutacije na nju ne djeluje. Narušavanje elitizma može se dogoditi još samo u sluèaju da postoje dvije iste jedinke koje se križaju. Buduæi da su iste, jedna se mutira. Mutirana jedinka može biti najbolja, ali to ne treba biti problem, jer ostaje ona druga koja ima najbolja svojstva. Meðutim, nakon križanja jedinki slijedi mutacija odreðenog broja jedinki iz populacije. U tom procesu može biti odabrana baš ona druga jedinka s najboljim svojstvima. Ona æe biti mutirana jer nije oznaèena da je najbolja. Rješenje tog problema je provjera jedinke prilikom križanja da li je najbolja i zabraniti mutaciju. Niz eksperimenata je pokazalo da je ta pojava gubljenja elitizma uslijed križanja vrlo rijetka i ne utjeèe znaèajno na uèinkovitost algoritma.

Za odreðivanje dobrote jedinke koristi se translacija ili pomak funkcije cilja prema formuli�� REF _Ref351104299 \* MERGEFORMAT �( 4.18 )�. Parametri algoritma i redni broj funkcije cilja zapisani su u ulaznoj datoteci (vidi prilog B: Izvorni tekst programa). Ispitne funkcije cilja zapisane su u modulu funkcije.c.

Slika 7.4 prikazuje hijerarhijsku strukturu modula C++ programa. U glavnom programu definiranom u modulu main.c uèitavaju se parametri algoritma, inicijalizira se generator sluèajnih brojeva i pokreæe se jedan ili više evolucijskih procesa potprogramom vrsta(). Najvažniji dio programa nalazi se u modulima populacija.cpp i kromosom.cpp u kojima su definirana svojstava i metode nad klasama populacija i kromosom. Ovakva struktura omoguæila je jednostavne izmjene nad ugraðenim genetskim algoritmom kako bi se izvršili svi opisani eksperimenti. Izmjene su se uglavnom provodile nad modulom kromosom.cpp u kojem su definirane sve najznaèajnije karakteristike genetskog algoritma: vrsta prikaza, mutacija i križanje.
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Slika � STYLEREF 1 \n �7�.� SEQ Slika \* ARABIC �4�: Hijerarhijska struktura modula ugraðenog genetskog algoritma



�Primjer

Rad opisanog genetskog algoritma (korak po korak) prikazan je na jednostavnom primjeru optimiranja funkcije cilja jedne realne varijable. Zadatak je pronaæi globalni maksimum funkcije � EMBED Equation.2  ��� prikazane na slici 7.5.

� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\testfje\\f7.bmp \d \* MERGEFORMAT ���

Slika � STYLEREF 1 \n �7�.� SEQ Slika \* ARABIC �5�: Ispitna funkcija

Globalni optimum postiže se u toèki (0,1). Koristi se binarni prikaz duljine kromosoma od 32 bita èime je postignuta preciznost na sedam decimala. Broj jedinki koje èine populaciju je 16�. Broj jedinki za eliminaciju je postavljen na 8, a broj selektiranih kromosoma za mutaciju je 5. Kad se veæ odabere kromosom za mutaciju, mutira se sluèajnim odabirom jedan do tri gena.

Rad genetskog algoritma demonstriran je na prve tri iteracije. Prikazan je i jedan primjer cijelog procesa optimiranja (� REF _Ref353940622 \* MERGEFORMAT �Tablica 7.6�).

Prilikom inicijalizacije generira se poèetna populacija s pomoæu generatora sluèajnih brojeva. (� REF _Ref360434538 \* MERGEFORMAT �Tablica 7.1�)

rbr�kromosom�x�f(x)��0�10001010011100000111111010011100�8.1558�0.1381��1�11000001001000011101000011011110�50.8844�0.5127��2�01110010101111011111001011111000�-10.3578�0.3813��3�10011110101110000110010000001010�24.0002�0.3712��4�10101100101110100000010010110100�34.9427�0.5727��5�10001111110110110011100100010110�12.3878�0.8521��6�11001000110000000110001011010000�56.8371�0.5234��7�01010100111001011101001100000010�-33.6736�0.4785��8�11100001101100011101010001001100�76.3239�0.4970��9�11000110001011101110110011001110�54.8307�0.4702��10�00100011011101011111100000101000�-72.2962�0.5129��11�00100001110001110011100101111010�-73.6108�0.4890��12�10000011101100110000010101100100�2.8901�0.9308��13�00101110001101100010010000000110�-63.8973�0.4897��14�10001110101010111000101100000000�11.4610�0.2667��15�10000101011001001000111101110010�4.2131�0.2386��Tablica � STYLEREF 1 \n �7�.� SEQ Tablica \* ARABIC \r 1 �1�: Sluèajno generirana populacija od 16 jedinki s evaluacijskim vrijednostima

Prva iteracija.

korak: evaluacija. Izraèunavaju se vrijednosti kromosoma x prema formuli � REF _Ref352578469 \* MERGEFORMAT �( 4.2 )�. Dobivena vrijednost se uvrštava u funkciju cilja i dobiva se f(x).

korak: procjena. Identificira se najbolja i najlošija jedinka i izvrši se translacija. U ovom sluèaju najbolja jedinka je kromosom s rednim brojem 12, a najlošija je kromosom s rednim brojem 0. Translacija se obavlja prema formuli � REF _Ref351104299 \* MERGEFORMAT �( 4.18 )� i rezultat su dobrote d. Po toj formuli najlošija jedinka ima dobrotu 0. Buduæi da se radi o eliminacijskoj selekciji, izraèunaju se negativne dobrote d-1.

korak: selekcija. Generira se M sluèajnih brojeva u intervalu (0,max(kp((, gdje je max(kp( najveæa vrijednost kumulativne dobrote. U prvom koraku, prije prve eliminacije, najveæa vrijednost kumulativne dobrote iznosi 7.16 (� REF _Ref354285686 \* MERGEFORMAT �Tablica 7.2�). Generirani su slijedeæi brojevi: 2.343, 0.17, 3.059, 4.261, 0.178, 3.002, 1.692 i 1.462. Ako je sluèajno generirani broj r u intervalu (kpi-1,kpi( tada se i-ti kromosom briše. Na primjer, za prvi broj r=2.343 briše se jedinka s rednim brojem 4. Nakon svake eliminacije potrebno je ponovno izraèunati kumulativnu dobrotu za sve jedinke koje slijede. U ovom sluèaju eliminirana je jedinka s rednim brojem 4 i treba izraèunati kumulativne dobrote jedinkama koje slijede: s rednim brojevima 5 do 15. Tek kada se izraèuna novi (manji) max(kp(, generira se novi sluèajni broj u novom intervalu. Vrijednost max(kp( je manja od one u prethodnom koraku za iznos negativne dobrote eliminirane jedinke. Postupak se ponavlja za svaki r. Na taj naèin u navedenom primjeru eliminirane su slijedeæe jedinke 4, 0, 9, 14, 1, 11, 7 i 6.

korak: križanje. Križanjem preostalih jedinki popunjavaju se eliminirane jedinke. Na taj naèin velièina populacije je tijekom cijelog procesa optimiranja jednaka. Jedinke koje su preostale imaju meðusobno jednaku vjerojatnost križanja. U prvom od M koraka se nadomješta jedinka s rednim brojem 4 i to križanjem sluèajno odabranih jedinki 13 i 12. Zatim, jedinka pod rednim brojem 0 dobiva se križanjem sluèajno odabranih jedinki 10 i 2, itd.

korak: mutacija. Selektira se BR_M=5 puta jedna jedinka za mutaciju. Jedna jedinka može više puta biti odabrana za mutaciju. Sve jedinke imaju istu vjerojatnost mutacije osim najbolje èija je vjerojatnost mutacije 0 (elitizam). Sluèajnim odabirom selektirane su slijedeæe jedinke za mutaciju: 2, 11, 2, 5 i 7 (jedinka s rednim brojem 2 je dva puta selektirana). Postoji moguænost da jedna jedinka nakon mutacije ostane nepromijenjena (ako se odabrane paran puta isti bit iste jedinke za mutaciju). Mutirani bitovi su u tablicama 7.2, 7.4 i 7.5 napisani masno.

rbr�d�d-1�kp�kromosom�x�f(x)�križanje��0�0.00�0.79�0.79�10001010011100000111111010011100�8.1558�0.1381�10+2��1�0.37�0.42�1.21�11000001001000011101000011011110�50.8844�0.5127�8+2��2�0.24�0.55�1.76�01110010101111011111001011111000�-10.3578�0.3813���3�0.23�0.56�2.32�10011110101110000110010000001010�24.0002�0.3712���4�0.43�0.36�2.67�10101100101110100000010010110100�34.9427�0.5727�13+12��5�0.71�0.08�2.75�10001111110110110011100100010110�12.3878�0.8521���6�0.39�0.41�3.16�11001000110000000110001011010000�56.8371�0.5234�12+2��7�0.34�0.45�3.61�01010100111001011101001100000010�-33.6736�0.4785�3+8��8�0.36�0.43�4.05�11100001101100011101010001001100�76.3239�0.4970���9�0.33�0.46�4.51�11000110001011101110110011001110�54.8307�0.4702�13+10��10�0.37�0.42�4.92�00100011011101011111100000101000�-72.2962�0.5129���11�0.35�0.44�5.37�00100001110001110011100101111010�-73.6108�0.4890�3+12��12�0.79�0.00�5.37�10000011101100110000010101100100�2.8901�0.9308���13�0.35�0.44�5.81�00101110001101100010010000000110�-63.8973�0.4897���14�0.13�0.66�6.47�10001110101010111000101100000000�11.4610�0.2667�10+13��15�0.10�0.69�7.16�10000101011001001000111101110010�4.2131�0.2386���Tablica � STYLEREF 1 \n �7�.� SEQ Tablica \* ARABIC �2�: Stanje populacije nakon selekcije, ali prije križanja (crno su oznaèene jedinke za eliminaciju).

rbr�kromosom�križanje��0�01100010011111011111100010101000�10+2��1�01100011101110011101011011011000�8+2��2�01110010101111011111001011111000���3�10011110101110000110010000001010���4�10101111001100100010010100100100�13+12��5�10001111110110110011100100010110���6�10100011101111110010010101110000�12+2��7�11010100101110010111010100001110�3+8��8�11100001101100011101010001001100���9�00101111001101000011110000101010�13+10��10�00100011011101011111100000101000���11�10011010101100100000010101001010�3+12��12�10000011101100110000010101100100���13�00101110001101100010010000000110���14�00100110001101100011010000100100�10+13��15�10000101011001001000111101110010���Tablica � STYLEREF 1 \n �7�.� SEQ Tablica \* ARABIC �3�: Populacija nakon prve iteracije. 



Druga iteracija

Nakon prve iteracije nije postignut bolji rezultat. Najbolja jedinka je ostala ista, ali je prosjeèna vrijednost funkcije cilja populacije porasla s 0.4828 na 0.5212.

rbr�d�d-1�kromosom�x�f(x)�križanje��0�0.15�0.54�01100010011111011111100010101000�-23.0531�0.3880�4+8��1�0.48�0.21�01100011101110011101011011011000�-22.0891�0.7215�12+5��2�0.12�0.58�01110110101111011111001001101010�-7.2328�0.3543�7+11��3�0.13�0.56�10011110101110000110010000001010�24.0002�0.3712���4�0.25�0.44�10101111001100100010010100100100�36.8718�0.4925���5�0.61�0.08�10001111110110100011100100010110�12.3847�0.8513���6�0.38�0.31�10100011101111110010010101110000�27.9271�0.6213�4+8��7�0.28�0.42�11010100101110010111010100001110�66.1910�0.5157���8�0.26�0.43�11100001101100011101010001001100�76.3239�0.4970���9�0.28�0.41�00101111001101000011110000101010�-63.1218�0.5168�11+15��10�0.27�0.42�00100011011101011111100000101000�-72.2962�0.5129�5+3��11�0.10�0.59�10011010101100100000010101001010�20.8558�0.3436���12�0.69�0.00�10000011101100110000010101100100�2.8901�0.9308���13�0.25�0.44�00101110001101100010010000000110�-63.8973�0.4897�11+3��14�0.25�0.44�00100110001101100011010000100100�-70.1471�0.4932�3+12��15�0.00�0.69�10000101011001001000111101110010�4.2131�0.2386���Tablica � STYLEREF 1 \n �7�.� SEQ Tablica \* ARABIC �4�: Populacija u drugoj iteraciji prije križanja

Veæ u drugoj iteraciji postiže se poboljšanje. Jedinka s rednim brojem 1 dobivena križanjem jedinki 12 i 5 postaje najbolja. Neke jedinke (2,6,10 i 13) koje su bile pošteðene eliminacije u prvoj iteraciji sada su eliminirane.
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� REF _Ref353940622 \* MERGEFORMAT �Tablica 7.6� prikazuje najbolje jedinke u pojedinoj iteraciji tijekom cijelog evolucijskog procesa. Koristi se binarni prikaz duljine kromosoma od 32 bita. Broj iteracija je postavljen na 500. Broj jedinki koje èine populaciju je 30. Broj jedinki za eliminaciju je 15, a broj selektiranih kromosoma za mutaciju je 10. Prvi stupac u tablici oznaèava redni broj iteracije.

Do 278. generacije najbolja jedinka populacije predstavljala je prvi lokalni optimum, tj. maksimum: 01111100000000000000000000000000 (x=-3.12499997744). U 279-toj generaciji pronaðeno je podruèje globalnog optimuma. Preostali dio procesa do 338. generacije je fino podešavanje rješenja. I konaèno u 338. generaciji pronaðeno je rješenje (globalni optimum): 10000000000000000000000000000000 (x(0).
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�� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\testfje\\evol.bmp \d \* MERGEFORMAT ���

Slika � STYLEREF 1 \n �7�.� SEQ Slika \* ARABIC �6�: Genetski algoritam koji iz generaciju u generaciju èuva najbolju jedinku asimptotski teži ka globalnom optimumu

Slika 7.6 je grafièki prikaz eksperimentalnih rezultata iz tablice 7.6. Na x osi je broj iteracije ili generacije, a na y osi je vrijednost funkcije cilja koja se dobije evaluacijom najbolje jedinke u toj iteraciji. Na toj slici je zorno prikazan prijelaz s lokalnog optimuma (f(x)(0.99) na globalni (f(x)=1) koji se dogodio oko 250-te iteracije.

� REF _Ref353606140 \* MERGEFORMAT �Tablica 7.7� prikazuje usporedne rezultate istog genetskog algoritma s i bez duplikata nad ispitnom funkcijom s rednim brojem 7. Svi duplikati se ne eliminiraju u svakoj iteraciji. Detekcija i eliminacija duplikata odvija se u procesu križanja. Ako su roditelji isti, tada se jedan od roditelja mutira, a dijete je rezultat sluèajnog procesa (kao kod inicijalizacije). Na taj naèin proširuje se prostor pretrage.

dimenzija problema�1D��velièina populacije�30��broj iteracija�500��broj eksperimenata�100��GA s ili bez duplikata�sa�bez��postignut globalni optimum f(x)=1�66%�100%��postignut prvi lokalni optimum f(x)(0.99�24%�-��Tablica � STYLEREF 1 \n �7�.� SEQ Tablica \* ARABIC �7�: Eksperimentalni rezultati genetskog algoritma s i bez duplikata

Eksperimentalni rezultati

Jednodimenzijske ispitne funkcije cilja realne varijable navedene se u prilogu A. Ispitne funkcije nose oznake f0,f1, ... f6 i f7. Zadatak je pronaæi globalni optimum, tj. globalni maksimum, za sve ispitne funkcije. Zajednièka karakteristika svih osam ispitnih funkcija jest da su neprekidne i imaju više lokalnih optimuma, ali samo jedan globalni maksimum. Funkcije f4, f5 i f6 imaju jedno ili više gomilišta lokalnih optimuma.

Opisani genetski algoritam uspio je pronaæi globalni optimum za sve ispitne funkcije s preciznošæu na sedam decimala ili više (ovisno o duljini intervala ili velièini domene pojedine ispitne funkcije). Eksperimentalni rezultati su približno isti za sve ispitne funkcije. Genetskom algoritmu je bilo potrebno u prosjeku nešto manje od 300 iteracija da pronaðe rješenje.



�Kromosom kao broj s pomiènom toèkom

Prikaz broja s pomiènom toèkom

Neka je zadatak optimirati funkciju cilja realne varijable. U tom sluèaju kromosom može biti uobièajno niz jedinica i nula, tj. cijeli broj, koji predstavlja realan broj u zadanom intervalu, zapisan binarno kao što je veæ opisano. To je binarni prikaz najèešæe u prirodnom binarnom ili u Grejevom kodu. Alternativno rješenje je broj s pomiènom toèkom. Za takav prikaz u genetski algoritam nije potrebno ugraðivati poseban mehanizam dekodiranja kakav mora biti prisutan pri binarnom prikazu (vidi formulu � REF _Ref352578469 \* MERGEFORMAT �( 4.2 )�), jer kromosom i jest realan broj (samo je zapisan kao broj s pomiènom toèkom prema IEEE 754-1985 standardu, slike 8.1 i 8.2) i može se direktno uporabiti za izraèunavanje vrijednosti funkcije cilja.



�� 32��������  1�  8�  23��predznak�eksponent�frakcija���msb�lsb�msb�lsb��Slika � STYLEREF 1 \n �8�.� SEQ Slika \* ARABIC \r 1 �1�: Broj s pomiènom toèkom prema IEEE 754-1985 standardu

��64�������� 1�  11�52��predznak�eksponent�frakcija���msb�                   lsb msb�lsb��Slika � STYLEREF 1 \n �8�.� SEQ Slika \* ARABIC �2�: Broj s pomiènom toèkom dvostruke preciznosti prema IEEE 754-1985 standardu

Broj s pomiènom toèkom zapisan je u slijedeæem formatu: prvi bit je predznak broja. Slijedi eksponent od 8, odnosno kod broja dvostruke preciznosti, 12 bitova. Ostali bitovi su frakcija koja èini signifikant. Signifikant je jedna jedinica (skriveni bit) iza koje slijedi frakcija.

Opis algoritma

Za eksperimentalnu analizu i usporedno ispitivanje genetskih algoritama s binarnim prikazom i kromosomom kao brojem s pomiènom toèkom Uporabljen je eliminacijski genetski algoritam bez duplikata. Parametri algoritma su bili isti za oba eksperimenta i navedeni su u tablici rezultata. Genetski algoritam s binarnim prikazom ima ugraðen uniformno križanje i jednostavnu mutaciju (promjena jednog bita s vjerojatnošæu pm). Za genetski algoritam s kromosomom kao brojem s pomiènom toèkom posebno su definirani genetski operatori.

Križanje. Križanje treba omoguæiti prenošenje svojstava iz generacije u generaciju. Operator križanja daje kao rezultat sluèajan broj u intervalu èije granice odreðuju roditelji:

xdijete = sluèajan_broj_u_intervalu( xroditelj1, xroditelj2 ).�( � STYLEREF 1 \n �8�.� SEQ ( \* ARABIC \r 1 �1� )��Mutacija. Mutacija je sluèajna promjena kromosoma. Kod binarnog prikaza, mutacija je sluèajna promjena jednog gena, odnosno jednog bita: ako je 0 postaje 1 i obrnuto. U ovom sluèaju operator mutacije može biti definiran kao sluèajan broj unutar cijelog zadanog intervala, odnosno cijele domene:

xk’= sluèajan_broj_u_intervalu( DG, GG ).�( � STYLEREF 1 \n �8�.� SEQ ( \* ARABIC �2� )��Takvim operatorom mutacije pretražuje se cijeli prostor rješenja tijekom cijelog evolucijskog procesa. Na kraju procesa pretrage, kad je identificirano podruèje globalnog optimuma, potrebno je izvršiti fino podešavanje rješenja. Takvim operatorom mutacije to nije postignuto kao što se vidi iz eksperimentalnih rezultata (� REF _Ref353607654 \* MERGEFORMAT �Tablica 8.1�). Razlog lošem ponašanju algoritma s ovakvom jednostavnom mutacijom leži u maloj vjerojatnosti p( da poslije mutacije novo rješenje postane element malog intervala ( unutar domene ogranièene donjom i gornjom granicom:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �8�.� SEQ ( \* ARABIC �3� )��gdje je ( <<(GG-DG) ( p( ( 0.

U svrhu poboljšanja uèinkovitosti mutacije u podruèju finog podešavanja rješenja definira se dinamièki operator mutacije. Vjerojatnost mutacije je konstantna, ali se prostor djelovanja mutacije s vremenom (s brojem generacija ili iteracija) smanjuje. Ako je odabran kromosom xk za mutaciju, tada se novi kromosom izraèunava iz slijedeæe formule:

xk’=sluèajni_broj_u_intervalu(DGM,GGM),�( � STYLEREF 1 \n �8�.� SEQ ( \* ARABIC �4� )��gdje su dinamièke granice DGM i GGM odreðene slijedeæim jednadžbama � REF _Ref348335098 \* MERGEFORMAT �[16�]:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �8�.� SEQ ( \* ARABIC �5� )��� EMBED Equation.2  ���,�( � STYLEREF 1 \n �8�.� SEQ ( \* ARABIC �6� )��� EMBED Equation.2  ���,�( � STYLEREF 1 \n �8�.� SEQ ( \* ARABIC �7� )��gdje je s sluèajni broj iz intervala [0,1], b je sistemski parametar koji odreðuje stupanj ovisnosti o broju iteracije (u ovom sluèaju b=5) i T je ukupan broj iteracija. 

Funkcija r(t) omoguæava dinamièki prostor djelovanja operatora mutacije. Na poèetku procesa evolucije kad t ima malu vrijednost, prostor djelovanja mutacije je unutar cijelog intervala [DG,GG]. Dok pri kraju evolucije (t(T) prostor djelovanja mutacije teži k nuli � REF _Ref348335098 \* MERGEFORMAT �[16�]. Opisanim postupkom se postiže djelotvornije fino podešavanje rješenja.

dimenzija problema�1D��velièina populacije�30��broj iteracija�500��broj eksperimenata�1000��prikaz�broj s pomiènom toèkom��GA s i bez finog podešavanja�sa�bez��postignut globalni optimum f(x)=1�100%�97.1%��postignut prvi lokalni optimum f(x)(0.99�-�2.9%��� EMBED Equation.2  ���- prosjeèno odstupanje�7.6E-5�3.6E-4��( - standardna devijacija�6.6E-4�8.2E-3��Tablica � STYLEREF 1 \n �8�.� SEQ Tablica \* ARABIC \r 1 �1�: Genetski algoritam s i bez finog podešavanja rješenja



Usporedno ispitivanje dviju metoda

Ispitna funkcija

Ispitna funkcija � REF _Ref350576585 \* MERGEFORMAT �[2�] sadrži više lokalnih optimuma i jedan globalni. Vrijednost prvog susjednog lokalnog optimuma manja je za 1% vrijednosti globalnog optimuma, što se može vidjeti na uveèanom segmentu slike 8.3. Domena je relativno velika (gg-dg=200) s obzirom da se najznaèajniji dio pretrage odvija na vrlo uskom intervalu oko nule.

��� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\testfje\\f7dio.bmp \d \* MERGEFORMAT ���





� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\testfje\\f7okvir.bmp \d \* MERGEFORMAT ���

Slika � STYLEREF 1 \n �8�.� SEQ Slika \* ARABIC �3�: 1D ispitna funkcija�� EMBED Equation.2  ���, � EMBED Equation.2  ���

Ispitna funkcija u N-dimenzijskom prostoru glasi:

� EMBED Equation.2  ���,	� EMBED Equation.2  ���,	� EMBED Equation.2  ���



� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\testfje\\2Df7.bmp \d \* MERGEFORMAT ���

Slika � STYLEREF 1 \n �8�.� SEQ Slika \* ARABIC �4�: Segment 2D ispitne funkcije �� EMBED Equation.2  ���, � EMBED Equation.2  ���

Globalni maksimum zadane funkcije je � EMBED Equation.2  ���. slika 8.4 i slika 8.3 prikazuju ispitne funkciju � EMBED Equation.2  ��� u jednodimenzijskom i dvodimenzijskom prostoru � REF _Ref350576585 \* MERGEFORMAT �[2�(. 

Eksperimentalni rezultati

Izvedeno je po tisuæu eksperimenata za jednodimenzijski problem za svaku vrstu prikaza i obje velièine populacije: 10 i 30, odnosno po stotinu eksperimenata za dvodimenzijski i deseterodimenzijski problem za svaki prikaz. Eksperimenti su provedeni na raèunalu SUN SPARCstation 2 (4/75) s 32 MB RAM-a.

Za jednodimenzijski problem genetski algoritam s binarnim prikazom daje samo malo bolje rezultate u odnosu na prikaz s brojem s pomiènom toèkom, ali je 60% sporiji. Uz velièinu populacije 30, genetski algoritam za oba prikaza pronalazi globalni optimum u svih tisuæu izvedenih eksperimenata. Genetski algoritam daje slabije rezultate ako se dimenzija problema poveæava. Veæ za dvodimenzijski problem genetski algoritam u približno 10% sluèajeva pronalazi globalni optimum, a u preostalih 90% prvi lokalni optimum. Genetski algoritam s binarnim prikazom postiže malo bolje rezultate mada je za njegovo izvoðenje potrebno oko 60% više vremena (vidi tablicu 8.2). Poveæavajuæi dimenziju problema, eksperimentalni rezultati okreæu se u korist prikaza s brojem s pomiènom toèkom: genetski algoritam s brojem s pomiènom toèkom pronalazi prosjeèno bolja rješenja i postiže bolje rezultate u podruèju finog podešavanja rješenja u gotovo tri puta kraæem vremenu. 

dimenzija problema�1D�2D�10D��velièina populacije�10�30�60�100��broj iteracija�500�500�1000�1000��broj eksperimenata�1000�1000�100�100��prikaz�Binarna�FP�Binarna�FP�Binarna�FP�Binarna�FP��postignut globalni optimum;  f(x)=1�96.7%�98.2%�100%�100%�16%�8%�-�-��postignut prvi lokalni optimum;  f(x)(0.99�3.3%�1.8%�-�-�84%�92%�-�-��postignut lokalni optimum za koji vrijedi:  f(x)>0.8�-�-�-�-�-�-�53%�76%��� EMBED Equation.2  ���- prosjeèno odstupanje�3.61E-4�1.96E-4�1E-5�7.6E-5�0.0083�0.0089�0.217�0.167��( - standardna devijacija�0.0018�0.0013�1.9E-4�6.65E-4�0.0036�0.0024�0.093�0.062��CPU vrijeme u sekundama za 100 eksperimenata �168�103�432�269�2825�1827�23878�7891��Tablica � STYLEREF 1 \n �8�.� SEQ Tablica \* ARABIC �2�: Eksperimentali rezultati usporednog ispitivanja dviju metoda

Za oèekivati je da æe algoritam postignuti bolje rezultate ako se smanji domena funkcije cilja,. Na primjer neka je domena svake varijable xi prepolovljena: x1,x2,...,xN ((0,100(. Genetski algoritam s binarnim prikazom daje oèekivane bolje rezultate. Za isti, lakši problem, genetski algoritam s brojem s pomiènom toèkom daje znaèajno lošije rezultate (� REF _Ref353605215 \* MERGEFORMAT �Tablica 8.3�). Rješenje problema s duplo veæom domenom funkcije cilja za odreðen set parametara pronalazi se s pomoæu genetskog algoritma s binarnim prikazom sa 100% vjerojatnošæu (izvedeno je 1000 eksperimenata). S druge strane, genetski algoritam s brojem s pomiènom toèkom postiže globalno rješenje lakšeg problema, s manjom domenom funkcije cilja, u svega 77% sluèajeva.

Razlog takvom lošem ponašanju algoritma leži u operatoru križanja. Naime, operator križanja definiran formulom � REF _Ref351374887 \* MERGEFORMAT �( 8.1 )� ne može producirati globalno rješenje ako se ono nalazi na rubu podruèja domene funkcije cilja.



�dimenzija problema�1D�2D��velièina populacije�30�60��broj iteracija�500�1000��broj eksperimenata�100�100��prikaz�Binarna�FP�Binarna�FP��postignut globalni optimum;  f(x)=1�100%�77%�23%�-��postignut prvi lokalni optimum;  f(x)(0.99�none�23%�77%�74%��postignut lokalni optimum za koji vrijedi:  f(x)>0.8�-�-�-�26%��� EMBED Equation.2  ���- prosjeèno odstupanje�(0�0.0025�0.0075�0.0135��( - standardna devijacija�(0�0.038�0.004�0.0089��Tablica � STYLEREF 1 \n �8�.� SEQ Tablica \* ARABIC �3�: Eksperimentalni rezultati istog problema, ali s manjom domenom: x1,x2,...,xN ((0,100(.

Zakljuèak

Eksperimentalni rezultati su približno isti za oba prikaza za jednodimenzijski, dvodimenzijski i deseterodimenzijski problem u podruèju pronalaženja i finog podešavanja rješenja. Razlika je u potrebnom vremenu za izvoðenje procesa optimiranja. Što je veæi kromosom (problem ima više dimenzija, odnosno varijabli) to je genetski algoritam s brojem s pomiènom toèkom brži u odnosu na binarni prikaz. Postoje dva razloga za takvo ponašanje algoritma:

Kod binarnog prikaza algoritam mora imati ugraðen mehanizam pretvorbe cijelog broja zapisanog kao niz jedinica i nula u realan broj.

Genetski operatori definirani nad brojem s pomiènom toèkom su jednostavniji i brži nego uniformno križanje i mutacija bitova kod binarnog prikaza.

S druge strane genetski algoritam s brojem s pomiènom toèkom gotovo da postaje sluèajni proces pretraživanja prostora rješenja ako operator križanja ne može producirati optimalno rješenje kao što je sluèaj s opisanim operatorom križanja.

Dakle, samo promjenom prikaza rješenja i bez ikakvih promjena algoritma i parametara postigli su se slièni rezultati u kvaliteti rješenja, ali za kraæe vrijeme.





Uobièajni genetski operatori nad brojem s pomiènom toèkom

Dosad su bile prikazane dvije vrste prikaza: binarni i broj s pomiènom toèkom. Za svaku vrstu prikaza posebno su definirani genetski operatori. Genetski algoritam s binarnim prikazom ima implementirane klasiène genetske operatore nad nizom bitova. S druge strane, genetski algoritam s brojem s pomiènom toèkom ima posebne operatore križanja (vidi formulu � REF _Ref351374887 \* MERGEFORMAT �( 8.1 )�) i mutacije (vidi formulu � REF _Ref351110859 \* MERGEFORMAT �( 8.4 )�) koji djeluju nad realnim brojevima. Promjenom prikazom (umjesto binarnog uporabljen je prikaz brojem s pomiènom toèkom) dobili su se slièni rezultati pri optimiranju funkcija cilja više varijabli, ali za kraæe vrijeme optimiranja. U ovom poglavlju razmatra se ideja da se broj s pomiènom toèkom tretira kao niz bitova. Nad nizom bitova je moguæe primijeniti klasiène genetske operatore: križanje s jednom ili više toèaka prekida te mutacija kao sluèajna promjena jednog bita.

Problem finog podešavanja rješenja rješava se preslikavanjem. Naime, tijekom cijelog procesa optimiranja nije potrebno djelovati genetskim operatorima na sve bitove broja s pomiènom toèkom: u poèetku procesa dovoljno je promatrati samo eksponent i dio frakcije (i to onaj dio frakcije koji ima veæu težinu) kako je prikazano na slici 8.5.

Nadalje, valja primijetiti da je takvim prikazom realnog broja gustoæa realnih brojeva, koji se daju prikazati, najveæa oko nule. Zamislimo realni pravac na kojem su oznaèeni svi realni brojevi koji se daju prikazati opisanim standardom (s pomoæu broja s pomiènom toèkom). Kako se udaljavamo od nule na spomenutom pravcu, gustoæa brojeva pada s potencijom broja 2. Na primjer, u intervalu (0,2) ima isto toliko brojeva koliko i u intervalu (2,MAX_FP(, gdje je MAX_FP najveæi realan broj koji se može zapisati kao broj s pomiènom toèkom. Ako generiramo poèetnu populaciju takvim sluèajnim procesom da svi bitovi imaju jednaku vjerojatnost da postanu nula ili jedinica (kao što je to sluèaj s binarnim prikazom) tada taj generator sluèajnih brojeva nema uniformnu razdiobu. Na primjer veæa je vjerojatnost da sluèajan broj bude u intervalu (0,1(, nego u intervalu (100,101(. Dakle, treba drugaèije definirati generator sluèajnih brojeva - tako da ima uniformnu razdiobu u intervalu (dg,gg(. Ugraðeni generator sluèajnih brojeva glasi:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �8�.� SEQ ( \* ARABIC �8� )��gdje funkcija rand() vraæa sluèajan cijeli broj u intervalu (0,MAX_SLUC( i to po uniformnoj razdiobi (svi brojevi od 0 do MAX_SLUC imaju jednaku vjerojatnost odabira).



��N brojeva s pomiènom toèkom, širina=N*64��1�11�52�1�11�52��1�11�52����������..........��������������



















������..........�����1�11�S�1�11�S��1�11�S����N brojeva s pom. toèkom, širina=N*(1+11+S), MinS(S(52��

Slika � STYLEREF 1 \n �8�.� SEQ Slika \* ARABIC �5�: Postupak preslikavanja vektora brojeva s pomiènom toèkom u kraæi kromosom

U poèetku procesa optimiranja nisu važni posljednji bitovi frakcije. Stoga nije ni potrebno na njih djelovati genetskim operatorima. Radi uštede vremena, realiziran je genetski algoritam s promjenjivom dužinom kromosoma. Na poèetku procesa kromosom je najmanji i sastoji se od N skraæenih brojeva s pomiènom toèkom (slika 8.5). Skraæeni broj s pomiènom toèkom se sastoje od predznaka, eksponenta i dijela frakcije sa znaèajnijim bitovima. Pri kraju procesa optimiranja kromosom je pune duljine i sastoji se od N brojeva s pomiènom toèkom. Na taj naèin je proces pretrage podijeljen na dva dijela. U prvom dijelu se vrši detekcija podruèja u kojem se nalazi globalni optimum, a u drugom dijelu se vrši fino podešavanje rješenja.

Dodatno, implementirani genetski algoritam radi samo s realnim brojevima u intervalu (0,2(. To znaèi da se svaki xi((dgi,ggi( mora preslikati u interval (0,2(:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �8�.� SEQ ( \* ARABIC �9� )��U takvom prikazu negativni brojevi su preslikani u pozitivne i predznak je uvijek pozitivan. Buduæi da se ne koriste brojevi veæi od 2, odreðen je i prvi bit eksponenta. Kromosom je kraæi za još 2N bitova kako je prikazano na slici 8.6.

����..........����10�S�10�S��10�S����N brojeva s pomiènom toèkom, širina=N*(10+S), MinS(S(52��Slika � STYLEREF 1 \n �8�.� SEQ Slika \* ARABIC �6�: Vektor brojeva s pomiènom toèkom bez bita predznaka i prvog bita eksponenta

Na poèetku procesa optimiranja S je najmanji i iznosi MinS, a pri kraju procesa S je jednak cijeloj dužini frakcije.

Zakljuèak

Genetski algoritam s uobièajnim genetskim operatorima nad brojem s pomiènom toèkom nije dao oèekivane rezultate. Rezultati su bili loši upravo zbog prikaza broja s pomiènom toèkom. Naime, mutacija gena koji je dio eksponenta, pogotovo onih znaèajnijih bitova, ima za rezultat velike (eksponencijalne) promjene vrijednosti kromosoma. Takve promjene i mogu biti korisne, ali u poèetku procesa optimiranja. Stoga je i ostvaren algoritam s dinamièkom dužinom kromosoma. Meðutim, rezultati su ostali loši. Poboljšanje je postignuto razlièitim tretiranjem eksponenta i frakcije. Definirana su dva operatora mutacije: jedan zadužen za eksponent, a jedan za frakciju. Mutacija i vjerojatnost mutacije nad frakcijom je ista kao i kod uobièajnog genetskog algoritma s binarnim prikazom. Mutacija nad eksponentom je dinamièka: mijenja se vjerojatnost mutacije tijekom procesa optimiranja. Vjerojatnost mutacije nad eksponentom je daleko manja. Na poèetku procesa je oko deset puta manja od vjerojatnosti mutacije nad frakcijom i smanjuje se tijekom evolucije, ali tako da na kraju procesa nije jednaka nuli. Ovakvom promjenom operatora mutacije postigli su se bolji rezultati optimiranja, ali još uvijek nešto lošiji nego bez uobièajnih genetskih operatora nad brojem s pomiènom toèkom.

Kao što je prikazano na slici 8.7, problem je u nejednakoj gustoæi brojeva na brojevnom pravcu. Ako donju granicu predstavlja broj 0, a gornju granicu broj 2, tada gustoæa brojeva raste s potencijom broja 2 kako se približavamo donjoj granici. Buduæi da je mutacija sluèajna promjena jednog ili više bitova, u ovom sluèaju bitova eksponenta, mutacija je generator sluèajnih brojeva. Samo što u ovom sluèaju to nije uniformna razdioba. Na primjer, ako se promatra devet bitova eksponenta, vjerojatnost da sluèajno generirani broj bude u intervalu ((GG-DG)/2,GG( je 510 puta manja od vjerojatnosti da sluèajni broj bude u duplo manjem intervalu (DG,(GG-DG)/4(:

� EMBED Equation.2  ��� i � EMBED Equation.2  ���.

�

��

����������

����



Slika � STYLEREF 1 \n �8�.� SEQ Slika \* ARABIC �7�: Gustoæa brojeva raste s potencijom broja 2 kako se približavamo 0, odnosno donjoj granici. (Promatra se 9 bitova eksponenta (29=512)).

Stoga je potrebno definirati takav operator mutacije da bude jednaka vjerojatnost generiranja sluèajnog broja duž cijelog intevala (DGM,GGM( prema formuli � REF _Ref351110859 \* MERGEFORMAT �( 8.4 )�. Genetski algoritam s takvim operatorom mutacije je malo sporiji, ali su zato rezultati znatno bolji - sumjerljivi s rezultatima dobivenih s pomoæu genetskog algoritma s binarnim prikazom.

Prednost ovakvog pristupa problemu leži u moguænosti da se postignu bolji rezultati u finom podešavanju rješenje dinamièkom dužinom kromosoma, a da se pri tom ne trebaju obavljati nikakve raèunske operacije. Samo je potrebno mijenjati prostor djelovanja genetskih operatora. U poèetku procesa optimiranja genetski operatori djeluju nad manjim brojem bitova (manja preciznost). S vremenom ili s brojem iteracija, genetski operatori djeluju nad veæim brojem bitova (poveæava se preciznost). I konaèno, pri kraju procesa optimiranja, genetski opratori djeluju nad svim bitovima kromosoma (najveæa preciznost). S tim da su svi genetski operatori (osim operatora mutacije nad eksponentom) uobièajni, ka što su uniformno križanje i jednostavna mutacija.





�Odreðivanje koeficijenata nekih aproksimacijskih funkcija s pomoæu genetskog algoritma

Definicija problema

Zadan je skup toèaka � EMBED Equation.2  ��� i funkcija g(x) s neodreðenim koeficijentima a0,a1,a2,...aN-1, gdje je ai((dgi,ggi(. Ako je za zadani skup toèaka os x vrijeme (x=t), tj. zadan je niz vrijednosti u odreðenim vremenskim trenucima, tada je skup toèaka T skup vrijednosti u diskretnim vremenskim trenucima i naziva se vremenski niz, odnosno � EMBED Equation.2  ���. Zadatak je odrediti s pomoæu genetskog algoritma N koeficijenata a0 do aN-1 tako da kvadrat odstupanja funkcije g(t) u zadanim toèkama bude minimalan:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �9�.� SEQ ( \* ARABIC \r 1 �1� )��Za genetski algoritam to je N-dimenzijski problem i u kromosomu je zapisan vektor koeficijenata � EMBED Equation.2  ���. Funkcija cilja f koju treba minimizirati glasi:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �9�.� SEQ ( \* ARABIC �2� )��Koeficijenti a0,a1,a2,...aN-1 koji odreðuju funkciju g(t) su nepoznanice za funkciju cilja f. Rješenje zadanog problema � REF _Ref353182244 \* MERGEFORMAT �( 9.1 )� je jedna ili više toèaka u N dimenzijskom prostoru.

Aproksimacija s pomoæu polinoma

Zadan je skup od 10 toèaka parabole f(t)=t2 :

T=((1,1),(2,4),(3,9),(4,16),(5,25),(6,36),(7,49),(8,64),(9,81),(10,100)(

Funkcija g � REF _Ref360440780 \* MERGEFORMAT �[18�] kojoj treba odrediti 10 koeficijenata a0,a1,a2,...a9 glasi:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �9�.� SEQ ( \* ARABIC �3� )��Zadane su granice unutar kojih se nalaze koeficijenti:

a0,a1,a2,...a9((-5,5(.

Uporabljen je eliminacijski genetski algoritam s binarnim prikazom. Uporabljena je jednostavna translacijska selekcija loših jedinki, pri èemu se èuvala najbolja jedinka iz koraka u korak (elitizam). Križanje je uniformno s ugraðenim mehanizmom detekcije duplikata (prevencija od incesta). Broj jedinki za eliminaciju je VEL_POP/2 (polovica jedinki se u svakoj iteraciji selekcijom eliminira), a broj mutacija po iteraciji je VEL_POP/4 (u 25% jedinki mutira sluèajno 1 do 3 gena, odnosno bita).



Parametri genetskog algoritma�vrijednost��Velièina populacije (VEL_POP)�80��Broj mutacija po iteraciji (BR_M)�20��Broj jedinki za eliminaciju (M)�40��Broj bitova po nepoznanici (b)�20��Broj iteracija�200��Tablica � STYLEREF 1 \n �9�.� SEQ Tablica \* ARABIC \r 1 �1�: Parametri genetskog algoritma

Za zadani jednostavni problem genetski algoritam daje dobre rezultate. Na slikama 9.1, 9.2 i 9.3 prikazani su rezultati u pojedinim iteracijama.

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\POLINOM\\4XX5.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC \r 1 �1�: Rješenje u petoj iteraciji





g(t)=1.071·t1.767+�+0.179·t-3.157-�-2.214·t-4.832+�+1.451·t1.249-�-0.798·t-1.402



f� EMBED Equation.2  ���=255.8



��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\POLINOM\\4XX7.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �2�: Rješenje u sedmoj iteraciji





g(t)=1.696·t1.766+�+4.336·t-4.030+�+0.590·t0.191+�+1.763·t-3.972-�-2.068·t-2.339



f� EMBED Equation.2  ���=150.6

��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\POLINOM\\4XX.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �3�: Rješenje u 200. iteraciji





g(t)=3.487·t-4.445+�+0.555·t-4.179-�-1.598·t-4.749+�+0.841·t2.084-�-0.894·t-1.661



f� EMBED Equation.2  ���=10.9

��Eksperimentalni rezultati su dobri jer je problem jednostavan: zadane su toèke parabole f(t)=t2 . Promijenimo li skup zadanih toèaka, rezultati su znatno lošiji (slika 9.4).

Novi skup toèaka glasi:

T=((1,1),(2,3),(3,6),(4,5),(5,10),(6,10),(7,8),(8,6),(9,5),(10,1)(



� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\POLINOM\\POLINOM.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �4�: Rješenje u 200. iteraciji





g(t)=-4.165·t-1.505+�+4.212·t-0.155-�-3.739·t-1.876+�+4.367·t-0.137-�-0.089·t-2.566



f� EMBED Equation.2  ���=64.4



��

Unatoè poveæanju broja iteracija na nekoliko desetaka tisuæa, rezultati su ostali gotovo isti. Genetski algoritam je vrlo rano, u prvih nekoliko iteracija pronašao lokalni optimum: polinom koji prolazi kroz tri toèke. Bolji rezultati se nisu mogli postiæi niti promjenom ostalih parametara algoritma. Razlog lošem ponašanju genetskog algoritma leži u samom zadanom problemu. Traži se polinom koji æe aproksimirati vremenski niz. Eksponent je osjetljiv na promjene. Veæ vrlo mala promjena eksponenta najèešæe rezultira drastiènu promjenu aproksimacijske funkcije. Stoga genetski algoritam s pomoæu križanja veæ u prvih nekoliko iteracija izdvoji prvi lokalni optimum (funkcija prolazi blizu svega nekoliko toèaka) i u koracima koji slijede samo nastoji približiti krivulju tim toèkama kao da ostale toèke niti ne postoje. To je tipièan primjer prerane konvergencije genetskog algoritma. Operator mutacije ne donosi nikakve poboljšanja, jer æe s vrlo velikom vjerojatnošæu generirati rješenje koje je mnogo lošije od veæ postignutog prije mutacije.

Aproksimacija s pomoæu sinusnih funkcija

Znatno bolji rezultati od odreðivanja koeficijenata polinoma postižu se za isti problem, ali drugu aproksimacijsku funkciju. Radi se o funkciji sinus koja je mnogo manje osjetljiva na promjene od polinoma.

Vremenski niz i aproksimacijska funkcija

Zadan je vremenski niz; skup od 20 toèaka : 

T = ( (1,1),(4,50),(5,51),(7,52),(9,60),(11,71),(14,76),(15,73),(16,79),(17,68),(20,55),�(22,57),(25,80),(27,82),(29,78),(31,100),(34,90),(36,85),(38,80),(40,78) (



� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\PLOT.BMP \* MERGEFORMAT \d ���

Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �5�: Zadn skup od 20 toèaka vremenskog niza

Funkcija g kojoj treba odrediti 20 koeficijenta a0,a1,a2,...a19 glasi:

� EMBED Equation.2  ����( � STYLEREF 1 \n �9�.� SEQ ( \* ARABIC �4� )��	=a0+a1t+a2 sin(a3t+a4)+

	+ a5 sin(a6t+a7)+

	+ a8 sin(a9t+a10)+

	+ a11 sin(a12t+a13)+

	+ a14 sin(a15t+a16)+

	+ a17 sin(a18t+a19).

Funkcija g je suma konstantnog èlana (a0), linearnog èlana (a1t) te 6 sinus èlanova odreðenih amplitudama (a2,a5,a8,a11,a14 i a17), frekvencijama (a3,a6,a9,a12,a15, i a18) i faznim pomacima (a4,a7,a10,a13,a16,a19). Koeficijenti se nalaze unutar zadanih granica:

a0,a1,a2,a5,a8,a11,a14,a17((-10,10(,

a3,a6,a9,a12,a15,a18((0,2(,

a4,a7,a10,a13,a16,a19((-5,5.(

Genetski algoritam uporabljen za rješavanje navedenog problema ima iste parametre kao i prethodnom sluèaju odreðivanja koeficijenata polinoma (� REF _Ref353183098 \* MERGEFORMAT �Tablica 9.1�): velièina populacije je postavljena na 80, broj jedinki za eliminaciju je 40, broj mutacija po iteraciji je 20 i broj bitova za binarni prikaz je 20 što zadovoljava preciznost na èetiri ili pet decimala, ovisno o duljini intervala. Broj iteracija po eksperimentu je poveæan i postavljen na 1000.

Eksperimentalni rezultati

Na slikama 9.6 do 9.11 prikazana je aproksimacijska funkcija dobivena u pojedinim iteracijama evolucijskog procesa.

� INCLUDEPICTURE C:\\users\\zavod\\golub\\mag\\sin\\A10-20.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �6�: Rješenje u 21. iteraciji





g(t)=8.055+2.937·t-2.361·sin(0.644·t-4.445)-�-9.070·sin(0.440·t-2.338)-�-9.994·sin(0.113·t+3.791)+�+4.818·sin(0.322·t-1.244)+�+5.167·sin(0.140·t+4.744)-�-1.738·sin(0.349·t+0.106)

f� EMBED Equation.2  ���=4076.8��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\A10-61.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �7�: Rješenje u 62. iteraciji





g(t)=9.221+2.614·t-1.905·sin(0.577·t-2.007)+�+2.251·sin(0.188·t+0.006)-�-9.810·sin(0.081·t+3.802)+�+8.684·sin(0.092·t-0.224)-�-9.733·sin(0.077·t+4.590)-�-1.421·sin(0.290·t+1.978)

f� EMBED Equation.2  ���=2690.1

��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\A10-75.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �8�: Rješenje u 76. iteraciji





g(t)=9.304+2.653·t+2.939·sin(0.140·t+0.505)-�-8.764·sin(0.188·t-4.843)-�-9.816·sin(0.084·t+3.956)-�-2.565·sin(0.076·t-0.926)-�-9.735·sin(0.078·t-1.543)-�-9.545·sin(0.290·t+1.964)

f� EMBED Equation.2  ���=1780.7

��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\A10-92.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �9�: Rješenje u 93. iteraciji





g(t)=7.892+2.653·t+4.160·sin(0.139·t+0.543)-�-8.755·sin(0.690·t+1.422)-�-9.191·sin(0.084·t+3.958)-�-3.816·sin(0.009·t-0.906)-�-9.828·sin(0.070·t-1.582)-�-9.545·sin(0.298·t+1.969)

f� EMBED Equation.2  ���=1491.3

��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\A10-233.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �10�: Rješenje u 234. iteraciji





g(t)=9.299+2.643·t+4.189·sin(1.139·t+3.005)-�-8.755·sin(0.703·t+0.162)-�-9.817·sin(0.086·t+3.960)-�-2.566·sin(0.327·t-0.066)-�-9.987·sin(0.078·t-1.856)-�-9.545·sin(0.305·t+1.883)

f� EMBED Equation.2  ���=651.8



��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\A10.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �11�: Rješenje u 1000. iteraciji





g(t)=9.963+2.584·t+5.000·sin(1.141·t+2.987)-�-7.502·sin(0.703·t+0.475)-�-9.661·sin(0.086·t+3.960)-�-4.599·sin(0.344·t-0.027)-�-10.000·sin(0.076·t-1.857)-�-9.961·sin(0.302·t+1.878)

f� EMBED Equation.2  ���=446.7



��Genetski algoritam je pronašao aproksimacijsku funkciju koja prolazi blizu ili kroz èetrnaest od dvadeset toèaka. Ako je važno da je pojedini segment vremenskog niza toènije aproksimiran aproksimacijskom funkcijom, tada treba na tom segmentu zadati više toèaka. Time se postiže veæa težina odstupanja aproksimacijske funkcije na kritiènom intervalu, jer æe tada suma kvadrata odstupanja aproksimacijske funkcije od zadanog vremenskog niza na tom intervalu znaèajnije doprinositi vrijednosti funkcije cilja.

Ponovlja li se postupak optimiranja dobivaju se sasvim razlièita, ali takoðer zadovoljavajuæa rješenja prikazana na slici 9.12:

Kao što se vidi na slikama 9.11 i 9.12 rezultati su znaèajno bolji nego u prethodno opisanom sluèaju odreðivanja koeficijenata polinoma uz pomoæ genetskog algoritma. Meðutim, optimum se postiže za onu aproksimacijsku funkciju koja prolazi kroz sve toèke. (Takvih funkcija može biti više.) Suma kvadrata odstupanja (funkcija f) za optimum postiže minimalnu vrijednost: 0. Rješenja koja su dobivena imaju vrijednost sume kvadrata odstupanja od nekoliko stotina. Za postizanje boljeg rješenja, treba znaèajno poveæati broj iteracija.

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\I50000-1.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �12�: 	Rezultat optimiranja za znatno veæi broj iteracija: 50 000.

g(t)=10.000+2.461·t-10.000·sin(0.109·t+3.438)-�-7.741·sin(0.377·t-0.000)-�-7.637·sin(0.666·t+1.250)+�+6.250·sin(1.156·t-3.657)-�+9.609·sin(0.250·t-3.677)+�+10.000·sin(0.062·t+1.250)

f� EMBED Equation.2  ���=370.8��

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\SAMONAJ1.BMP \* MERGEFORMAT \d ����g(t)=9.374+2.551·t-9.956·sin(0.080·t+4.298)+�+5.327·sin(0.149·t-0.322)-�-5.167·sin(0.969·t+0.273)+�+7.030·sin(0.688·t+-2.449)-�-9.843·sin(0.088·t-2.830)+�+9.999·sin(0.294·t+4.969)

f� EMBED Equation.2  ���=379.6��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\SAMONAJ5.BMP \* MERGEFORMAT \d ����g(t)=9.990+2.661·t+6.250·sin(0.672·t-2.502)-�-10.000·sin(0.111·t-2.504)-�-9.902·sin(0.124·t+3.124)-�-5.015·sin(1.871·t-3.127)+�+5.000·sin(1.203·t-4.375)+�+9.994·sin(0.311·t-1.563)

f� EMBED Equation.2  ���=469.0��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\SAMONAJ6.BMP \* MERGEFORMAT \d ����g(t)=10.000+2.577·t+7.582·sin(1.188·t+2.031)-�-9.996·sin(0.128·t-2.818)-�-9.990·sin(0.089·t+3.707)+�+2.497·sin(0.345·t-2.498)+�+7.852·sin(0.687·t+3.740)-�-10.000·sin(0.297·t-4.401)

f� EMBED Equation.2  ���=406.6��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\SAMONAJ7.BMP \* MERGEFORMAT \d ����g(t)=9.704+2.744·t-9.960·sin(0.104·t-2.275)+�+4.687·sin(0.360·t+3.313)+�+7.024·sin(0.652·t-1.561)-�-6.017·sin(1.154·t-0.506)-�-9.997·sin(0.295·t-4.305)-�-9.999·sin(0.116·t+3.476)

f� EMBED Equation.2  ���=291.2��Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �13�: Za svako novo izvoðenje genetski algoritam postiže razlièita rješenja. Broj iteracija je postavljen na 2000.

Poveæanjem broja iteracija postiglo se jedva zamjetno poboljšanje uèinkovitosti algoritma. Genetski algoritam i dalje pronalazi interpolacijsku funkciju koja prolazi kroz ili blizu oko èetrnaest od dvadeset toèaka. Za takvo loše ponašanje genetskog algoritma moguæa su tri razloga: 

Aproksimacijska funkcija ima suviše malo sinus èlanova.

Parametri genetskog algoritma nisu dobro podešeni.

Postavljene su krive granice koeficijenata.

Kao što su pokazali eksperimentalni rezultati, otklanjanjem svih triju navedenih uzroka poboljšati æe se uèinkovitost genetskog algoritma.

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\NAJNAJ.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �14�: 	Rješenje dobiveno za aproksimacijsku funkciju koja ima više (9 umjesto 6) sinus èlanova. Broj iteracija je postavljen na 5 000.

g(t)=10.000+2.500·t-10.000·sin(0.093·t-2.540)+�+1.249·sin(1.849·t+1.757)+�+8.032·sin(0.656·t-1.680)-�-3.869·sin(0.375·t+0.503)+�+9.961·sin(0.297·t+4.764)-�-2.495·sin(0.004·t+4.681)+�+5.000·sin(0.938·t+4.063)-�-4.286·sin(1.609·t-1.855)-�-10.000·sin(0.106·t-2.672)

f� EMBED Equation.2  ���=56.4��Poveæanjem broja iteracija, genetski algoritam postiže bolje rezultate, ali proporcionalno poveæanju iteracija poveæava se i vrijeme izvoðenja algoritma. Poveæanjem dimenzije problema, genetski algoritam u naèelu postiže slabije rezultate, jer ima za odrediti više nepoznanica. Meðutim, mada je poveæana dimenzija problema od 20 na 29 (poveæan je broj sinus èlanova sa 6 na 9) i mada je smanjen broj iteracija s 50 000 na 5 000, rezultati optimiranja su znatno bolji. Razlog takvom poboljšanju uèinkovitosti algoritma leži u  poveæanju broja sinus èlanova aproksimacijske funkcije. Genetski algoritam je pronašao dobru aproksimaciju vremenskog niza. Aproksimacijska funkcija prolazi kroz ili blizu devetnaest od dvadeset toèaka.

I konaèno, poveæani su intervali unutar kojih se moraju nalaziti vrijednosti koeficijenata aproksimacijske funkcije:

a0,a1,a2,a5,a8,a11,a14,a17((-30,30(   ( prije: (-10,10( )

a3,a6,a9,a12,a15,a18((0,2(   ( ostalo isto )

a4,a7,a10,a13,a16,a19((-10,10(   ( prije: (-5,5( )

Pokazalo se da prvotno odreðene granice koeficijenata nisu dobre, jer se s novim granicama postižu bolji rezultati. � REF _Ref357918389 \* MERGEFORMAT �Slika 9.20� prikazuje rješenje koje ima èak èetiri koeficijenata na samim granicama podruèja domene. Upravo zato je i za oèekivati da æe se proširivanjem tih granica postiæi bolji rezultati.

Dijelovi evolucijskog procesa prikazani su na slikama 9.15 do 9.21.

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\I524_0.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �15�: 	Poèetno najbolje rješenje u prvoj generaciji generirano sluèajno



g(t)=17.066+1.732·t+6.075·sin(0.538·t-9.810)-�-4.803·sin(0.468·t+6.344)+�+18.972·sin(0.174·t-0.923)+�+18.127·sin(1.101·t+2.463)+�+23.404·sin(0.351·t+3.787)-�-6.068·sin(0.048·t+3.077)-�-19.712·sin(0.511·t+2.486)+�+14.635·sin(0.609·t-1.195)+�+10.717·sin(0.104·t+9.349)

f� EMBED Equation.2  ���=11615.8

��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\I524_57.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �16�: Rješenje u 58. iteraciji



g(t)=26.132+1.793·t-2.260·sin(0.494·t-8.805)+�+7.276·sin(0.585·t+5.420)-�-3.269·sin(0.489·t+1.470)-�-6.181·sin(0.043·t-7.518)-�-0.292·sin(1.277·t-5.847)-�-2.657·sin(1.943·t+9.782)+�+2.731·sin(0.239·t-6.642)+�+4.365·sin(1.355·t-7.456)+�+0.631·sin(0.471·t+5.531)

f� EMBED Equation.2  ���=3863.8��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\I524_88.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �17�: Rješenje u 89. iteraciji



g(t)=29.881+1.843·t-1.260·sin(0.428·t-6.308)+�+14.789·sin(0.131·t+6.202)-�-6.986·sin(0.302·t+1.474)-�-0.061·sin(0.121·t-9.234)-�-0.002·sin(1.279·t-0.203)-�-1.610·sin(0.443·t+8.210)+�+2.275·sin(1.161·t-9.309)+�+3.319·sin(1.323·t-2.107)+�+0.869·sin(0.835·t+7.669)

f� EMBED Equation.2  ���=1542.6

��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\I524_107.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �18�: Rješenje u 108. iteraciji



g(t)=29.882+1.841·t-1.026·sin(0.740·t-6.309)+�+11.098·sin(0.147·t+6.206)-�-14.530·sin(0.302·t+1.471)-�-1.936·sin(0.058·t-9.859)-�-0.570·sin(1.279·t-0.203)-�-4.423·sin(0.201·t-6.782)+�+2.744·sin(1.163·t-9.299)+�+3.322·sin(1.323·t-2.109)+�+0.928·sin(0.472·t+5.208)

f� EMBED Equation.2  ���=901.3

��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\I524_388.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �19�: Rješenje u 389. iteraciji



g(t)=29.640+1.764·t-3.736·sin(0.929·t-6.308)+�+11.215·sin(0.132·t+6.036)-�-14.955·sin(0.303·t+1.472)-�-5.686·sin(0.558·t-9.859)-�-0.892·sin(1.052·t-0.203)-�-1.595·sin(1.201·t-6.629)+�+3.681·sin(1.131·t-9.349)+�+3.322·sin(1.343·t-2.096)+�+0.876·sin(0.459·t+0.003)

f� EMBED Equation.2  ���=206.6

��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\I5241523.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �20�: Rješenje u 1524. iteraciji



g(t)=29.643+1.764·t-3.744·sin(0.929·t-6.264)+�+11.215·sin(0.133·t+5.938)-�-14.969·sin(0.302·t+1.549)-�-5.626·sin(0.625·t-4.859)-�-0.893·sin(1.052·t-0.045)-�-1.860·sin(1.217·t-6.621)+�+3.681·sin(1.131·t-9.348)+�+3.732·sin(1.343·t-2.076)+�+1.873·sin(0.459·t+0.003)

f� EMBED Equation.2  ���=121.5

��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\SIN\\I524.BMP \* MERGEFORMAT \d ����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �21�: Rješenje u 5000. iteraciji



g(t)=29.765+1.787·t-3.746·sin(0.937·t-6.251)+�+10.312·sin(0.133·t+6.006)-�-14.475·sin(0.302·t+1.544)-�-5.625·sin(0.625·t-4.532)-�-0.908·sin(1.084·t-0.002)-�-1.875·sin(1.219·t-6.377)+�+3.690·sin(1.125·t-9.345)+�+3.734·sin(1.343·t-2.070)+�+1.875·sin(0.461·t+0.395)

f� EMBED Equation.2  ���=53.8

��Proces poboljšanja uèinkovitosti genetskog algoritma time nije završen. Prikazane su samo moguænosti poboljšanja uèinkovitosti genetskog algoritma.



Broj sinus èlanova aproksimacijske funkcije�Broj�iteracija�Velièina populacije�Granice�Broj bitova uporabljenih za binarni prikaz rješenja�Srednja vrijednost kvadrata odstupanja��6�1 000�80�a0 ((-10,10(, ...�20�547��6�2 000�80�a0 ((-10,10(, ...�20�411��6�50 000�80�a0 ((-10,10(, ...�20�390��9�5 000�100�a0 ((-10,10(, ...�20�132��9�5 000�100�a0 ((-10,10(, ...�26�116��9�5 000�100�a0 ((-30,30(, ...�26�83��Tablica � STYLEREF 1 \n �9�.� SEQ Tablica \* ARABIC �2�: Podešavanjem aproksimacijske funkcije, granica te parametara genetskog algoritma postižu se bolji eksperimentalni rezultati

Izvedeno je za svaki set parametara (jedan redak tablice) po dvadesetak eksperimenata. Jedan eksperiment je trajao oko pola sata na raèunalu SUN SPARCstation 2 (4/75) s 32 MB RAM-a. Trajanje optimiranja ovisi o velièini populacije, broju iteracija, velièini aproksimacijske funkcije i broju bitova kod binarnog prikaza. Jedino je za izvoðenje genetskog algoritma s 50 000 iteracija bilo potrebno oko 6 sati. Stoga je za taj set parametara izvedeno svega 5 eksperimenata.

Zapažanja

Poveæanjem broja bitova kod binarnog prikaza postigli su se bolji rezultati, mada su se oèekivali lošiji. Naime, za genetski algoritam je isto da li se poveæa broj bitova ili dimenzija problema Nakon analize ustanovljeno je da razlog takvom ponašanju algoritma leži u vjerojatnosti mutacije. Vjerojatnost mutacije jednog bita pm proporcionalna je vjerojatnosti mutacije jedinke pM i vjerojatnosti mutacije jednog gena pb:

pm = pM ( pb ,�( � STYLEREF 1 \n �9�.� SEQ ( \* ARABIC �5� )��gdje pM ovisi o parametru BR_M algoritma (broj jedinki za eliminaciju):

� EMBED Equation.2  ����( � STYLEREF 1 \n �9�.� SEQ ( \* ARABIC �6� )��i iznosi 0.25.

Vjerojatnost mutacije jednog bita pb odabrane jedinke za mutaciju je kvocijent broja mutiranih gena m i ukupnog broja bitova bi koji predstavljaju vrijednost jedne varijable:

� EMBED Equation.2  ���.�( � STYLEREF 1 \n �9�.� SEQ ( \* ARABIC �7� )��Za 20 bitova po varijabli, vjerojatnost mutacije jednog bita odabrane jedinke za mutaciju, iznosi 2/20=0.1 (1 do 3 bita se mutiraju - dakle prosjeèno 2 bita po mutaciji). I konaèno, vjerojatnost mutacije gena pm iznosi 0.25*0.1=0.025. Za 26 bitova po varijabli kod binarnog prikaza vjerojatnost mutacije gena je manja i iznosi 0.25*2/26=0.0192.

Znaèajnijom promjenom vjerojatnosti mutacije smanjuje se uèinkovitost algoritma. Na primjer, postavljen je broj mutacija na VEL_POP/20 ili pM=0.05 (pm=0.0038) i genetski algoritam je poèeo konvergirati veæ u nekoliko desetaka iteracija prema lokalnom minimumu. Iz tog minimuma nije se više mogao izvuæi upravo zbog suviše male vjerojatnosti mutacije. Druga krajnost je suviše velika vjerojatnost mutacije. Na primjer, vjerojatnost mutacije jedinke postavljena je na pM=0.8 (pm=0.062) i proces optimiranja se gotovo pretvorio u sluèajno pretraživanje prostora rješenja. Domena se sastoji od 2bN  toèaka, što u ovom konkretnom sluèaju iznosi 226*29=2754. Dakle, ako postoji samo jedno rješenje, vjerojatnost pronalaženja tog rješenja sluèajnim procesom iznosi 2-754.

Velike promjene vjerojatnosti mutacije degradiraju uèinkovitost algoritma. Meðutim, fino podešavanje vjerojatnosti mutacije jedinke i vjerojatnosti mutacije gena izabrane jedinke za mutaciju zasigurno bi poboljšalo uèinkovitost genetskog algoritma.

Slika 9.19 prikazuje rješenje postignuto za manje od 400 iteracija. Ostali dio procesa optimiranja (92% vremena) svodi se na proces finog podešavanja rješenja. Kao što je i opisano u poglavlju � REF _Ref353191384 \n �4.8�, eksperimentalni rezultati pokazuju da genetski algoritam daje loše rezultate u podruèju finog podešavanja rješenja. Zato se predlaže da se genetski algoritam uporabi kao pretprocesor - za pronalaženje poèetne toèke, koja je ulazni podatak za neki drugi algoritam optimiranja, kao što je uspon uz gradijent � REF _Ref353191774 \* MERGEFORMAT �[22�(.

�Aproksimacija s pomoæu kvadratnih valiæa

Kvadratni valiæi

Valiæi� su funkcije koje zadovoljavaju odreðene matematièke zahtjeve i koriste se za prikaz podataka (u ovom sluèaju vremenskih nizova) ili drugih funkcija � REF _Ref356313284 \* MERGEFORMAT �[6�(. Odnosno, valiæi su matematièki alat za dekompoziciju funkcija � REF _Ref356374935 \* MERGEFORMAT �[21�( i naroèito su pogodni za aproksimaciju funkcija s oštrim diskontinuitetima � REF _Ref356313284 \* MERGEFORMAT �[6�(. Valiæi se primjenjuju u raèunarskoj grafici za rekonstrukciju krivulja i kontura i pokazali su se kao dobar alat za kompresiju slike � REF _Ref356374935 \* MERGEFORMAT �[21�(.

Uz pomoæ Fourierove transformacije može se aproksimirati bilo koja 2(-periodièka funkcija s konaènim brojem sinus i kosinus èlanova prema formuli � REF _Ref360334196 \* MERGEFORMAT �( 2.7 )�. Ovakva transformacija se pokazala slabo uèinkovitom pri aproksimaciji valovitih signala sa šiljcima. Valiæi mogu biti neperiodièke funkcije s oštrim diskontinuitetima. Odabirom najbolje (najsliènije) funkcije (valiæa) valnom obliku niza podataka koji treba aproksimirati te odreðivanjem koeficijenata valiæa, može se postiæi ušteda u prikazu podataka. Stoga se valiæi koriste osim za aproksimaciju i za kompresiju podataka.

Za aproksimaciju vremenskih nizova odabrani su kvadratni valiæi � REF _Ref356313284 \* MERGEFORMAT �[6�(. Kvadratni valiæ fkv(t) je neperiodièka funkcija s oštrim diskontinuitetima odreðena s tri koeficijenta: A - amplitudom, T - trajanjem i P - pomakom.

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\VALIC.BMP \* MERGEFORMAT \d �����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �22�: Kvadratni valiæ fkv(t) odreðen parametrima A,T i P

� EMBED Equation.2  ���  � EMBED Equation.2  ��� � EMBED Equation.2  ����( � STYLEREF 1 \n �9�.� SEQ ( \* ARABIC �8� )��Za aproksimaciju zadanog vremenskog niza mogu se koristiti kvadratni valiæi. Aproksimacijska funkcija g(t) glasi:

� EMBED Equation.2  ���,�( � STYLEREF 1 \n �9�.� SEQ ( \* ARABIC �9� )��gdje je svaki kvadratni valiæ fkvi(t) odreðen trima koeficijentima Ai,Ti,Pi. Dakle, potrebno je odrediti 3n+1 koeficijenata: K, A1, A2, ..., An, T1, T2, ..., Tn, P1, P2, ..., Pn, tako da funkcija g(t) minimalno odstupa od zadanih toèaka vremenskog niza. Najbolje rješenje koje se može postiæi je da funkcija g(t) prolazi kroz sve toèke vremenskog niza, tj. suma kvadrata odstupanja iznosi 0.

Eksperimentalni rezultati

Provedeno je pedesetak eksperimenata. Dobiveni rezultati su zadovoljavajuæi i mogu se usporediti s onim koji su dobiveni pri aproksimaciji vremenskog niza s pomoæu sinusnih funkcija.

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\TOCKE.BMP \* MERGEFORMAT \d ���

Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �23�: Vremenski niz (križiæi) i dobiveno rješenje (toèke) u 2000. iteraciji 

Radi zornijeg prikaza odstupanja dobivenog od traženog rješenja slika 9.24 prikazuje isto rješenje koje je prikazano na slici 9.23, samo što su susjedne toèke vremenskog niza povezane crtama:

�

Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �24�: Traženo rješenje, tj. zadani vremenski niz (križiæi i isprekidana crta) i dobiveno rješenja (toèke i puna crta)

Dobiveno rješenje je suma konstantnog èlana K koji iznosi 52.64 i devet kvadratnih valiæa. Na slici su prikazani valiæi na intervalu (0,90(, mada je zadani vremenski niz od trenutka 0 to trenutka t=40. Koeficijenti su u zadanim granicama (-40,40(.

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\1.BMP \* MERGEFORMAT \d ����A1 = 3.70

T1 = 27.24

P1 = 7.6��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\2.BMP \* MERGEFORMAT \d ����A2 = 3.74

T2 = 31.6

P2 = 29.24��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\3.BMP \* MERGEFORMAT \d ����A3 = 7.41

T3 = 31.48

P3 = 29.43��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\4.BMP \* MERGEFORMAT \d ����A4 = 12.49

T4 = 29.85

P4 = 22.09��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\5.BMP \* MERGEFORMAT \d ����A5 = -3.09

T5 = 18.25

P5 = 36.44��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\7.BMP \* MERGEFORMAT \d ����A6 = 11.84

T6 = 38.29

P6 = 10.88��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\8.BMP \* MERGEFORMAT \d ����A7 = 9.02

T7 =  6.81

P7 =  9.29��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\6.BMP \* MERGEFORMAT \d ����A8 = -39.81

T8 =  0.89

P8 =  0.24��� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\9.BMP \* MERGEFORMAT \d ����A9 = -7.57

T9 = 1.93

P9 =  9.92��Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �25�: Superpozicijom devet kvadratnih valiæa i konstante K dobiva se funkcija g(t)

Suma kvadrata odstupanja funkcije g(t) od zadanog vremenskog niza iznosi 380.4. Na slici 9.24 prikazano je najbolje dobiveno rješenje od 30 dobivenih. Prosjeèna vrijednost kvadrata odstupanja u 30 izvedenih eksperimenata iznosi 572.2.

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\SVE.BMP \* MERGEFORMAT \d ���

Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �26�: Suma devet kvadratnih valiæa i konstantnog èlana aproksimira zadani vremenski niz prikazan toèkama

Konstantni èlan teži ka srednjoj vrijednosti vremenskog niza. Genetski algoritam je pronašao rješenje u kojem konstantni èlan iznosi K=52.64 što je “blizu” vrijednosti druge, treæe i èetvrte toèke vremenskog niza: T2(4,50),T3(5,51),T4(7,52). Buduæi da je na raspolaganju relativno malen broj valiæa (devet), na tom intervalu nije postavljen niti jedan valiæ. Valiæ s rednim brojem 8 aproksimira prvu toèku vremenskog niza T1(1,1). Potrošiti za jednu toèku jedan valiæ je relativno skupo. S druge strane, ta toèka znatno doprinosi vrijednosti funkcije cilja (sumi kvadrata odstupanja koju treba minimizirati kako bi aproksimacija vremenskog niza s pomoæu kvadratnih valiæa bila što bolja):

(52.64-40-1)2=135.49

Moguæe je na dva naèina tu vrijednost smanjiti:

Superponirati još jedan valiæ amplitude 11.64 (dva valiæa za jednu toèku). Dodavanje još jednog valiæa za aproksimaciju prve toèke vremenskog niza znaèi ujedno i oduzimanje jednog valiæa na drugom mjestu. Buduæi da prosjeèno jedan valiæ aproksimira dvije toèke, popravljanjem jedne, pokvarila bi se vrijednost aproksimacijske funkcije za druge dvije toèke, što se ne isplati.

Odrediti nove granice amplituda, kako bi valiæ koji aproksimira prvu toèku vremenskog niza mogao poprimiti veæu vrijednost amplitude.

Analizom dobivenog rješenja pokazalo se da su granice koeficijenata suviše uske. Na primjer, amplituda osmog kvadratnog valiæa je na samoj granici i iznosi A8= -40. Za oèekivati je da æe se postiæi bolje rješenje ako se poveæaju granice amplituda na (-50,50(. Slika 9.28 prikazuje najbolje rješenje dobiveno u 24 izvedena eksperimenta. Prosjeèna vrijednost sume kvadrata odstupanja s veæim granicama amplituda iznosi 271.1 .

� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\LINIJE.BMP \* MERGEFORMAT \d ����� INCLUDEPICTURE C:\\USERS\\ZAVOD\\GOLUB\\MAG\\VALICI\\LINIJEN.BMP \* MERGEFORMAT \d �����Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �27�: 	Postignuto najbolje rješenje ako su granice svih koeficijenata postavljene na vrijednosti (40. Suma kvadrata odstupanja iznosi 380.4.�Slika � STYLEREF 1 \n �9�.� SEQ Slika \* ARABIC �28�: 	Postignuto najbolje rješenje ako su granice amplituda poveæane na (50. Suma kvadrata odstupanja iznosi 94.3.��Kao što se vidi na slikama 9.27 i 9.28, podešavanjem granica koeficijenata mogu se postiæi bolji rezultati.

Na ovom jednostavnom primjeru može se vidjeti kako je postignuta kompresija podataka. Za vremenski niz od 20 toèaka potrebno je zapamtiti 40 podataka (realnih brojeva). Dok je za aproksimacijsku funkciju od devet kvadratnih valiæa i jednog konstantnog èlana potrebno zapamtiti 28 realnih brojeva (28=3*9+1).



�Zakljuèak

U ovom radu razraðen je i opisan eliminacijski genetski algoritam i njegova primjena za optimiranje višedimenzijskih funkcija cilja realne varijable. Uporabljene su dvije vrste prikaza: binarni prikaz i prikaz broja s pomiènom toèkom te dvije vrste genetskih operatora i to uobièajni, koji djeluju nad bitovima, kao i posebno definirani za prikaz broja s pomiènom toèkom. Ustanovljene su odreðene teškoæe pri optimiranju s pomoæu genetskog algoritma i predložene su odgovarajuæe modifikacije za njihovo svladavanje. Pokazalo se na èitavom nizu eksperimenata (izvedeno je nekoliko tisuæa eksperimenata za razlièite probleme optimiranja) da se uz podešavanje parametara algoritma mogu postiæi zadovoljavajuæi rezultati.

Genetski algoritam je uporabljen kao metoda za odreðivanje koeficijenata nekih aproksimacijskih funkcija. Odreðivani su koeficijenti polinoma, sinusnih funkcija i kvadratnih valiæa. Genetski algoritam s eksperimentalno podešenim parametrima je na primjeru aproksimacije vremenskog niza s pomoæu sinusnih funkcija i kvadratnih valiæa dao zadovoljavajuæe rezultate.

Karakteristièno je za numerièke metode odreðivanja koeficijenata aproksimacijskih funkcija da su definirane za odreðenu aproksimacijsku krivulju. Primjerice, Fourierovom analizom odreðuju se koeficijenti sinusnih i kosinusnih funkcija uz ogranièenje da su frekvencije toèno odreðene. Glavni nedostatak egzaktnih matematièkih metoda je upravo to što su definirane za odreðenu aproksimacijsku krivulju i pri tom moraju biti zadovoljena odreðena ogranièenja.

Genetski algoritam je zahtjevna metoda optimiranja glede procesorskog vremena, jer se u svakoj iteraciji izvodi puno jednostavnih raèunskih operacija. Nadalje, genetski algoritam ne jamèi da æe rješenje koje se dobije biti traženi globalni optimum. Meðutim, prednost genetskog algoritma u odnosu na ostale aproksimacijske metode je u tome što neovisno o problemu optimiranja (u ovom sluèaju neovisno o aproksimacijskoj funkciji), daje nekakvo rješenje, toènije skup ili populaciju rješenja. Podešavanjem parametara genetskog algoritma može se popraviti njegova uèinkovitost tako da pronalazi bolja rješenja za kraæe vrijeme. No, time se neæe dobiti genetski algoritam za koji se može jamèiti da æe u svakom izvoðenju u konaènom broju koraka dati traženo rješenje, tj. globalni optimum.

Pokazalo se na nizu eksperimenata da uèinkovitost genetskog algoritma uvelike ovisi i o vrsti prikaza. Pri optimiranju višedimenzionalnih funkcija realne varijable najbolje rezultate je postigao genetski algoritam s brojem s pomiènom toèkom i s posebno definiranim gene-tskim operatorima. S druge strane, genetski algoritam s binarnim prikazom i uobièajnim operatorima pokazao se najbolji za odreðivanje koeficijenata aproksimacijskih funkcija.

�PRILOG A: 1D ispitne funkcije
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�PRILOG B: Izvorni tekst programa

�  /***********/

 /* GLAVA.H */

/***********/



#include <iostream.h>

#include <stdio.h>

#include <stdlib.h>

#include <math.h>

#include <sys/types.h>

#include <sys/time.h>



#define DO_JEDAN   rand()/(pow(2,31)-1)

#define MAX_POPULACIJA   1000

#define MAXBUF   1024

#define MAX_GEN   500

#define MAX_DIM   10



extern double dg,gg;

extern int V_POP,M,BR_MUT,BR_B,rbr_fje,DIM;

extern char *ime_dat;



typedef unsigned long UL;



extern void init_sluc(void);

extern UL sluc(UL);

extern void crta(void);

extern void ucitaj_parametre(void);

extern double f(int,double *);

extern void ispisi_long(long);

extern void vrsta(void);



class KROMOSOM{

public:

   int b;

   UL k[MAX_DIM];

   double kv[MAX_DIM];

   KROMOSOM(int n);

   void ispisi(void);

   void operator =(KROMOSOM &p);

   KROMOSOM operator +(KROMOSOM &p); /* krizanje */

   void operator <=(int n);            /* mutacija */

   double *x(void);

   double fja(void);

};�







class POPULACIJA{

protected:

   int VEL_POP,max,min; /* velicina populacije, najbolji/losiji */

   int dobri[MAX_POPULACIJA],losi[MAX_POPULACIJA];

   /* dobrota i kumulativna vjerojatnost eliminacije */

   double dobrota[MAX_POPULACIJA],kve[MAX_POPULACIJA];

   KROMOSOM *a[MAX_POPULACIJA];

public:

   POPULACIJA(int n,int b);

   ~POPULACIJA(void);

   void ispisi(void);

   void stanje(int i);

   void procjena(void);

   void selekcija(void);

   void krizanje(void);

   void mutacija(void);

   void evolucija(void);

};



class Text_file{

   FILE *fp;

   char buf[MAXBUF+1];

public:

   Text_file(const char *ime_datoteke,const char *tip){

      if( (fp=fopen(ime_datoteke,tip))==NULL ){

         printf("Ne mogu otvoriti datoteku %s !\n",ime_datoteke);

         exit(1);

      }

   }

   ~Text_file(void){ fclose(fp); }



   char *Uzmi(void){

      if( fgets(buf,MAXBUF,fp) != NULL ) return buf;

      return NULL;

   }

   void Spremi(char *s){ fputs(s,fp); }

};

��

�  /**********/

 /* MAIN.C */

/**********/



#include "glava.h"



char *ime_dat = "zadatak.ga";



void main(int argc,const char *argv[]){

   if( argc==2 ) ime_dat = (char *)argv[1];



   ucitaj_parametre();    /* ucitaj parametre iz "zadatak.ga" ili #.*/

   init_sluc();         /* inicijalizacija generatora sluc. brojeva */



   for(int i=0;i<100;i++) vrsta();   /* neka zivi stotinu vrsta */

}�  /**************/

 /* ZADATAK.GA */

/**************/



============================================

7      /* redni broj funkcije */

2      /* dvodimenzijski problem */

-100   /* donja granica */

100   /* gornja granica */

60      /* velicina populacije */

30      /* broj jedinki za eliminaciju */

20      /* broj mutacija, vjerojatnost mutacije=pm/V_POP */

32      /* broj bitova kod binarne reprezentacije */

�





�  /****************/

 /* KROMOSOM.CPP */

/****************/



#include "glava.h"



/* Binarna reprezentacija */



KROMOSOM::KROMOSOM(int n){ 

   b=n; for(int i=0;i<DIM;i++) k[i]=sluc((UL)pow(2,b));

}



void KROMOSOM::operator =(KROMOSOM &p){

   for(int i=0;i<DIM;i++) k[i] = p.k[i]; 

}



double *KROMOSOM::x(void){

   for(int i=0;i<DIM;i++) 

      kv[i] = (double)(k[i]/(pow(2,b)-1)*(gg-dg)+dg); 

   return kv;

}



double KROMOSOM::fja(void){ return( f( rbr_fje, x() ) ); }



void KROMOSOM::ispisi(void){

   double *v;

   v = x();

   for(int i=0;i<DIM;i++) printf(" x%d=%8.4lf,",i,v[i]);

   printf(" f(x)=%8.4lf  ",fja());

   ispisi_long(k[0]);

}�







KROMOSOM KROMOSOM::operator +(KROMOSOM &p){

   long r;

   static KROMOSOM s(p.b);

   for(int i=0;i<DIM;i++){

      if( k[i] == p.k[i] ){ p <= 6; continue; }

      r = rand() | ( (rand()<<1) & (1<<31) );

      s.k[i] = ( p.k[i] & k[i] ) | ( r & ( p.k[i] ^ k[i] ) );

   }

   return s;

}



void KROMOSOM::operator <=(int n){

   UL gen;

   for(int j=0;j<DIM;j++){

      for(int i=0;i<n;i++){

         gen = sluc(b);

         k[j] ^=  1<<gen;

      }

   }

}

�

�

�  /****************/

 /* POPULACI.CPP */

/***************/



#include "glava.h"



static int pbr;   /* redni broj ispisa */



POPULACIJA::POPULACIJA(int n,int b){

   VEL_POP=n;

   for(int i=0;i<n;i++) a[i]=new KROMOSOM(b);

}



POPULACIJA::~POPULACIJA(void){

   for(int i=0;i<VEL_POP;i++) delete a[i]; 

}



void POPULACIJA::ispisi(void){

   for(int i=0;i<VEL_POP;i++){

      printf("%2d ",i);

      a[i]->ispisi();

   }

   crta();

}



void POPULACIJA::stanje(int i){

   static double smax;

   static int zadnji,kt;

   double dmax,*v;

   v = a[max]->x();

   dmax = a[max]->fja(); if( i == 0 ) kt = 0;

   if( (pbr == 1) || (dmax != smax) ){

      //printf("%3d %3d %3d",pbr++,i,max);

      //a[max]->ispisi();

      pbr++; zadnji = i;

   }

   if( kt == 0 ) if( fabs(v[0]) + fabs(v[1]) < 0.01 ) kt = i;

   if( i == MAX_GEN-1 ){

      printf("%3d %3d %3d ",pbr,zadnji,kt);

      a[max]->ispisi();

   }

   smax = dmax;

}



void POPULACIJA::procjena(void){

   int i;

   double dmax,dmin,q;

   /* Pronalazenje minimuma i maksimuma */

   max = min = 0; dmax = dmin = dobrota[0] = a[0]->fja();

   for(i=1;i<VEL_POP;i++){

      dobrota[i] = a[i]->fja();

      if( dobrota[i] > dmax ){ max = i; dmax = dobrota[i]; }

      if( dobrota[i] < dmin ){ min = i; dmin = dobrota[i]; }

   }

   /* Translacija */

   q = 0;

   for(i=0;i<VEL_POP;i++){

      kve[i] = q + dmax - dobrota[i];

      q = kve[i];

      dobrota[i] -= dmin;

   }

}�







void POPULACIJA::selekcija(void){

   int i,j,k,nesretnik;

   double r,pmax,prozor;

   prozor = a[max]->fja() - a[min]->fja();

   pmax = kve[VEL_POP-1];

   for(i=0;i<M;i++){          /* odabir M nesretnika za eliminaciju */

      r = rand() * pmax / pow(2,31);

      nesretnik = -1; k = 0;

      for(j=0;j<VEL_POP;j++){

         if( (kve[j] != -1) && (j != max) ) nesretnik = j;

         if( kve[j] >= r ){ nesretnik = j; break; }

      }

      kve[nesretnik] = -1; losi[i] = nesretnik;

      for(j=nesretnik+1;j<VEL_POP;j++){

         if(kve[j] == -1) continue;

         kve[j] -= (prozor - dobrota[nesretnik]);

      }

      for(j=VEL_POP-1;j>=0;j--) 

         if(kve[j] != -1){ pmax = kve[j]; break; }

   }

   j = 0;                        /* tko je ostao? */

   for(i=0;i<VEL_POP;i++) if( kve[i] != -1 ) dobri[j++] = i;

}



void POPULACIJA::krizanje(void){

   /*   -roditelji se odabiru slucajno iz dobrih

      -svi losi odumiru, a na njihovo mjesto dolaze djeca */

   int i, mama, tata, dijete;

   for(i=0;i<M;i++){

      mama = dobri[sluc(VEL_POP-M)];

      tata = dobri[sluc(VEL_POP-M)];

      while( mama == tata ) tata = dobri[sluc(VEL_POP-M)];

      dijete = losi[i];

      *a[dijete] = *a[mama] + *a[tata];

   }

}



void POPULACIJA::mutacija(void){

   int i,nesretnik;

for(i=0;i<BR_MUT;i++){

      nesretnik = sluc(VEL_POP);

      while( nesretnik == max ) nesretnik = sluc(VEL_POP);

      *a[nesretnik] <= (sluc(3)+1);

   }

}



void POPULACIJA::evolucija(void){

   pbr=1;

   for(int i=0;i<MAX_GEN;i++){

      procjena();

      selekcija();

      stanje(i);

      krizanje();

      mutacija();

   }

}

�



�

�  /**************/

 /* FUNKCIJE.C */

/**************/



#include "glava.h"



double dg,gg;         /* donja i gornja granica */

int V_POP,M,BR_MUT;   /* velicina populacije */

                     /* broj jedinki za eliminaciju */

                     /* broj mutacija, vjerojatnost mutacije=pm/V_POP */

int BR_B,rbr_fje,DIM;/* broj bitova */

                     /* redni broj funkcije, dimenzija problema */



void init_sluc(void);

UL sluc(UL n);

void crta(void);

void ucitaj_parametre(void);

double f(int,double *);

void ispisi_long(long);

void vrsta(void);



void init_sluc(){ srand((unsigned)time(NULL)); }

UL sluc(UL n){ return( ((UL) ceil(DO_JEDAN*n))-1 ); }



void crta(void){

   for(int i=0;i<80;i++) printf("=");

   printf("\n");

}



void ucitaj_parametre(){

   char *red;

   Text_file Parametri(ime_dat,"r+");

   red = Parametri.Uzmi();

   while( red[0] != '=' ) red = Parametri.Uzmi();

   red = Parametri.Uzmi(); rbr_fje = atoi(red);

   red = Parametri.Uzmi(); DIM = atoi(red);

   red = Parametri.Uzmi(); dg = atof(red);

   red = Parametri.Uzmi(); gg = atof(red);

   red = Parametri.Uzmi(); V_POP = atoi(red);

   red = Parametri.Uzmi(); M = atoi(red);

   red = Parametri.Uzmi(); BR_MUT = atoi(red);

   red = Parametri.Uzmi(); BR_B = atoi(red);

}�







double f(int n,double *v){

   double x,suma,brojnik,nazivnik;

   x = v[0];

   switch(n){

      case 0: return( x*sin(10*M_PI*x)+1.0 ); 

      case 1: return( sin(10*M_PI*x*x)/x );

      case 2: return( x*x*sin(10*M_PI*x*x) );

      case 3: return( pow(x,sin(x)) );

      case 4: return( x*cos(tan(x)) );

      case 5: return( x*cos(tan(pow(x,0.5))) );

      case 6: return( x*sin(30*(M_PI/2-atan(x))/x) );

      case 7: return(

 0.5-(sin(x)*sin(x)-0.5)/(1+0.001*x*x)/(1+0.001*x*x) );



      case 10: suma = 0; for(int i=0;i<DIM;i++) suma += v[i] * v[i];

               brojnik = pow( sin( pow(suma,0.5) ),2 ) - 0.5;

               nazivnik = pow( 1+0.001*suma,2 );

               return( 0.5 - brojnik/nazivnik );

   }

}



void ispisi_long(long l){

for(int i=0;i<BR_B;i++){

      printf("%d", (l & (UL)1<<(BR_B-1-i) ) != 0 );

   }

   printf("\n");

}



void vrsta(void){

   POPULACIJA p(V_POP,BR_B); /* (vel.populacije,br.bitova)*/

   p.evolucija();               /* "zivite i mnozite se ... */

}
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�Sažetak

Problem optimiranja višedimenzijskih funkcija cilja javio se u mnogim podruèjima znanosti. Isto tako, problem odreðivanja koeficijenata aproksimacijskih funkcija može se svesti na problem optimiranja.

Ugraðen je eliminacijski genetski algoritam s dva razlièita prikaza: binarni i prikaz brojem s pomiènom toèkom. Opisani su uobièajni i posebno definirani genetski operatori. Predstavljan je genetski algoritam s uobièajnim genetskim operatorima nad brojevima s pomiènom toèkom.

Genetski algoritam je uporabljen za odreðivanje koeficijenata nekih aproksimacijskih funkcija: polinoma, trigonometrijskih funkcija i kvadratnih valiæa. Postignuti su dobri rezultati pri aproksimaciji vremenskih nizova s pomoæu sinusnih funkcija i kvadratnih valiæa.







Kljuène rijeèi:	aproksimacija, vremenski nizovi, genetski algoritam, eliminacijska selekcija, prikaz kromosoma, kvadratni valiæi.





�Summary

The problem of optimisation of multi-dimensional cost functions appears in many scientific fields. The problem of determination of approximation function coefficients can also be transformed into the optimisation problem.

The implemented genetic algorithm has steady-state reproduction and uses two chromosome representations: binary and floating-point. Traditional and special genetic operators are considered in this paper. The floating-point chromosome representation with traditional operators is presented.

For determination of coefficients of some approximation functions the genetic algorithm was applied. The polynoms, trigonometric functions and Haar wavelets were used. Very good results in time series approximation with trigonometric functions and wavelets by the genetic algorithm were achieved.







Key words:	approximation, time series, genetic algorithm, steady-state selection, chromosome representation, wavelets.
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�

� S pomoæu jednog nukleotida, odnosno jedne dušiène baze može se spremiti isto toliko informacija koliko i s pomoæu dva bita u binarnom prikazu, (4 razlièite informacije). Dakle, 3.2*109 nukleotida imaju isti kapacitet kao i 6.4*109 bitova, što je ekvivalentno kapacitetu od 6.4*109/8=0.8*109 bajtova. To je približno 0.8GB.

� eng. roulette wheel parent selection

� eng. windowing

� eng. steady-state selection

� eng. crossover

� deceive, eng. - varati, zavesti, deception - varka, prijevara, decipio, lat. - prevariti

� eng. hillclimbing

� Odabrana velièina populacije je suviše mala, ali je pogodna za demostraciju rada genetskog algoritma (korak po korak).

� eng. wavelets



Uvod	� PAGE �2�



� REF _Ref359212057 \* MERGEFORMAT �Problem aproksimacije vremenskih nizova�	� PAGE �4�







� REF _Ref359215923 \* MERGEFORMAT �Prirodni evolucijski procesi�	� PAGE �11�



� REF _Ref352574710 \* MERGEFORMAT �Genetski algoritam kao metoda optimiranja�	� PAGE �31�







� REF _Ref352575166 \* MERGEFORMAT �Teorem sheme i hipoteza blokova�	� PAGE �35�







� REF _Ref352575261 \* MERGEFORMAT �Genetski algoritam i ostale sliène metode optimiranja�	� PAGE �37�



� REF _Ref352575309 \* MERGEFORMAT �Objektno orijentirani genetski algoritam�	� PAGE �48�



� REF _Ref352575696 \* MERGEFORMAT �Kromosom kao broj s pomiènom toèkom�	� PAGE �51�







� REF _Ref360356071 \* MERGEFORMAT �Odreðivanje koeficijenata nekih aproksimacijskih funkcija s pomoæu genetskog algoritma�	� PAGE �78�



	� PAGE �80�







PRILOG A: 1D ispitne funkcije	� PAGE �81�











PRILOG B: Izvorni tekst programa	� PAGE �83�



PRILOG B: Izvorni tekst programa	� PAGE �84�



PRILOG B: Izvorni tekst programa	� PAGE �85�



Popis literature	� PAGE �87�































EVOLUCIJSKI PROGRAMI



GENETSKI ALGORITMI



Genetski algoritam



Problem



Problem



Evolucijski program



Genetski algoritam



Prilagoðen problem



(x=x(v(i))-x(v(i-1))=konst.



 2n-1 odsjeèaka



gg=x(v(2n-1))





x(v(i))





dg=x(v(0))





+(



-(



r



dobrota(vVEL_POP)





dobrota(v2)





dobrota(v1)





dobrota(vi)





pi





qi





qi-1





qVEL_POP-2





q2





  1



qVEL_POP=D



qVEL_POP-1





q3





q1



pVEL_POP-1





p2





p1



pVEL_POP





p3





0



0



toèka prekida



sluèajno odabrani bit za mutaciju



toèka prekida



KROMOSOM.CPP

klasa KROMOSOM

metode:

konstruktor

kontrolni ispis

x (evaluacija)

fja (funkcija cilja)

operatori:

= (pridruživanje)

+ (križanje)

<= (mutacija)



FUNKCIJE.C

ucitaj_parametre

f - funkcije cilja

ispisi_long

vrsta



POPULACI.CPP

klasa POPULACIJA

metode:

konstruktor/destruktor

kontrolni ispis

procjena (translacija)

selekcija

krizanje

mutacija

evolucija



GLAVA.H



MAIN.C



iteracija



512 n



    ..n n   n        n                 n                                     n                                                                              n



DG ( 0



GG ( 2



511 n








