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Uvod





	Genetski algoritmi, metode optimiranja i pretra`ivanja osnovane na principu evolucije i naslje|ivanja, predlo`eni su od strane Johna H. Hollanda jo{ u ranim sedamdesetima. Tokom ne{to vi{e od dva desetlje}a, a posebno u posljednjih nekoliko godina, pokazali su se vrlo mo}nim i u isto vrijeme op}enitim alatom za rje{avanje ~itavog niza problema iz in`injerske prakse. To se mo`e objasniti njihovom jednostavno{}u; kako same ideje na kojoj su osnovani, tako i njihove primjene; te doprinosu niza znanstvenika i in`injera na njihovom prilago|avanju velikom broju problema i pove}anju efikasnosti. Paralelno sa pove}anjem primjene pove}ava se i opseg istra`ivanja rada i svojstava genetskih algoritama i poku{avaju se svesti njihovi elementi na neke teoretske osnove. Na`alost, rezultati postignuti na teoretskom podru~ju su dvojbeni, a genetski algortimi ostaju i do danas u osnovi heuristi~ke metode.


	Po na~inu djelovanja ubrajaju se u metode usmjerenog slu~ajnog pretra`ivanja prostora rje{enja (guided random search techniques) u potrazi za globalnim optimumom. U istu grupu mo`emo ubrojiti jo{ neke medtode koje se temelje na sli~nim principima: to su evolucijske strategije (evolutionary startegies) i simulirano kaljenje (simulated annealing), koje }e na ovom mjestu biti samo ukratko opisane.


	Evolucijske strategije, razvijene u Njema~koj u {ezdesetim godinama ovoga stolje}a, imaju puno zajedni~kih osobina sa genetskim algoritmima i ~esto im se, kada su u pitanju razne varijante obaju pristupa, te{ko odre|uju granice. Obje metode odr`avaju populaciju rje{enja nad kojom provode definirane operacije {to se periodi~ki ponavljaju. Zato se faze takvog procesa, po uzoru na prirodne evolucijske tokove, zovu i generacije. U svakoj generaciji se nad skupom rje{enja izvode razni operatori i biraju se pojedini ~lanovi koji }e se nalaziti i u slijede}oj generaciji. Osobenosti evolucijskih strategija u odnosu na genetske algoritme su to {to se novi ~lanovi izabiru strogo deterministi~ki, kvaliteta operatora se mijenja u svakoj generaciji i redoslijed operacija unutar jedne generacije je razli~it. Na neke od ovih usporedbi }emo se jo{ vratiti kada budemo detaljno upoznavali rad genetskog algoritma.


	Simulirano kaljenje je proces koji je za svoj uzor upotrijebio termodinami~ko kretanje materije prema stanju minimalne energije u postepenom sni`avanju temperature kao parametra sustava. Metoda operira na jednom rje{enju od koga se u svakoj iteraciji tra`i "susjedno" rje{enje. Staro se uvijek zamjenjuje novim ako je postignut napredak u zadovoljavanju kriterija, a mogu}e je i da lo{ije rje{enje zamijeni bolje ako se zadovolji odre|ena mjera stohasti~nosti koja se regulira sa "temperaturom" sustava. [to je ve}a temperatura, ve}a je vjerojatnost da novo, lo{ije rje{enje, zamijeni staro. Proces kre}e od neke odre|ene temperature koja dozvoljava relativno veliku vjerojatnost prihva}anja (ve}a od 50%), a zatim se taj parametar eksponencijalno smanjuje sve dok kretanje ne postane gotovo deterministi~ko.


	Snaga tih metoda, a pogotovo genetskih algoritama, le`i u ~injenici da su oni sposobni odrediti polo`aj globalnog optimuma u prostoru sa vi{e lokalnh ekstrema, u tzv. vi{emodalnom prostoru. Klasi~ne deterministi~ke metode }e se uvijek kretati prema lokalnom minimumu ili maksimumu, pri ~emu on mo`e biti i globalni, ali to se ne mo`e odrediti iz rezultata. Stohasti~ke metode, tako i genetski algoritmi, nisu ovisne o nekoj eventualnoj po~etnoj to~ci i mogu svojim postupkom pretra`ivanja sa velikom vjerojatno{}u locirati globalni optimum odre|ene ciljne funkcije. Klju~ne rije~i u ovoj tvrdnji su, na`alost, "sa velikom vjerojatno{}u". Osnovna razlika u primjeni izme|u klasi~nih i stohasti~kih metoda je ta {to za rezultat neke, recimo, gradijentne metode mo`emo sa sigurno{}u re}i da je postignut lokalni ekstrem unutar `eljene preciznosti. Za rezultat rada genetskog algoritma, me|utim, nismo u mogu}nosti sa stopostotnom vjerojatno{}u re}i da li predstavlja globalni ili samo lokalni optimum, te da li je isti odre|en sa `eljenom precizno{}u. Koliko god se performanse stohasti~kih metoda pobolj{avale, one nikada ne}e mo}i dati niti jedan rezultat sa apsolutnom sigurno{}u.


	Situacija ipak nije tako lo{a, {to pokazuje i {iroka upotreba genetskih algoritama i drugih srodnih metoda. Zna~ajno se pove}ava sigurnost dobivenih rezultata i postupkom ponavljanja procesa rje{avanja, {to kod klasi~nih metoda nema smisla. Osim toga, genetski algoritmi se ipak odlikuju vrlo visokom pouzdano{}u zbog koje su stekli tako veliku popularnost u zadnje vrijeme. Od kada su nastali, velika se pa`nja poklanja istra`ivanjima vezanim za pove}anje djelotvornosti izvedbe. Kako se to pove}ava njihova pouzdanost?


	Mogu}e je identificirati dva pristupa tome cilju. S jedne strane imamo ~injenicu da je opseg problema s kojima se sre}emo u praksi ogroman i postavlja najrazli~itije zahtjeve na metode njihova rje{avanja. Usprkos velikoj op}enitosti genetskih algoritama nije ih u velikom broju slu~ajeva mogu}e direktno primijeniti na odre|eni problem. Tada moramo ili problem prilagoditi genetskom algoritmu ili genetski algoritam prilagoditi specifi~nostima problema. Ukoliko odaberemo prilago|avanje algoritma problemu, potrebno je modificirati njegov rad tako da rukuje sa veli~inama svojstvenim odre|enom zadatku. Naj~e{}e se tu radi o upotrebi ili definiranju druga~ijih struktura podataka i operatora. Za vrlo veliki broj takvih slu~ajeva razvijeni su naro~iti specijalizirani genetski algoritmi, koji se tada obi~no nazivaju evolucijskim programima (evolutionary programs). Uglavnom se tada posti`u velika pove}anja djelotvornosti i takvi proizvodi se mogu na}i i na softverskom tr`i{tu, te imaju veliku korisnost u primjeni. Ovakav na~in je, opet, problemski ovisan i zahtjeva dosta rada na prilago|avanju; ponekad je taj problem ravan onome koji se `eli rije{iti, a i za svaku novu primjenu potrebna je nova prilagodba. Zato se kompromis posti`e pravljenjem evolucijskog programa koji }e se mo}i primijeniti na ~itavu klasu problema (npr. problemi s linearnim i nelinearnim ograni~enjima, transportni problem, CAD i sl.)


	Drugi pristup, koji ne dovodi do tako velikih pobolj{anja, je rad na pove}anju efikasnosti samog genetskog algoritma. O ~emu se ovdje radi? Otkada je Holland iznio na vidjelo svoj rad, osnovna verzija algoritma do`ivjela je mnoge modifikacije koje su kako pro{irivale mogu}nost primjene, tako i pove}avale efikasnost. Dobra strana ovoga pristupa je to {to je problemski neovisan i ne ograni~ava uvjete rada algoritma. Velika ve}ina tih razli~itih koncepata bit }e opisana u nastavku, a jedna od tih ideja, kojom se i bavi ovaj rad, je prilagodba (vjerojatnosti) genetskih operatora u cilju pobolj{anja djelotvornosti.


	Va`no je ne poistovjetiti prilago|avanje problema genetskom algoritmu ({to je jedan od na~ina rje{avanja konkretnog problema) sa pove}avanjem djelotvornosti samog algoritma! Jedan problem mo`e se primijeniti na vi{e varijanti osnovnog algoritma jer se, npr. razvijanjem strategije za prilagodbu vjerojatnosti operatora ne smanjuje op}enitost. Isto tako, jedan pobolj{ani genetski algoritam mo`e se prilagoditi zadanom problemu - dakle pretvoriti u evolucijski program - jednako kao i osnovna ina~ica, s time {to pobolj{ana varijanta ima u startu bolje performanse! Dakle, napori na ovom drugom, problemski neovisnom pristupu, ne ostaju izolirani samo u okviru genetskih algoritama, nego mogu pobolj{ati i kvalitetu iz njih izvedenih evolucijskih programa.


	Materijal prikazan u ovom radu pokazuje neke ve} izlo`ene strategije prilagodbe vjerojatnosti genetskih operatora te predla`e jo{ jednu za varijantu genetskog algoritma sa eliminacijskim odabirom. Cilj je tih napora, kao i ovoga diplomskog rada,  pove}anje pouzdanosti sustava baziranih na genetskim algoritmima. Nikada se za rezultat rada algoritma ne}e mo}i sa apsolutnom sigurno{}u re}i da predstavlja najbolje mogu}e rje{enje ali }e napretkom u ovom podru~ju ti rezultati postati toliko pouzdani koliko nam treba u svakodnevnom radu pri rje{avanju problema u praksi.


	U prvom poglavlju obja{njavaju se principi i na~in djelovanja genetskih algoritama, kao i razne njihove modifikacije i usporedbe sa drugim metodama. Drugo poglavlje izla`e zapravo temu ovoga rada, na~ine prilagodbe vjerojatnosti genetskih operatora i implementaciju u tijelu algoritma. U tre}em poglavlju prikazano je nekoliko ispitnih funkcija {to se mogu na}i u literaturi a koje slu`e za provjeravanje djelotvornosti pojedinih metoda rje{avanja. Tako|er su pregledno izlo`eni eksperimentalni rezultati i komentari o u~inkovitosti primjenjene strategije prilagodbe. U zaklju~ku se mogu na}i zavr{ne opaske glede iznesenog materijala.


�
1. Op}enito o genetskim algoritmima





	Ovo poglavlje obja{njava djelovanje genetskih algoritama, njihove elemente i svojstva. Prikazan je na~in rada algoritma i neke teoretske osnove koje obja{njavaju efikasnost pronala`enja rje{enja u vi{emodalnom okru`enju.








1.1 Struktura genetskog algoritma


	Ideja za genetski algoritam mo`e se na}i u mehanizmu prirodnog odabira: u prirodi, od skupa istobitnih pojedinaca, pre`ivljavaju oni koji su najbolje prilago|eni snala`enju u okolini siroma{noj sredstvima za `ivot (lijepu usporedbu mo`emo na}i u modernoj ekonomiji). Najsposobniji dobivaju priliku da dominiraju slabijima i tako|er se reproduciraju. Ako poistovjetimo mjeru sposobnosti pojedinca da pre`ivi sa nasljednim materijalom koji nosi u sebi, genima, tada mo`emo re}i da geni dominantnih pojedinaca opstaju dok geni slabijih izumiru jer nemaju potomstva. Pored te pojave, u prirodi pri svakoj reprodukciji dolazi do rekombinacije gena koja uzrokuje razli~itost me|u pojedincima iste vrste, ali i sli~nosti sa roditeljima jedinke. Promatramo li samo gene, mo`emo re}i da smo u svakoj novoj generaciji dobili novi skup gena, gdje su neki pojedinci lo{iji od onih u prethodnoj generaciji a neki bolji. Izmjena gena koja nastaje pri reprodukciji se u genetskim algoritmima, iako to nije sasvim u skladu sa biologijom, naziva kri`anje (crossover).


	Osim kri`anja, uo~ava se jo{ jedna pojava, ali u znatno manjem opsegu - rije~ je o slu~ajnom mijenjanju genetskog materijala koje nastaje pod djelovanjem vanjskih uzroka a naziva se mutacija (mutation). Kri`anje i mutacija se kod genetskih algoritama nazivaju genetskim operatorima, a proces izdvajanja najsposobnijih jedinki unutar svake generacije odabirom (selection). Sada je vrijeme da sve dosada re~eno prebacimo u algoritamsku domenu.


	Holland je u svom radu predlo`io genetski algoritam kao kompjuterski proces koji imitira evolucijski proces u prirodi i primjenjuje ga na apstraktne jedinke. Svaki evolucijski program odr`ava populaciju jedinki u nekoj odre|enoj generaciji. Svaka jedinka predstavlja potencijalno rje{enje problema koji se obra|uje - to mo`e biti matemati~ka funkcija, plan rada neke tvornice, put trgova~kog putnika itd. - i svaka je predstavljena jednakom podatkovnom strukturom (broj, niz, matrica, stablo itd). Te jedinke se nazivaju i kromosomi. Svakom rje{enju se pridjeljuje odre|ena mjera kvalitete koja se u literaturi obi~no naziva dobrota (fitness), dok se funkcija koja tu kvalitetu odre|uje naziva funkcija cilja ili funkcija dobrote (fitness function). Tada se iz stare formira nova populacija izdvajaju}i, po nekom postupku odabira, bolje jedinke iz skupa postoje}ih. Neki ~lanovi ove nove populacije podvrgnuti su utjecajima genetskih operatora koji iz njih formiraju nove jedinke. Operatori se dijele na unarne, koji stvaraju novu jedinku mijenjaju}i manji dio genetskog materijala stare (mutacijska grupa) i operatore vi{eg reda, koji kreiraju nove individue kombiniraju}i osobine nekoliko jedinki (grupa kri`anja). Nakon nekog broja izvr{enih generacija ~itav postupak se zaustavlja - to se odre|uje uvjetom zaustavljanja (termination condition ili stopping criteria) - a najbolji ~lan trenutne populacije predstavlja rje{enje koje bi trebalo biti sasvim blizu optimuma. Op}enita struktura jednog takvog genetskog algoritma (ili evolucijskog programa) prikazana je na slici 1.1
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	Nakon {to smo odredili osnovnu strukturu evolucijskog programa, pa tako i genetskog algoritma, vrijeme je da navedemo elemente koji karakteriziraju pojedinu verziju algoritma.








1.2 Elementi genetskog algoritma


	Nekoliko stvari treba biti odre|eno prije nego se mo`e napisati bilo kakav genetski algoritam za bilo koji zadani problem. Ti elementi obuhva}aju:





kromosomski prikaz potencijalnih rje{enja problema,


na~in kreiranja po~etnog skupa rje{enja,


funkciju cilja koja igra ulogu okoline, ocjenjuju}i rje{enja po njihovoj dobroti,


mehanizam odabira koji }e iz jedne generacije odabrati pojedina rje{enja za slijede}u,


genetske operatore koji mijenjaju jedinke te


vrijednosti raznih parametara koje genetski algoritam upotrebljava.





	Da bi se dobio bolji uvid u rad algoritma, prvo }e biti obra|en primjer jednostavnog genetskog algoritma (SGA) - verzije koju je Holland originalno predlo`io u svom radu.








1.3 Jednostavni genetski algoritam (SGA)


	Tokom godina je izneseno na vidjelo mnogo prijedloga o pobolj{anju djelovanja osnovne varijante genetskog algoritma kojega je na~inio Holland. Tako se u literaturi za tu osnovnu varijantu uvrije`io naziv SGA (simple genetic algorithm). Struktura SGA identi~na je op}enitoj strukturi evolucijskog programa na slici 1.1, s time da su genetski operatori kri`anje i mutacija.


	U ovom }emo dijelu na primjeru optimiranja jednostavne matemati~ke funkcije pokazati rad genetskog algoritma. Pretpostavimo da je definirana funkcija f  i da `elimo na}i njen optimum u podru~ju [-1, 1]; pretpostavimo jo{ i da `elimo odrediti tu to~ku sa to~no{}u ve}om od 0.001.


	Prvi parametar koji }emo odrediti je veli~ina populacije, tj. koliko }e se rje{enja nalaziti u pojedinoj generaciji. Rad GA je uglavnom to bolji {to je ve}i broj ~lanova, ali je brzina izvo|enja zato vrlo osjetljiva o tom broju. Obi~no }emo veli~inu populacije odrediti prema raspolo`ivim ra~unalnim sredstvima i vremenu.


	Prikaz kromosoma koji se koristi u SGA je binarni, u binarnom kodu. Da bi u zadanom podru~ju zadovoljili tra`enu preciznost, potrebno je da kromosom mo`e poprimiti 2*1000 =  2000 vrijednosti, {to zahtijeva da duljina niza bitova (string) bude ve}a ili jednaka od 11  (211 = 2048). Preslikavanje iz binarnog niza u realnu domenu vr{i se tako da se:


		a) binarni broj pretvori iz baze 2 u bazu 10 i dobije vrijednost B


		b) odgovaraju}i broj iz realne domene dobija se 





						� EMBED Equation.2  ���						(2.1)





	U brojniku razlomka je razlika izme|u gornje i donje granice domene, a u nazivniku je broj razli~itih vrijednosti kromosoma umanjena za jedan. Umno{ku se dodanje donja granica ( -1 ). Tako naprimjer kromosom
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predtavlja vrijednost


� EMBED Equation.2  ���


dok kromosomi
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predstavljaju granice domene, tj. -1.0 i 1.0, tim redom.


	Po~etna populacija se, budu}i da nisu postavljena nikakva dodatna ograni~enja, inicijalizira po slu~ajnom uzorku.


	Funkcija cilja nam je zadana funkcija f . Od svakog ~lana populacije se prvo dobiva odgovaraju}a realna vrijednost koja zatim slu`i kao argument funkcije f . Vrijednost dobivena izra~unavanjem funkcije ozna~ava dobrotu pojedinoga kromosoma.


	Model odabira koji se upotrebljava u SGA je mehanizam kota~a ruleta (roulette wheel selection scheme) koji svakom ~lanu populacije odre|uje broj potomaka (offspring). Ova vrsta odabira pripada grupi proporcionanih odabira (proportionate selection) jer je o~ekivani broj potomaka svakoga ~lana jednak


� EMBED Equation.2  ���


gdje � EMBED Equation.2  ��� predstavlja dobrotu i-tog ~lana populacije a � EMBED Equation.2  ��� srednju dobrotu svih ~lanova. U odabiru kota~a ruleta svakome rje{enju je dodijeljen 'kru`ni isje~ak' kota~a sa veli~inom kuta proporcionalnom dobroti kromosoma, tj 2(� EMBED Equation.2  ���. ^lan dobiva po jednog potomka ako slu~ajni broj izme|u 0 i 2( pogodi podru~je koje zauzima taj ~lan. Algoritam izdvaja rje{enja na taj na~in sve dok ne proizvede ~itavu slijede}u generaciju. Na ovaj na~in bolji ~lanovi dobivaju vi{e potomaka, a slabijima se mo`e dogoditi da ne dobiju niti jedan.


	Sada na djelo stupaju genetski operatori. Kri`anje se u SGA naziva kri`anje s jednom to~kom prekida (single-point crossover). Prvo se me|u rje{enjima pronalaze parovi koji }e se kri`ati po slu~ajnom rasporedu; vjerojatnost da }e neki kromosom biti izabran za kri`anje jednaka je jednom od najva`nijih parametara GA - vjerojatnosti kri`anja (crossover rate - pc). Taj se broj kre}e oko 0.3-0.9, ovisno o implementaciji. Nakon odabira, za svaki se par generira slu~ajan broj izme|u nula i duljine kromosoma umanjene za jedan, koji ozna~ava to~ku kri`anja. Recimo da su za kri`anje izabrana ova dva kromosoma:


(00100101110)  i  (1101100101101)





i da je slu~ajan broj 7. Kri`anje ova dva ~lana bit }e obavljeno tako da }e se zamjeniti genetski materijal iza sedmog bita, a umjesto njih mjesta u populaciji }e zauzeti njihovi produkti. Odabrani kromosomi:





					k1:	(0010010|1110)


					k2:	(1101100|1011)


nakon kri`anja postaju:


					k1:	(1101100|1110)


					k2:	(0010010|1011)





	Novim ~lanovima se mora, naravno, opet odrediti dobrota izra~unavanjem funkcije cilja.


	Drugi genetski operator, koji se ne mora nu`no primijeniti nakon kri`anja, je mutacija. Operator mutacije u SGA slu~ajno izdvaja kromosome za mutaciju i u njima mijenja vrijednost slu{ajno odabranog bita. ^lanovi za mutaciju se biraju koriste}i vjerojatnost mutacije (mutation rate - pm), parametar analogan vjerojatnosti kod kri`anja, samo {to se ovdje ne izabiru parovi ve} pojedina rje{enja. Vrijednost ovog parametra je obi~no uvijek manja od 0.1, tipi~no oko 0.01 i ozna~ava vjerojatnost mutacije pojedinog bita, a ne kromosoma. Ako je pm vjerojatnost mutacije a n duljina kromosoma, onda vjerojatnost da }e taj kromosom biti podvrgnut mutaciji iznosi pribli`no:





						� EMBED Equation.2  ��� 							(2.2)





	Za svaki odabrani kromosom generira se slu~ajni broj koji ozna~ava polo`aj bita koji }e biti promijenjen. Ako je za mutaciju odabran kromosom k1 iz pro{log primjera za kri`anje a slu~ajni broj je 3 (tre}i bit), tada }e nakon mutacije on biti:





					k1:	(1111100110)





	Nakon djelovanja svih genetskih operatora zavr{en je generacijski krug GA. Na ovom se mjestu ispituje kriterij zaustavljanja postupka. Najjednostavniji kriterij je jednostavno postavljanje fiksnog broja generacija koje }e se izvr{iti, a mogu}i su kriteriji i dostizanje neke zadane vrijednosti (dobrote), zadani broj ~lanova koji moraju dose}i neku odre|enu vrijednost, broj generacija u kojima se zaredom ne posti`e nikakav novi napredak i sli~no. U slijede}im odjeljcima bit }e obra|ene razne adaptacije osnovnoga algoritma, SGA.








1.4 Prikaz kromosoma


	Jedan od prikaza, onaj {to ga je Holland originalno upotrijebio u prvoj ina~ici genetskog algortima, smo ve} upoznali. Me|utim, ponovo }emo obraditi binarni prikaz samo da spomenemo jo{ neke mogu}nosti kodiranja binarnoga zapisa.





1.4.1 Binarni prikaz


	Kodiranje kromosoma kao broja u bazi 2 ima za posljedicu da je udaljenost neke dvije to~ke unutar domene u op}enitom slu~aju razli~ita od udaljenosti tih to~aka u prikazu. Udaljenost dvije to~ke u realnoj domeni jednaka je njihovoj razlici (u jednodimenzionalnom slu~aju) , dok se udaljenost kromosoma koji predstavljaju te dvije to~ke definira kao broj razli~itih bitova u njima. Zato se u prikazu ponekad upotrebljava i Grayev kod, gdje se svake dvije susjedne to~ke u domeni razlikuju za samo jedan bit (opis takvoga kodiranja i me|usobne konverzije izme|u dva na~ina mo`e se na}i i u literaturi [2]).


	Iako je mo`da intuitivan, dozvoljava elegantne i jednostavne operatore i dobro slu`i u teoretskoj analizi rada GA, binarni prikaz ima osim navedenog jo{ neke ozbiljne nedostatke, pogotovo kad se primjeni na vi{edimenzijske probleme gdje se zahtjeva velika to~nost. Za problem sa stotinu varijabli u opsegu [-500, 500], preciznost sa {est znamenaka iza decimalne to~ke, duljina binarno kodiranog rje{enja iznosi oko 3000 bita. Osim zahtjeva za memorijom, ve}a duljina zna~ajno usporava rad algoritma a rezultati su vrlo slabi. Otuda razlozi za primjenu drugih na~ina prikaza.





1.4.2 Prikaz kromosoma kao broja s pomi~nim zarezom


	^lan populacije genetskog algoritma mo`e biti predstavljen i kao broj ili niz brojeva (vektor) s pomi~nim zarezom. Ovaj prikaz ima svojstvo ekvivalentne udaljenosti to~aka u problemskoj i kromosomskoj domeni {to mo`e biti vrlo va`no za neke slu~ajeve optimizacije. Naravno, za ovaj kao i za bilo koji drugi prikaz potrebno je definirati genetske operatore koji }e njime rukovati, o ~emu govorimo u posebnom odjeljku. Prednosti predstavljanja rje{enja kori{tenjem brojeva s pomi~nim zarezom su mnogobrojne. Kao prvo, jednostavno je na ra~unalu odr`avati populaciju takvih brojeva jer ih gotovo svi dana{nji programski jezici vrlo dobro podr`avaju (o gradnji GA u stojnom jeziku ovdje ne}emo govoriti). Ovaj prikaz je tako|er puno br`i od binarnog, pogotovo kada se tra`i velika preciznost. Istina, to~nost brojeva s pomi~nim zarezom je fiksna; to~nost binarnog prikaza mo`e se teoretski pove}avati koliko `elimo, ali se brzina obrade drasti~no smanjuje. Duljina kromosoma u binarnom prikazu tako|er znatno ovisi o definiranom podru~ju pretra`ivanja (gornja i donja granica za svaku varijablu), dok to nije slu~aj za prikaz s pomi~nim zarezom.


	Puno je lak{e definirati problemski specifi~ne genetske operatore za brojeve s pomi~nim zarezom, a to je posebno va`no u rje{avanju problema sa netrivijalnim ograni~enjima.





1.4.3 Ostali prikazi


	Pored navedena dva, svi ostali prikazi nisu niti pribli`no toliko zastupljeni u genetskim algoritmima, ali ipak nalaze svoju primjenu za neke probleme optimiranja. Logi~ni nastavak nakon vektora brojeva s pomi~nim zarezom je, na primjer, matrica istih (naj~e{}e dvodimenzionalna). Takav je prikaz pogodan za transportne i srodne probleme. Nisu neuobi~ajeni niti nizovi cjelobrojnih vrijednosti, koji su najprikladniji za problem trgova~kog putnika.


	Za druge, visoko specijalizirane namjene, potrebno je kreirati sasvim druga~ije strukture podataka koje }e predstavljati potencijalna rje{enja (liste, stabla itd.) i na tom mjestu je potrebna snala`ljivost i dovitljivost ljudi koji rade na projektu.








1.5 Na~in stvaranja po~etnog skupa rje{enja


	U op}enitom slu~aju nije po`eljno ili ~ak mogu}e na sasvim slu~ajan na~in kreirati ~lanove po~etne populacije. Ukoliko su ograni~enja definirana s eksplicitnim granicama podru~ja pretra`ivanja, nema zapreke za uobi~ajenu metodu. Ako su, me|utim, u pitanju  netrivijalna implicitna, nelinearna i sli~na problemsko specifi~na ograni~enja, tada se mora po~etni skup rje{enja na~initi nekim algoritmom za tu svrhu. Poseban je problem tretiranje rje{enja koja su u postupku kri`anja ili pod djelovanjem genetskih operatora postala neizvodiva (unfeasible), ali to izlazi iz okvira prou~avanja ovoga rada. Ne{to o tome u jednom od slijede}ih odjeljaka.








1.6 Funkcija cilja


	Vrednovanje potencijalnih rje{enja obavlja se izra~unavanjem funkcije cilja za svako od njih. Ova funkcija mo`e biti neka iz matemati~ke domene, a mo`e ispitivati i neke sasvim druk~ije, korisni~ki definirane kriterije. Funkcija cilja je u op}enitom slu~aju napisana kao dio genetskog programa, procedura koja vra}a dobrotu ispitivanog kromosoma.








1.7 Odabir


	Mehanizam odabir izrazito je va`an za djelotvornost genetskog algoritma. Pored proporcionalnog odabira, ~iji smo jedan oblik upoznali u odjeljku 1.3 o SGA, drugi pristup predstavlja poredbeni odabir (rank-based selection). Ovdje se rje{enja sla`u po njihovoj dobroti te se na takvoj postavi vr{i izbor. Ovakvim pristupom se izbjegava pojava da jedno rje{enje, puno bolje od ostalih, dobije nerazumno velik broj potomaka i time 'zagu{i' ~itavu populaciju. S druge strane, GA se djelomi~no usporava zbog potrebe slaganja rje{enja u svakoj generaciji.


	Genetski algoritmi se po na~inu stvaranja nove generacije iz stare mogu podijeliti na dvije velike skupine. Oni koji zamjenjuju ~itavu populaciju sa novom (npr. SGA) nazivaju se generacijskima, a oni koji zamjenjuju samo (manji) dio populacije odjednom postojanima (steady-state). Postojani genetski algoritmi se razlikuju od generacijskih po njihovom implicitnom elitizmu - ~uvanju najboljih rje{enja. O konceptu elitizma kasnije u tekstu.


	Najpoznatiji predstavnici generacijskih odabira su metoda kota~a ruleta, koju smo ve} spomenuli, i metoda stohasti~kog ostatka (stohastic remainder technique). Ova potonja djeluje u dva stupnja: u prvom se rje{enjima dodjeljuje to~no toliko potomaka koliko iznosi cjelobrojni dio njihovog o~ekivanog broja nasljednika. Taj o~ekivani broj je, kako smo ve} spomenuli, jednak � EMBED Equation.2  ���. Ostatak iza decimalne to~ke se ne odbacuje, ve} se sa ostacima svih rje{enja postupa kao sa dobrotom kod metode kota~a ruleta - decimalni ostaci se uklju~uju u drugom stupnju da bi se odredilo preostalo potomstvo do popunjavanja populacije. Tako se slu~ajnost izbora ograni~ava samo na dio iza decimalne to~ke o~ekivanog broja potomaka.


	Kod postojanih GA mehanizam odabira je u uskoj vezi sa operatorom kri`anja. Za{to? U ovom slu~aju odabir zapravo samo 'ubija' odre|en broj rje{enja dok ostala ostaju nepromijenjena. Dio populacije koji se odbaci kre}e se otprilike od 40-60%. Na kri`anju ostaje zadatak da nadoknadi nastali manjak ~lanova populacije! Za razliku od kri`anja kod generacijskih GA, gdje produkti nastali kri`anjem zamjenjuju svoje izvornike, ovdje se novi kromosom samo dodaje u populaciju. Postupak se ponavlja dok se svi odba~eni ~lanovi ne nadoknade. Vidimo da je postotak rje{enja koji se odbacuju u odabiru zapravo ekvivalentan vjerojatnosti kri`anja; zbog toga se u ovim algoritmima ne koristi parametar pc nego se navodi koji dio populacije se odbacuje.


	U postojanim GA najzastupljeniji je eliminacijski odabir. Kod ove metode se svakome rje{enju pridjeljuje veli~ina koja iskazuje njegovu nekvalitetu. Ako je fMAX dobrota najboljeg ~lana populacije u trenutnoj generaciji, tada se ta veli~ina (badness) izra~unava kao:


						bi = fMAX - fi 								(2.3)





	Najlo{ije rje{enje ima najve}i bi , dok za najbolje rje{enje on iznosi nula. Da bi se odabrao odre|en broj rje{enja za odbacivanje, svi se bi zbrajaju i dobiva se broj R. Tada se ponavljano stvara slu~ajan broj izme|u nula i R te uzastopnim oduzimanjem odre|uje unutar kojega bi je pao izbor. i -ti ~lan populacije se odbacuje a R se umanjuje za bi , te se ponovo stvara slu~ajni broj izme|u nula i R. Postupak te~e dok se ne izbaci unaprijed odre|eni broj ~lanova iz skupa rje{enja. Svako rje{enje ima mogu}nost biti odba~eno osim najboljega jer ono ima bMAX = 0 (eto odakle implicitno o~uvanje najboljeg ~lana!).


	Metode odabira kod generacijskih GA imaju te`nju ka neprestanom stvaranju jednakih ~lanova populacije, duplikata. To je jedan od glavnih uzroka prerane konvergencije algoritma. Eliminacijski odabir, s druge strane, odr`ava {to ve}u raznolikost populacije da bi se uspje{nije istra`ivala nova obe}avaju}a podru~ja, a postignuto se ne kvari jer se najbolji ~lanovi populacije ~uvaju. Mi{ljenje je autora ovoga rada da taj odabir pokazuje nedvojbeno bolje rezultate i ima ve}u korisnost. Zato je metoda eliminacijskog odabira upotrebljavana kao okru`enje za koje se razvijala strategija prilagodljivih vjerojatnosti operatora.








1.8 Genetski operatori


	Sposobnost lociranja optimuma i konvergiranja u blizini istoga ovisi velikim dijelom o genetskim operatorima primjenjenim na konkretan problem. U pravilu se za svaki novi prikaz moraju definirati novi operatori koji }e predstavljati kri`anje, mutaciju ili ne{to tre}e. Ipak su mogu}e odre|ene analogije istovrsnih operatora me|u razli~itim prikazima; kada se definiraju novi operatori za jo{ neupotrebljene strukture podataka, uvijek se nastoji da oni budu po djelovanju {to sli~niji ve} postoje}ima, definiranim za druge tipove podataka. Stoga }emo podjelu organizirati prema vrsti operatora te posebno objasniti kako se definira za naj~e{}e prikaze, binarni ili s pomi~nim zarezom.





1.8.1 Operatori iz grupe kri`anja


	Kri`anje predstavlja razmjenu vi{e ili manje korisnih osobina izme|u dva ili vi{e potencijalnih rje{enja. Kako razmijeniti dijelove jednog samog po sebi cjelovitog rje{enja? Neki na~ini su nastali intuitivno, drugi iskustveno, nakon niza ispitivanja. Ovdje se nudi pregled uobi~ajenih metoda kri`anja.





Kri`anje s jednom to~kom prekida (one-point crossover) 


Na~in djelovanja ovog operatora ve} smo upoznali u odjeljku o SGA. Treba samo spomenuti da nije definiran za prikaz s pomi~nim zarezom, ali da za taj prikaz postoji i njemu analogni operator koji je spomenut kasnije u odjeljku.





Kri`anje s dvije ili vi{e to~aka prekida (multi-point crossover)


Ovaj operator djeluje na istom principu kao i prethodni, s time {to se umjesto jedne to~ke odabiru dvije, a zamjenjuju se bitovi koji se nalaze izme|u. Kad se govori o vi{e to~aka obi~no se ne misli na vi{e od tri-~etiri to~ke. Ovaj je operator tako|er definiran samo za binarni prikaz.





Jednoliko kri`anje (uniform crossover)


Logi~na posljedica pove~avanja broja to~aka prekida je ovaj operator, koji zamjenjuje bitove izme|u dva niza promatraju}i svaki bit posebno. Operator se kre}e po bitovnim mjestima u nizu i za svaki par bitova iz dva kromosoma slu~ajno odlu~uje ho}e li ih zamijeniti ili ne. U izvedbi na ra~unalu se to ~ini pomo}u izraza





			kDIJETE =(k1 AND k2) OR (r AND (k1 XOR k2))		(2.4)





gdje su k1 i k2 kromosomi koji se kri`aju, kDIJETE kromosom potomak, r slu~ajni niz bitova jednake duljine kao i kromosomi (za svako kri`anje se stvara novi r), a AND, OR i XOR logi~ki operatori koji se primjenjuju na svaki bit posebno. Jo{ jedna osobitost ovog kri`anja je i ta da se odjednom stvara samo jedan potomak a roditelji se pri tome ne uni{tavaju, {to ga ~ini pogodnim za upotrebu uz eliminacijski odabir.





Jednostavno kri`anje (simple crossover)


Ovaj je operator, definiran za prikaz s pomi~nim zarezom, analogan kri`anju s jednom to~kom prekida. Ako je rje{enje predstavljeno kao niz realnih brojeva, tada se odabire to~ka prekida koja }e dijeliti niz na dvije cjeline. Jedna od te dvije cjeline bit }e zamijenjena s drugim rje{enjem na isti na~in kao i kod kri`anja s jednom to~kom prekida.





Aritmeti~ko kri`anje (arithmetical crossover)


Aritmeti~ko kri`anje definirano je za vektor realnih brojeva kako slijedi:





			� EMBED Equation.2  ���   i   � EMBED Equation.2  ���			(2.5)





gdje su k1 i k2 vektori nad kojima se provodi kri`anje u generaciji t  i  t+1, a parametar � EMBED Equation.2  ��� je slu~ajni broj izme|u nula i jedan. 





Heuristi~ko kri`anje (heuristic crossover)


Od svih operatora kri`anja ovo je vjerojatno jedini 'izbirljivi'  jer uzima u obzir i dobrotu oba kromosoma koji se kri`aju i njihovog potomka. Operator stvara jedan proizvod od dva roditelja po slijede}em pravilu:





						� EMBED Equation.2  ���					(2.6)





gdje je r slu~ajan broj izme|u nula i jedan, a kromosom k2 ima ve}u dobrotu od k1 (s kromosomima se ra~una kao s vektorima realnih brojeva). Operator je definiran za slu~aj problema s netrivijalnim ograni~enjima; ako proizvede nemogu}e rje{enje, ponavlja postupak jo{ w puta. Broj w se definira ovisno o izvedbi.





1.8.2 Operatori iz mutacijske grupe


	Puno je rasprava o va`nosti kri`anja i mutacije u djelovanju GA, koliko je svaki od njih potreban, u kojoj mjeri i sli~no. Zasluga mutacije je ta {to osigurava kretanje ka neista`enim podru~jima domene u slu~ajevima kada se ve}ina populacije grupira oko nekog (lokalnog) optimuma. [to su kromosomi sli~niji, manji je relativni u~inak kri`anja, osim za finu konvergenciju. Mutacija je operator u najve}oj mjeri zaslu`an za sposobnost GA da u vi{emodalnoj okolini uspje{no odredi polo`aj globalnog optimuma.





Jednolika mutacija (uniform mutation)


Mutacija ove vrste prisutna je u SGA gdje smo je ve} opisali. Analogno se za prikaz s pomi~nim zarezom definira kao slu~ajna promjena jednog od elemenata kromosoma (elementi su pojedini realni brojevi) u bilo koju slu~ajno odabranu vrijednost unutar odre|enih granica domene. Ako je problem jednodimenzijski, to zna~i mijenjanje vrijednosti broja s pomi~nim zarezom koji ~ini kromosom.





Grani~na mutacija (boundary mutation)


Iz samoga naziva ovog operatora jasan je njegov u~inak: izabrani ~lan populacije (ili jedan od elemenata vektora, za vi{edimenzijski problem) postavlja se slu~ajnim odabirom na gornju ili donju granicu domene. Ovakva vrsta mutacije ima veliku va`nost u slu~ajevima kada je optimum na ili blizu same granice domene; op}a tendencija svih vrsta kri`anja je da rje{enja pomi~u 'prema sredini' podru~ja pretra`ivanja, pa je te{ko do}i do samoga ruba bez ovog operatora. Tako|er je bitan kada su granice podru~ja jako udaljene, pa algoritmu treba vremena da dospije do njih.





Nejednolika mutacija (non-uniform mutation)


Nekoliko ispitivanja ukazalo je na va`nost ovoga operatora. U kasnijim stupnjevima rada GA, kada je ve} (valjda) odre|en polo`aj globalnog optimuma, potrebno je {to preciznije odrediti polo`aj istoga. Nejednolika mutacija ima to svojstvo da, {to je ve}i broj trenutne generacije, to u manjoj mjeri mijenja kromosome koji se mutiraju. [to to zna~i? Na po~etku rada GA nejednolika mutacija se pona{a kao i jednolika mutacija, tj. promijenjeni kromosom mo`e poprimiti sve vrijednosti unutar definiranog podru~ja. Kako proces napreduje, me|utim, promjene su sve manje i manje, tako da se pri kraju rada posti`u znatna pobolj{anja u brzini konvergencije. Stupanj promjene koju ova mutacija vr{i odre|uje se s nekom prikladnom padaju}om funkcijom. Izbor takve funkcije je ve} preop{irna tema za ovo izlaganje; na ovom mjestu samo napomena da programsko okru`enje prilo`eno uz ovaj diplomski rad podr`ava kako i nejednoliku mutaciju, tako i sve genetske operatore navedene u ovom poglavlju.





1.8.3 Primjena genetskih operatora


	Lijepo je imati mo}ne operatore za upotrebu u svakoj situaciji, me|utim ostaje pitanje uskla|ivanja rada vi{e operatora u jednom GA. Uobi~ajeno je da se za svaki operator navede u~estalost njegove primjene u algoritmu, ali odgovaraju}i iznosi tih u~estalosti prepu{teni su jo{ uvijek naho|enju programera. Dobro rje{enje bilo bi razvijanje strategije prilagodbe za njihove vrijednosti koja bi se mogla primijeniti paralelno i neovisno o metodi predlo`enoj u drugom poglavlju. Spomenuta metoda prilagodbe, koja jest tema ovog izlaganja, odre|uje u kojoj se mjeri operatori primjenjuju, dok ostavlja potpunu slobodu glede njihovog izbora. Strategija njihovog odabira bi ve} mogla biti tema nekog budu}eg rada.








1.9 Druge ideje


	Sve dosad izneseno nije niti izdaleka iscrpilo problematiku genetskih algoritama. Slijedi izbor nekih zanimljivih ideja koje su ve} na{le primjenu u razvoju programskih alata osnovanih na genetskim algoritmima.





1.9.1 Elitizam


	Nije rijetka pojava kod GA da najbolji ~lan zadnje generacije u procesu optimiranja bude lo{iji od nekog ~lana koji se pojavio (i nestao) u nekoj od prethodnih generacija. Taj nedostatak se vrlo lako poni{tava primjenom elitizma. Ve} smo vidjeli elitizam na djelu kod eliminacijskog odabira, me|utim se ta ideja mo`e primijeniti na svaki GA. U svakoj se generaciji ozna~i najbolje rje{enje i ono se ne dira sve dok se ne pojavi bolje.


	U generacijskim GA se takvo rje{enje izuzima od svih promjena, ali se kod postojanih algoritama ono mo`e upotrijebiti u kri`anju s drugima i time doprinijeti djelotvornosti algoritma.





1.9.2 Preslikavanje


	Koriste}i proporcionalni odabir mo`emo nai}i na slijede}e probleme: u ranom stupnju rada GA, dok je prosjek dobrote svih rje{enja jo{ nizak, mogu se pojaviti pojedini kromosomi sa relativno velikom dobrotom koji bi u slijede}oj generaciji dobili veliki broj potomaka, {to je glavni uzrok prerane konvergencije algoritma oko nekog lokalnog ekstrema. Drugi problem se javlja kasnije, kada ve}ina rje{enja ima pribli`no jednake vrijednosti dobrote, pa se pribli`no jednaki broj potomaka dodjeljuje svim rje{enjima. Ove probleme u velikoj mjeri rje{avaju poredbena selekcija ili preslikavanje (scaling). Preslikavanje dobrote kromosoma izvodi se na nekoliko na~ina. Linearno preslikavanje mijenja dobrotu po izrazu:





							   � EMBED Equation.2  ���							(2.7)





gdje � EMBED Equation.2  ��� predstavlja originalnu, � EMBED Equation.2  ��� promijenjenu dobrotu, a � EMBED Equation.2  ��� i � EMBED Equation.2  ���su konstante koje se obi~no izra~unavaju u svakoj generaciji tako da je, recimo, najve}a promijenjena dobrota dva ili tri puta ve}a od prosjeka populacije. Konstanta � EMBED Equation.2  ���je potrebna da bi se izbjegle negativne vrijednosti koje se mogu pojaviti kod lo{ijih ~lanova. Osim linearnog, postoje u primjeni jo{ i sigma preslikavanje, potencijsko preslikavanje i dr.





1.9.3 Postupanje s ograni~enjima


	Tretiranje ograni~enja u radu genetskih algoritama je izuzetno op{iran i zahtjevan problem. U najve}em broju slu~ajeva korisnik samo definira gornju i donju granicu za svaku slobodnu varijablu, {to ~ini oblik eksplicitnih ograni~enja. ^esto su problemi, me|utim, dodefinirani s nekoliko implicitnih ograni~enja. Ona mogu biti u obliku nejednad`bi ili jednad`bi i za oba oblika postoje metode razrje{avanja kojima se ovdje ne}emo baviti (~itatelj se upu}uje na izvrsnu knjigu iz literature [2]).


	Dva su op}enita pristupa ograni~enjima. Prvi, jednostavniji ali manje efikasan, je postupak ka`njavanja rje{enja koja u postupku obrade iza|u iz dozvoljenog podru~ja ili po bilo kojem drugom mjerilu postanu neizvediva. Takvim rje{enjima se pri izra~unavanju funkcije cilja na neki na~in smanji dobrota tako da se ne ocjenjuju ravnopravno s ostalima. Ova metoda ima smisla ako je vjerojatnost pojave neizvedivog rje{enja relativno mala i ako takva rje{enja ne dobivaju preveliku dobrotu (~esta je pojava da su nemogu}a rje{enja 'najbolja') i time pokvare cijelu populaciju.


	Ako je vjerojtnost nastajanja nemogu}ih rje{enja velika (ve}a od 20%, recimo) tada se mora pristupiti razrje{avanju nametnutih ograni~enja. Za odre|ene razrede ograni~enja su se u tom podru~ju postigli zna~ajni rezultati, tako da se prvi opisani pristup sve manje koristi.





1.9.4 I jo{ puno toga...


	Ovom pregledu genetskih algoritama nije bio cilj obraditi sve teme vezane uz GA,  ali su opisane njihove bitne osobine dovoljne za razumijevanje potrebe za razvijanjem strategije prilagodbe. Valja napomenuti da postoji puno nezavisnih pravaca u istra`ivanju pove}anja efikasnosti GA, a mnogi od njih bave se temama koje ovdje nisu spomenute:


paralelni GA: odvijanje stupnjeva GA neovisno jedan o drugome (odabir, kri`anje, mutacija),


distribuirani GA: vi{e GA istovremeno, migracija rje{enja me|u populacijama,


GA sa promjenjivom veli~inom populacije,


messy GA: operiranje sa gra|evnim blokovima i shemema (vidi slijede}i odjeljak),


i jo{ puno drugih.








1.10 Teorem sheme


	Usprkos uspje{noj upotrebi genetskih algoritama u velikom broju optimizacijskih problema, napredak na teoretskom polju bio je prili~no spor. Jasna slika o djelovanju GA nije se jo{ pojavila, ali neki radovi Hollanda i Golberga koji }e ovdje biti sa`eto opisani obja{njavaju osnovne mehanizme GA.


	Treba napomenuti i da su ti radovi na~injeni s obzirom na binarni prikaz kromosoma koji je dosada bio najprikladniji za teoretsku obradu, a osim toga nudi i najve}i broj shema po bitu informacije od bilo kojeg drugog oblika kodiranja, o ~emu kasnije.





1.10.1 Shema


	Shema predstavlja podskup svih nizova bitova (svih kromosoma) koji imaju iste bitove na odre|enim mjestima. Na primjer, uz duljinu kromosoma od pet bitova, shema **000 predstavlja sve kromosome sa nulama na zadnja tri mjesta (takvih u ovom primjeru ima ~etiri: 00000, 01000, 10000 i 11000). Jo{ neki primjeri shema su **1**, 00*11, pa i 11111 i ***** itd. Fiksna mjesta u shemi su ona koja imaju jedan ili nulu; broj fiksnih mjesta u shemu definira se kao red sheme. Udaljenost dva najudaljenija fiksna mjesta u shemi naziva se definiraju}a duljina sheme. Tako je definiraju}a duljina sheme **000 jednaka 2, dok je kod sheme **1** jednaka nuli.


	Svaki kromosom predstavljen shemom zove se primjer (instance) sheme; svaki kromosom je ujedno primjer 2n shema, ako je n duljina kromosoma. Budu}i da shema predstavlja vi{e kromosoma, njoj mo`emo pridru`iti srednju dobrotu sheme. Ona je odre|ena srednjom dobrotom svih kromosoma koji su primjer nekoj shemi u trenutnoj generaciji.


	Potragu genetskog algoritma za optimalnim kromosomom mo`emi si predstaviti kao istovremeno natjecanje shema da pove}aju svoju brojnost - broj svojih primjera - u populaciji. Ako optimalni string opi{emo kao nizanje shema sa kratkom definiraju}om duljinom i velikom dobrotom, onda bi pobjednici natjecanja shema mogli oblikovati optimalni niz. Takve sheme sa malom definiraju}om duljinom i relativno velikom dobrotom nazivaju se gra|evni blokovi (building blocks). Tvrdnja da bi se kombiniranjem tih blokova mogla odrediti dobra rje{enja zove se hipoteza gra|evnih blokova.


	Kada uzimamo u obzir u~inke odabira, kri`anja i mutacije na brzinu kojom se broj primjera shema pove}ava iz generacije u generaciju, mo`emo uo~iti da proporcionalni odabir pove}ava ili smanjuje taj broj ovisno o srednjoj dobroti sheme. Ako zanemarimo kri`anje, shema pove}ava svoju brojnost u svakoj generaciji prporcionalno njenoj dobroti. Visoka dobrota nije sama po sebi dovoljna: shema mora imati i {to manju definiraju}u duljinu da bude {to manja vjerojatnost njenog kidanja kri`anjem. Tako }e sheme s velikom dobrotom i malom definiraju}om duljinom pove}avat }e svoju brojnost eksponencijalno s vremenom. Ovo je su{tina teorema sheme (schema teorem) kojega je prvi iznio Holland kao "osnovni teorem genetskih algoritama".


	Teorem sheme se izrazom iskazuje kao:





			� EMBED Equation.2  ���			(2.8)





gdje su


		� EMBED Equation.2  ���	- proje~na dobrota sheme � EMBED Equation.2  ���u generaciji � EMBED Equation.2  ���


		� EMBED Equation.2  ���		- prosje~na dobrota populacije u generaciji � EMBED Equation.2  ���


		� EMBED Equation.2  ���		- vjerojatnost kri`anja


		� EMBED Equation.2  ���		- vjerojatnost mutacije


		� EMBED Equation.2  ���		- definiraju}a duljina sheme


		� EMBED Equation.2  ���		- red sheme � EMBED Equation.2  ���


		� EMBED Equation.2  ���	- o~ekivani broj primjera sheme u generaciji � EMBED Equation.2  ��� 


		� EMBED Equation.2  ���		- duljina kromosoma; broj bitovnih mjesta u nizu





	U gornjoj nejednad`bi faktor � EMBED Equation.2  ��� predstavlja vjerojatnost da se primjer sheme � EMBED Equation.2  ��� pokida u kri`anju, a � EMBED Equation.2  ��� je vjerojatnost da se to dogodi u procesu mutacije.


	GA sla`e gra|evne blokove velikom brzinom. U jednoj generaciji GA obradi onoliko kromosoma kolika je veli~ina populacije, ali istovremeno implicitno ocjenjuje � EMBED Equation.2  ��� shema (P je veli~ina populacije). Ova sposobnost istovremene obrade velikog broja shema naziva se implicitni paralelizam, a poti~e od ~injenice da je svaki kromosom istovremeno primjer 2l  shema. U tome je i korisnost binarnog prikaza: da nudi, kako smo prije spomenuli, najve}i broj shema po bitu informacije.





	Teorem sheme je dosada najefikasniji pristup obja{njavaju rada GA. Problem predstavlja ~injenica da se taj teorem, barem ne u neizmjenjenom obliku, ne mo`e primijeniti na druge oblike GA (koji ipak rade). Jo{ se nismo dovoljno pribli`ili teoretskim osnovama djelovanja GA koje bi nam mo`da mogle pomo}i da izvedbu algoritama znatno pobolj{amo.





�
2. Prilagodljive vjerojatnosti genetskih operatora





	Pretpostavka je da ~itatelj ovoga poglavlja ima osnovna znanja o radu genetskog algoritma. U slijede}im odjeljcima je predstavljena tema ovog diplomskog rada, metode prilagodbe vjerojatnosti genetskih algoritama.


	Za{to se javlja potreba za prilago|avanjem tih vjerojatnosti? Problem postavljanja djelotvornih vrijednosti parametara GA javio se sa prvim primjenama algoritma u optimiranju. Grefenstette je ~ak predlo`io da se za izbor vjerojatnosti kri`anja i mutacije upotrebljava posebni genetski algoritam ~ije bi izvr{avanje teklo paralelno sa glavnim GA koji radi na rje{avanju. Nedostatak tog pristupa je da se ~esto pokazuje nezgrapnim za provedbu na ra~unalu. Jo{ su neki radovi drugih znanstvenika predlagali smjernice za odabir pm  i pc, ali su te smjernice problemski ovisne i neprikladne za op}enitu upotrebu. Dvije metode opisane u ovom poglavlju imaju tu prednost da se na prilago|avanje ne tro{i vi{e vremena nego {to bi potro{io sam GA, te osloba|aju korisnika od zahtjeva za ru~nim postavljanjem tih vrijednosti.


	Za optimiranje vi{emodalnih funkcija, genetski algoritmi trebaju posjedovati dvije va`ne karakteristike. Prva je sposobnost konvergiranja na optimum - lokalni ili globalni - nakon pronala`enja podru~ja u kojemu se isti nalazi. Druga je karakteristika sposobnost da se konstantno istra`uju nova podru~ja problemskog prostora u potrazi za globalnim optimumom. Nije te{ko posti}i samo jednu karakteristiku u isto vrijeme, {to se mo`e lako i zamisliti. Ako na{ GA upotrebljava samo kri`anje, on }e mo}i konvergirati na ekstrem kod koga se trenutno zatekao (misli se na ~lanove populacije). Ako pak imamo samo mutaciju kao jedini genetski operator, GA }e nakon dovoljnog broja generacija vrlo vjerojatno na}i podru~je globalnog optimuma. Strategije prilagodbe tra`e kompromis izme|u ove dvije krajnosti mijenjaju}i pm i pc ovisno o trenutnom stanju genetskog algoritma; za{tititi program od prerane konvergencije ili ga usmjeriti ka dijelu podru~ja pretra`ivanja koje obe}ava.








2.1 Prilagodljivi genetski algoritam (AGA)


	Prilagodljivi genetski algoritam (AGA - Adaptive Genetic Algorithm) bio je predlo`en prije tri godine u [1]. AGA je namijenjen radu u okru`enju generacijskog genetskog algoritma. U ovom odjeljku je izlo`ena obe}avaju}a ideja njegovih autora.


	Da bi se vjerojatnosti kri`anja i mutacije pravovaljano mijenjali potrebno je na neki na~in detektirati trenutno stanje populacije GA, da li konvergira prema nekom optimumu. Na~in koji koristi AGA je promatranje odnosa prosje~ne dobrote � EMBED Equation.2  ��� i dobrote najboljeg ~lana populacije � EMBED Equation.2  ���. Izraz � EMBED Equation.2  ��� }e vjerojatno biti manji za populaciju koja je konvergirala prema optimumu nego za populaciju rasutu u podru~ju rje{enja. Autori su tu osobinu uo~ili u svim pokusima s GA. Vrijednost spomenutog izraza koristi se kao pokazatelj stupnja konvergencije genetskog algoritma, a pm i pc se mijenjaju ovisno o njoj. Cilj je da se pm i pc pove}aju kada GA konvergira ka lokalnom optimumu i obratno.


	To nije sve {to AGA posti`e. Kada, recimo, populacija konvergira ka lokalnom optimumu, pove}ane vjerojatnosti kri`anja i mutacije mogu pokvariti rje{enja bliska optimumu, pa populacija ne bi morala nikada niti dose}i optimum. Zato se za{ti}uju 'dobra' rje{enja u populaciji tako da su pm i pc ni`i za njih a vi{i za lo{ija rje{enja. Dok su dobri kromosomi zaslu`ni za to~niju konvergenciju, lo{iji su zadu`eni za za{titu od zaglavljivanja na lokalnom optimumu. Matemati~ki formulirano, vrijednosti pm i pc bi trebali biti za svakog ~lana populacije izra~unavani kako slijedi:





				� EMBED Equation.2  ����			(2.1)





				� EMBED Equation.2  ���			(2.2)





gdje je � EMBED Equation.2  ��� dobrota kromosoma koji se izabire za mutaciju, a � EMBED Equation.2  ��� dobrota boljega od dva rje{enja odabrana za kri`anje. Primjetimo odmah da su pm i pc jednaki nuli za najbolje rje{enje (dobili smo elitizam, {to i ovdje pokazuje da je to vrijedna ideja), kao i to da je � EMBED Equation.2  ��� za ~lan sa � EMBED Equation.2  ���, a � EMBED Equation.2  ��� za ~lan sa � EMBED Equation.2  ���. Za kromosome sa dobrotom manjom od prosje~ne, vijednosti pm i pc bi mogle postati ve}e od 1.0 . Zato se uvode slijede}a ograni~enja:


� EMBED Equation.2  ���


� EMBED Equation.2  ���





gdje su � EMBED Equation.2  ��� manji ili jednaki 1.0 .


	Kako su izrazi sada postavljeni, najbolje rje{enje se prenosi iz generacije u generaciju nepromijenjeno. Uz mehanizam odabira to mo`e uzrokovati prekomjernu brojnost 'najboljih' rje{enja koja se ne bi uop}e bila obra|ivana. Zato se uvodi 'obavezna' vjerojatnost mutacije od 0.005 za svako rje{enje u AGA.


	Ostaje nam izbor vrijednosti za konstante � EMBED Equation.2  ���. Cilj je djelovanja AGA da sprije~i populaciju da zaglavi na okalnom optimumu, stoga se rje{enja sa dobrotom manjom od � EMBED Equation.2  ��� namjenjuju pretra`ivanju prostora rje{enja u potrazi  za globalnim optimumom. Takva rje{enja trebaju biti sasvim 'potrgana' te se za njih postavlja vrijednost � EMBED Equation.2  ���. Isto mo`emo re}i i za kromosome sa prosje~nom dobrotom, pa se i konstanti � EMBED Equation.2  ��� pridjeljuje vrijednost 0.5; time su definirane konstane vezane uz mutaciju.


	Iz sli~nog zaklju~ivanja postavljaju se konstante � EMBED Equation.2  ��� i � EMBED Equation.2  ��� na vrijednost 1.0. Ovo osigurava da sva rje{enja sa dobrotom jednakom ili manjom od prosje~ne sudjeluju u kri`anju.


	Ovime je u poptunosti opisana strategija prilagodbe AGA. Neki od rezultata ispitivanja djelotvornosti toga pristupa prikazani su za ilustraciju na kraju ~etvrtog poglavlja. Za detaljniju studiju ~itatelj se upu}uje na literaturu [1].








2.2 Strategija prilagodbe operatora uz eliminacijski odabir (EAGA)


	U ovom odjeljku je predstavljena metoda prilagodbe vjerojatnosti genetskih operatora za slu~aj algortima sa eliminacijskim odabirom. Od sada pa nadalje u tekstu je ta ina~ica GA ozna~avana sa EAGA (po uzoru na engleski izraz Elimination Adaptive Genetic Algorithm).


	Ve} smo objasnili {to se nastoji posti}i prilago|avanjem vjerojatnosti operatora: s jedne strane odr`ati raspr{enost populacije koja omogu}ava istra`ivanje obe}avaju}ih podru~ja u domeni, a s druge ne ometati osobinu algoritma da konvergira ka nekom optimumu. Za razliku od generacijskog GA, ovdje se moramo povoditi sasvim druga~ijom logikom. Promotrimo najprije samo kri`anje.


	Op}enito je prihva}ena tvrdnja da je kri`anje puno vi{e zaslu`nije za sposobost konvergiranja nego mutacija, isto kao {to se mutacija dr`i glavnom snagom istra`ivanja u radu GA. Bitna razlika u primjeni kri`anja izme|u generacijskih i postojanih GA je ta da se u potonjima rje{enja ne uni{tavaju kada sudjeluju u kri`anju, tako da logika 'za{tite najboljih' opisana u prethodnom odjeljku ovdje nema previ{e smisla. Naprotiv, ba{ bi bolji ~lanovi populacije trebali ~e{}e biti podvrgnuti kri`anju, uglavnom da omogu}e br`u i to~niju konvergenciju. Kod eliminacijskog odabira ne postoji takav parametar kao {to je vjerojatnost kri`anja, nego se samo odre|uje koliko dio populacije }e biti odstranjen i koliko }e se novih rje{enja morati stvoriti. Mi zato mo`emo utjecati na izbor postoje}ih ~lanova koji }e se kri`ati. Ako pretpostavimo da su nam rje{enja poredana po dobroti, tada bi izbor mogli postaviti ovako:





							� EMBED Equation.2  ���								(2.3)





gdje je � EMBED Equation.2  ���indeks ~lana koji }e sudjelovati u kri`anju (pretpostavka je da najbolji ~lan ima indeks 1 a najlo{iji N), N  veli~ina populacije, � EMBED Equation.2  ��� slu~ajan broj izme|u jedan i nula a � EMBED Equation.2  ��� konstanta ve}a od jedan. Ako je � EMBED Equation.2  ��� jednak nekom broju ve}em od jedan (recimo dva ili tri) onda slu~ajni broj izme|u 1 i N, koji ozna~ava indeks rje{enja, ne}e imati jednoliku raspodjelu nego }e te`i{te biti preba~eno na ni`e indekse - dakle, na bolje ~lanove populacije. Naravno da se dobivena vrijednost zaokru`uje na cijeli broj i da se ne kri`aju dva ista rje{enja (tj. sa jednakim indeksom).


	Zaista, prve ina~ice koje su primjenile ovu ideju osjetno su br`e konvergirale ka optimumu. Me|utim, izvedba je bila vrlo lo{a ako se zapelo u neki lokalni optimum, dakle kod optimiranja vi{emodalnih funkcija, jer su se kri`ali samo vrlo sli~ni ~lanovi nakon {to je GA konvergirao prema optimumu. Trebalo je nekako otkriti u kojem je stanju algoritam i shodno tome promijeniti izbor. Veli~ina � EMBED Equation.2  ��� pokazuje, dodu{e, upravo ono {to mi `elimo, ali je previ{e problemski ovisna: u razli~itim slu~ajevima ona se mo`e promijeniti i za nekoliko redova veli~ine. Ali promotrimo pona{anje izraza





							� EMBED Equation.2  ���						(2.4)





Njegova se vrijednost kre}e uvijek izme|u nula i jedan; {to je populacija jednoli~nija vrijednost je manja, a kod populacije raspr{ene u prostoru domene je bli`a jedinici. Na ovom mjestu treba napomenuti da je kod primjene vrijednosti dobrota ~lanova provedeno linearno preslikavanje (vidi poglavlje 1.9.2!) tako da je dobroti svakog ~lana oduzeta dobrota najlo{ijeg po izrazu:





							� EMBED Equation.2  ���							(2.5)





gdje su � EMBED Equation.2  ��� i � EMBED Equation.2  ��� dobrote rje{enja prije odnosno poslije preslikavanja. Time je postignut pomak kojim je dobrota najlo{ijeg rje{enja postavljena na nulu, a sve ostale su ve}e od nje. To preslikavanje se zapravo provodi samo na dvije veli~ine � EMBED Equation.2  ��� i � EMBED Equation.2  ��� da bi se omjer � EMBED Equation.2  ��� odr`ao izme|u nula i jedan. Dvije krajnje vrijednosti, nula i jedan, ne mogu se po definiciji nikada niti dose}i upravo zbog toga preslikavanja, ali i dalje vrijede tvrdnje o povezanosti toga izraza i trenutnog stanja populacije.


	Evo {to su pokazala iskustva u prou~avanju njegovog pona{anja: kod jednostavnijih problema, s relativno malenim podru~jem domene, vrijednost bi na po~etku bila ve}a od 0.5 (tipi~no 0.6 - 0.8) da bi se s odmicanjem rada GA smanjivala na oko 0.1 - 0.3. S druge strane, kod vi{edimenzijskih problema s vi{e nezavisnih varijabli, njegova vrijednost po~inje vrlo nisko (ispod 0.1) a zatim se mo`e lagano pove}avati do nekih srednjih vrijednosti. I tada su, naravno, mogu}a ponovna opadanja ako populacija konvergira ka nekom optimumu.


	Suo~eni s ovakvim pona{anjem mo`emo se i pokolebati glede upotrebe te vrijednosti; primjetimo, me|utim, da se u izra~unavanju vjerojatnosti kri`anja i mutacije za pojedini ~lan u AGA (pribli`no) pojavljuje inverzija toga izraza. Da bi se korisno upotrijebila njegova vrijednost primjenjuje se tehnika korekcije u svakoj generaciji. Na po~etku rada vrijednost � EMBED Equation.2  ��� se izra~unava i pohranjuje u posebnu stati~ku varijablu. U svakoj se generaciji uspore|uje trenutna vrijednost izraza sa prethodno izra~unatom. Ako je trenutna vrijednost manja od po~etne - {to bi zna~ilo da je populacija jednoli~nija nego prije - prilago|avaju se vjerojatnosti genetskih operatora, a ako se vrijednost pove}ala, onda se stara zamjenjuje novom i ponovno pohranjuje.


	Sada je vrijeme da to primjenimo na operatore. Indeksi rje{enja koja }e sudjelovati u kri`anju izra~unavaju se kao:





							� EMBED Equation.2  ���							(2.6)





gdje je r slu~ajni broj izme|u jedan i nula, a eksponent � EMBED Equation.2  ��� dobiva se prema:





						� EMBED Equation.2  ���						(2.7)





gdje je � EMBED Equation.2  ��� jednako izrazu (2.4) u trenutnoj generaciji, a � EMBED Equation.2  ��� vrijednosti pohranjenoj u stati~koj varijabli. Prije izra~unavanja eksponenta provjerava se da li je � EMBED Equation.2  ��� i zamjenjuje se pohranjena vrijednost. Eksperimenti su pokazali da je pogodan izbor dodjele vrijednosti konstantama 0.0 za � EMBED Equation.2  ��� i 3.0 za � EMBED Equation.2  ���. Na po~etku rada EAGA vrijedi � EMBED Equation.2  ��� i po~etni eksponent jednak je 3, tj. nagla{ava se kri`anje me|u boljim kromosomima. Ako se kasnije vrijednost � EMBED Equation.2  ��� smanji, {to zna~i da je populacija postala jednoli~nija i vjerojatno konvergira ka nekom optimumu, eksponent se smanjuje i izbor rje{enja za kri`anje nije vi{e naklonjen boljima. U 'opasnim' situacijama eksponent postaje i manji od jedan, te se me|u lo{ijim rje{enjima tra`i izlaz iz mogu}eg zaglavljivanja.


	Mutacija se prilago|ava na razli~it na~in: metoda prilagodbe ne pravi razliku me|u ~lanovima populacije (osim {to je najbolji ~lan za{ti}en ako je uklju~en elitizam) nego samo mijenja broj mutacija koje se obavljaju u svakoj generaciji. Ne ra~una se, dakle, vjerojatnost mutacije nego se odmah ra~una koliko puta }emo mutaciju provesti:





							� EMBED Equation.2  ���						(2.8)





gdje � EMBED Equation.2  ��� ozna~ava broj mutacija a N veli~inu populacije. U izvedbi na ra~unalu koja prati ovaj diplomski rad se indeksi ~lanova koji }e se mutirati biraju slu~ajno izme|u jedan i N. Mogu}e je da neko rje{enje i vi{e nego jedanput u jednoj generaciji bude izabrano za mutaciju; to nije nedostatak jer se daje ve}a {ansa pretra`ivanju drugih podru~ja, a ista pojava se mo`e dogoditi i u drugim izvedbama na ra~unalu (ako se vi{e od jednog bita u jednome kromosomu podvrgne mutaciji). Ispitivanja djelotvornosti su pokazala da je dobar izbor za konstantu � EMBED Equation.2  ��� vrijednost 2.0.





	Nakon zavr{enog opisa metode prilagodbe, u idu}em poglavlju su navedne funkcije - optimizacijski problemi koji su upotrebljeni u ispitivanjima djelotvornosti EAGA. 





�
3. Ispitne funkcije





	Pri izboru ispitnih funkcija treba odabrati takav skup koji mo`e simulirati {to vi{e raznolikosti koje se mogu pojaviti u svakodnevnoj primjeni. Slijede}e tri ispitne funkcije i tri te{ko rje{iva (deceptive) problema preneseni su iz literature gdje su kori{teni u iste svrhe, tako da se rezultate ispitivanja, osim ~injenice da nisu u velikom opsegu, mo`e smatrati mjerodavnima.








3.1 ' Sine envelope sine wave' funkcija - f6


	Ovo je funkcija s brzim izmjenama lokanih mimimuma i maksimuma. Simetri~na je s obzirom na ishodi{te sa amplitudama ekstrema koje se pove}avaju kako se pribli`avamo glomalnom optimumu (on se i nalazi u ishodi{tu). Varijable poprimaju vrijednosti iz intervala [-100, 100]. Na slikama 3.1 i 3.2 mo`emo vidjeti izgled funkcije u ~itavom definiranom podru~ju za jednu slobodnu varijablu, kao i uve}ani dio oko samoga optimuma. Prema navodu iz literature tu funkciju }emo kra}e nazivati f6, a izra`ena je kao:


� EMBED Equation.2  ���





�


Slika 3. � SEQ Slika_3. \* ARABIC �1�  Izgled funkcije f6


�


Slika 3. � SEQ Slika_3. \* ARABIC �2�  Uve}ano podru~je oko globalnog optimuma f6





3.2 Funkcija f7


	Ova funkcija je sli~na prethodnoj, ali ima uz globalni optimum vrlo gusto poredane lokalne ekstreme (vidi mjerilo na slici 3.4!). Izraz za tu funkciju je:





� EMBED Equation.2  ���





Varijable se kre}u u opsegu [-100, 100]. Pregledni izgled funkcije odnosno podru~je oko globalnog optimuma za jednodimenzijski slu~aj prikazani su na slikama 3.2 i 3.3 (na slikama je funkcija pomno`ena s -1 jer se u tome obliku optimirala).


�


Slika 3. � SEQ Slika_3. \* ARABIC �3�  Izgled funkcije f7


�


Slika 3. � SEQ Slika_3. \* ARABIC �4�  Uve}ano podru~je oko globalnog optimuma f7





3.3 ' Griewangk' funkcija - f8


	Prema podacima iz literature ovu je funkciju prvi uveo Griewangk. Globalni je minumum tako|er u ishodi{tu, a u okoli{u postoji puno lokalnih minimuma sa vrlo malom razlikom. Definirano podru~je pretra`ivanja je [-600, 600]. Dio funkcije oko globalnog mimimuma prikazan je na slici 3.5. Izraz je:





� EMBED Equation.2  ���


�


Slika 3. � SEQ Slika_3. \* ARABIC �5�  Uve}ano podru~je oko globalnog optimuma f8





3.4 Te{ko rje{ivi problemi


	Te{ko rje{ivi problemi (u engleskoj literaturi deceptive problems, jo{ bez odgovaraju}eg prijevoda) imaju svojstvo 'zavaravanja' genetskog algoritma ili bilo koje druge metode koja se na njih primjenjuje. Jedan od klasi~nih takvih problema za GA ima kao funkciju cilja broj jedinica u kromosomu, a optimum je ipak za kromosom na~injen od samih nula. Izgled takve funkcije prikazan je na slici 3.1.





� EMBED Word.Picture.6  ���


Slika 3. � SEQ Slika_3. \* ARABIC �6�  Izgled funkcije cilja ovisno o broju jedinica





	U ispitivanjima su kori{tena tri te{ko rje{iva problema. Prva funkcija cilja je definirana kao:





� EMBED Equation.2  ���





	� EMBED Equation.2  ��� je cjelobrojna varijabla koja poprima vrijednosti od 0 do 32767, a za prikaz se upotrebljava 15 bita.


	Druga dva problema su na~injena spajanjem 5 i 10 funkcija tre}eg reda. Funkcija za tri bita je definirana u tablici 3.1.





Binarni kod�
Vrijednost funkcije�
�
000�
28�
�
001�
26�
�
010�
22�
�
011�
0�
�
100�
14�
�
101�
0�
�
110�
0�
�
111�
30�
�
Tablica 3. � SEQ Tablica_3. \* ARABIC �1�  Te{ko rje{iv problem za tri bita





	Ukupna vrijednost dobiva se zbrajanjem svih 5 ili 10 podfunkcija, tako da su maksimumi 150 odnosno 300. 








�
4. Eksperimentalni rezultati





	U ovom su poglavlju u tabli~nom obliku izneseni rezultati dobiveni ponovljenim eksperimentiranjem u rje{avanju ispitnih funkcija, koriste}i obi~an genetski algoritam sa eliminacijskim odabirom (GA) i isti sa prilagodljivim pona{anjem genetskih operatora (EAGA). Prije svega su opisane to~ne karakteristike ispitnih algoritama.








4.1 Uvjeti ispitivanja


	U procesu eksperimentiranja kori{tene su dvije verzije genetskog algoritma. U svim ponavljanjima razlika izme|u te dvije verzije bila je samo u (ne)primjeni prilagodljivih vjerojatnosti operatora, dok su sve ostale osobine bile potpuno jednake. Kori{ten je samo po jedan oblik kri`anja i mutacije zato da bi se {to bolje istakle razlike u djelotvornosti jer s pobolj{anim izborom operatora to ne bi bilo tako o~ito. Konkretni parametri su kako slijedi:





binarni prikaz kromosoma


kodiranje vrijednosti na bazi 2 (obi~an binarni kod)


40% populacije se eliminira u postupku odabira (kod generacijskog algoritma to je ekvivalentno vjerojatnosti kri`anja od 0.4)


vjerojatnost mutacije je 0.03 (ovaj parametar nema zna~enje za EAGA)


eliminacijski odabir


jednoliko kri`anje


jednolika mutacija


elitizam (~uvanje najboljeg rje{enja)





	Ostali elementi, kao {to je veli~ina populacije, preciznost, maksimalni broj generacija itd, postavljeni su u skladu sa odre|enom ispitnom funkcijom i navedeni su u rezultatima.


	Va`no je napomenuti da konfiguracije upotrebljene u ispitivanju nisu ni izdaleka najbolje koje bismo mogli izabrati za genetski algoritam; dosta bolji rezultati bi se postigli uporabom, recimo, prikaza s pomi~nom to~kom, raznovrsnijih genetskih operatora opisanih u prvom poglavlju itd. Postavljanje takve 'konfiguracije snova' tako|er je problem za sebe koji izlazi iz okvira ovoga rada. Razlike u kvaliteti koje se `ele naglasiti ne bi tada bile toliko uo~ljive, te je zbog toga izabrana sasvim jednostavna verzija. Ono {to je ovdje bitno je ~injenica da se opisani algoritmi prilagodbe mogu primijeniti na bilo koju varijantu, {to je i bio cilj autoru rada.








4.2 Rezultati za funkciju f6


	Od svih ispitnih funkcija na ovoj je provedeno najvi{e eksperimenata (i utro{eno najvi{e vremena, op. aut.). Vr{ena su ispitivanja za jedno-, dvo- i peterodimenzijski problem sa razli~itim veli~inama populacije. Tok funkcije je ve} opisan u prethodnom poglavlju,  ali sjetit }emo se  da ima  globalni optimum u to~ci x = 0 sa vrijedno{}u  f6(0) = 1, a u okolici puno lokalnih ekstrema sa velikim promjenama gradijenta me|u njima.


	Na ovom mjestu }emo uvesti konvenciju ozna~avanja u tablicama koja }e biti upotrebljavana u cijelom poglavlju. U svakoj tablici ozna~ena su slijede}a polja:





vel_pop		- ozna~ava veli~inu populacije


n_dim			- broj nezavisnih varijabli (dimenzija problema)


GA , EAGA		- uspje{nost algoritma sa fiksnim (GA) odnosno promjenjivim 					(EAGA) vjerojatnostima operatora. Daje se u formatu:


					n / m,


				gjde je n broj puta kada je algoritam zaglavio u lokalni ekstrem 				a m ukupni broj ponavljanja.


dulj_krom		- duljina kromosoma u bitovima


max G			- maksimalni broj generacija


	6. stop_vr			- kriterij zaustavljanja algoritma; kada bilo koji ~lan populacije 					prije|e navedenu vrijednost, postupak se zaustavlja i smatra se 						da je rje{enje prona|eno.





	Vrijednost zaustavljanja nije uvijek jednaka apsolutnom maksimumu, nego je eventualno <1% udaljena od njega. Va`na je ~injenica da je algoritam, dosegav{i tu vrijednost, locirao globalni optimum jer je ta vrijednost ve}a od svih lokalnih optimuma. Konvergencija na to~nu vrijednost je nakon toga stvar vremena - a algoritmi su, u ve}ini slu~ajeva, odmah 'napiknuli' najbolju vrijednost. U daljem tekstu }e u svrhu poredbe za oznaku varijante algoritma biti upotrebljavane kratice GA i EAGA koje se koriste i u tablicama.


	Sada se mo`emo vratiti na rezultate koji su prikazani u tablici 4.1.








vel_pop�
n_dim�
GA�
EAGA�
dulj_krom�
max G�
stop_vr�
�
10�
1�
15 / 50�
1 / 50�
22�
200�
1�
�
30�
1�
1 / 50�
0 / 50�
22�
200�
1�
�
30�
2�
6 / 50�
2 / 50�
44�
300�
0.999�
�
100�
2�
0 / 30�
0 / 30�
44�
200�
0.999�
�
100�
5�
28 / 30�
6 / 30�
110�
500�
0.999�
�
Tablica 4. � SEQ Tablica_4. \* ARABIC �1�  Usporedni rezultati za funkciju f6





	Za jednodimenzijski problem nije bilo smisla uzimati ve}e populacije, a zanimljivo je vidjeti kako se algoritmi pona{aju u spartanskim uvjetima rada. Masnije otisnuti broj pokazuje koliko puta algoritam nije uspio, unutar maksimalnog broja generacija, locirati globalni optimum, te je po`eljno da taj broj bude {to manji. Odvojen kosom crtom vidi se ukupan broj ponavljanja.


	Vidljiva je u svakom slu~aju bolja izvedba prilagodljive varijante, a posebno se to uo~ava u velikoj nemogu}nosti GA da izna|e rje{enje za vi{edimenzijski problem. Pove}avanje broja ~lanova populacije pove}ava, istina, efikasnost oba postupka, ali to pobolj{anje nije u omjeru sa pove}anjem populacije; osim toga, opet bi do{la u pitanje ~itljivost dobivenih rezultata jer razlike ne bi bile tako o~ite. Iz istog razloga, kao i zbog nedostatka procesne mo}i i vremena, nisu se vr{ila ispitivanja na vi{e od pet nezavisnih varijabli.


	Isto tako je zanimljivo i pona{anje algoritama tokom same optimizacije. Kada je rije~ o jednostavnijim problemima, obje verzije konvergiraju pribli`no jednakom brzinom. Me|utim, GA bi ili prona{ao globalni optimum u po~etnih par desetaka iteracija ili ga ne bi na{ao uop}e. EAGA, s druge strane, dosegne lokalni optimum u istom broju slu~ajeva kao i GA, ali se tada u (uglavnom, te uz ne{to truda i vremena) i izvu~e iz njega, dok to GA gotovo nikada ne uspije. Kod slo`enijih problema ta razlika nije toliko izra`ena.








4.3 Rezultati za funkciju f7


	Ova funkcija ima globalni optimum u ishodi{tu sa vrijedno{}u f7 (x) = 1. Obli`nji lokalni ekstremi su postavljeni na manjoj udaljenosti nego u prethodnom slu~aju, tako da je bilo potrebno pove}ati preciznost kromosoma. Ispitivano je na dvo- i peterodimenzionalnoj verziji a rezultati su prikazani u tablici 4.2.








vel_pop�
n_dim�
GA�
EAGA�
dulj_krom�
max G�
stop_vr�
�
30�
2�
2 / 50�
3 / 50�
56�
200�
-0.001�
�
150�
5�
7 / 50�
5 / 50�
140�
500�
-0.001�
�
Tablica 4. � SEQ Tablica_4. \* ARABIC �2�  Usporedni rezultati za funkciju f7





	Od svih ispitnih funkcija, EAGA je ovdje imao najslabiji relativni u~inak - ~ak je bio lo{iji od obi~nog algoritma za slu~aj sa dvije nezavisne varijable. Svi se ovi podaci, dodu{e, moraju uzimati sa rezervom zbog stohasti~nosti samoga procesa. Tek bi se sa vrlo velikim brojem ponavljanja moglo govoriti o nekoj izvjesnosti, ali ostaje ~injenica da su obje varijante pokazale relativno dobre rezultate.


	Uzrok ovoj pojavi mogao bi biti u poja~anom zahtjevu za precizno{}u te konzekventno i ve}om duljinom kromosoma. Tako|er i oblik funkcije u podru~ju koje pretra`uje genetski algoritam mo`e biti takav da kontrolna vrijednost (fmax - favg) / fmax (vidi poglavlje 2!) ne daje pravu sliku rasporeda ~lanova populacije.








4.3 Rezultati za funkciju f8


	Griewangkova funkcija ima svoj globalni optimum u ishodi{tu, a vrijednosti se razlikuju ovisno o broju slobodnih varijabli. Vr{eni su eksperimenti  za jednu, dvije i pet varijabli. Vrijednost zaustavljanja postupka je u sva tri slu~aja bila na samom maksimumu jer je algoritam, ako bi locirao pravi optimum, gotovo odmah konvergirao. Rezultati ispitivanja na ovoj funkciji dani su u tablici 4.3.








vel_pop�
n_dim�
GA�
EAGA�
dulj_krom�
max G�
stop_vr�
�
10�
1�
9 / 50�
0 / 50�
24�
200�
40�
�
30�
2�
6 / 50�
1 / 50�
48�
200�
80�
�
200�
5�
5 / 10�
3 / 10�
120�
500�
640�
�
Tablica 4. � SEQ Tablica_4. \* ARABIC �3�  Usporedni rezultati za funkciju f8





	Najve}a relativna prednost EAGA uo~ava se kod jednodimenzijskog problema i 'topi' se s pove}anjem broja varijabli (tj. pove}anjem duljine kromosoma). To je op}enita tendencija bilo kojeg pobolj{anja GA: {to je problem te`i, obi~no to manje dolazi do izra`aja. Ispitna funkcija pokazala se te{kom za optimiranje za oba algoritma, dijelom i zbog velikog zadanog podru~ja.








4.4 Rezultati za te{ko rje{ive probleme


	Iznena|uju}e dobre razultate potigao je EAGA za ovaj tip problema. Treba, dakako, uzeti u obzir da su primjeri prili~no jednostavni, ali svejedno vrlo ilustrativni. Osim toga je jedan od njih i preuzet iz literature [1] u neizmjenjenom obliku; ~ak je i veli~ina populacije smanjena deset puta. Ova tablica ima umjesto polja vel_pop polje funk koje ozna~ava primjenjenu funkciju. 5*ord 3 i 10*ord 3 ozna~avaju 5 odnosno 10 konkateniranih funkcija tre}eg reda, a 32767 dec drugu definiranu funkciju (vidi prethodno poglavlje!).








vel_pop�
funk�
GA�
EAGA�
dulj_krom�
max G�
stop_vr�
�
30�
32767 dec�
15 / 50�
0 / 50�
15�
200�
32768�
�
10�
5*ord 3�
35 / 50�
0 / 50�
15�
200�
150�
�
30�
10*ord 3�
5 / 50�
1 / 50�
30�
400�
300�
�
Tablica 4. � SEQ Tablica_4. \* ARABIC �4�  Usporedni rezulati za tri te{ko rje{iva problema





	Pri eksperimeniranju je opet bilo lijepo vidljivo pona{anje dvaju algoritama opisano na po~etku ovog poglavlja. GA bi ili na{ao globalni optimum na samome po~etku postupka (~esto ve} u prvoj generaciji) ili bi ga na{ao kasnije (vrlo rijetka pojava) ili ga ne bi na{ao uop}e. Za razliku od toga, EAGA bi, ukoliko ne pogodi najve}u vrijednost u samome po~etku, ipak napipao pravo mjesto u kasnijoj fazi. [to se zapravo doga|a? Ako globalni optimum nije lociran na po~etku populacija se `eli grupirati 'na suprotnom kraju' gjde je vu~e nagib funkcije. Tada se s jedne strane pove}ava broj mutacija koje raspr{uju rje{enja, a s druge se izbor ~lanova za kri`anje prebacuje na one lo{ije ili barem se jednoliko raspore|uje. Kao {to se vidi iz tablice, EAGA je imao vrlo dobre rezultate - autor ovoga rada nije o~ekivao da }e se ova metoda prilagodbe pokazati toliko dobrom ba{ u tom podru~ju.


	Za ve}e vrijednosti veli~ine populacije, {to nije prikazano u tablici, oba bi algoritma postizala globalni optimum s vrlo velikom sigurno{}u. Zanimljivo je spomenuti da se upotrebom grani~ne mutacije (vidi poglavlje 2!)  odmah dolazi do globalnog optimuma. Druk~ija je situacija ako isti nije smje{ten na kraju ve} negdje unutar zadanog podru~ja, no tada je i ve}a vjerojatnost da }e algoritam na}i optimalno rje{enje.








4.5 Primjeri rezultata za AGA


	Na ovom mjestu }emo, nakon {to smo uveli konvenciju ozna~avanja tablica, pokazati i dio rezultata iz ispitivanja AGA iz literature. Ovo nije dio ispitivanja proveden za ovaj diplomski rad, ve} samo slikovit prikaz ispitivanja iste vrste iz literature.








vel_pop�
funk�
SGA�
AGA�
dulj_krom�
max G�
stop_vr�
�
100�
neural_net�
18 / 30�
0 / 30�
200�
500�
0.999�
�
100�
f6: 2_dim�
23 / 30�
6 / 30�
44�
200�
0.999�
�
100�
f7: 2_dim�
21 / 30�
5 / 30�
44�
500�
0.995�
�
100�
5*ord3�
8 / 30�
9 / 30�
15�
200�
150�
�
Tablica 4. � SEQ Tablica_4. \* ARABIC �5�  Neka ispitivanja djelotvornosti AGA





	Oznaka neural_net  predstavlja funkciju iz optimiranja neuronskih mre`a, f6: 2_dim i f7: 2_dim ozna~avaju funkcije koje su i ovdje kori{tene pod istim imenima ali samo za dvodimenzionalnu ina~icu. 5*ord3 je poptuno istovjetna te{ko rje{ivoj funkciji iz prethodne tablice. Mo`emo uo~iti da je prosje~na kvaliteta izvedbi SGA i AGA, koji su oba iz grupe generacijskih genetskih algoritama, op}enito lo{ija od postojanih. Istina, pored funkcija navedenih u tablici ispitivane su jo{ neke na kojima je AGA postigao odli~an uspjeh, barem relativno u odnosu na SGA.





�
5. Zaklju~ak





	Pojaviv{i se u ranim sedamdesetima, genetski algoritmi su tek nedavno zadobili zamjetnu popularnost kao sna`ne metode optimiranja i pretra`ivanja op}e namjene. Neuspjeh tradicionalnih optimizacijskih tehnika u pretra`ivanju slo`enih i nepreglednih podru~ja punih vi{emodalnosti i netrivijalnih ograni~enja poja~ao je zanimanje za alternative pristupe. Genetski algoritmi su posebno privla~ni zbog svoje upotrebe kri`anja za izmjenu informacija izme|u postoje}ih rje{enja da bi se prona{la bolja. Ipak i izme|u samih GA postoje znatne razlike u zamisli, izvedbi i rezultatima koje daju. U zadnje vrijeme svjedoci smo pojavljivanja novih ideja koje iskora~uju iz okvira klasi~nih definicija GA; metode prilagodbe vjerojatnosti genetskih operatora su jedne od njih.


	U ovom radu provedena su ispitivanja na nekoliko problema u kojima smo usporedili u~inak klasi~nog i prilagodljivog pristupa. Cilj je bio odr`ati kompromis izme|u dva svojstva GA koja se dr`e (u literaturi) izrazito va`nima za pronala`enje rje{enja u vi{emodalnim podru~jima. To su svojstva konvergiranja ka optimumu, {to klasi~ne metode rje{avanja ~ine bez problema, i pronala`enja pravoga me|u ~itavim mno{tvom. Uo~ena je va`nost izraza � EMBED Equation.2  ��� ~ijom se interpretacijom mo`e zaklju~iti mnogo o prirodi trenutnog stanja populacije i iskori{teno to svojstvo za oblikovanje strategija prilagodbe. Za ilustraciju, na slikama 5.1 i 5.2 dani su tokovi rada postojanog GA i istog uz prilagodbu operatora, gdje se lijepo mo`e vidjeti odnos izme|u dvije promatrane veli~ine: dobrote najboljeg ~lana populacije i srednje dobrote populacije.








� EMBED MSGraph  ���


Slika 5. � SEQ Slika_5. \* ARABIC �1�  Pra}enje najbolje i srednje vrijednosti za GA





	Iz prikaza rada ina~ica uo~avamo neke razlike: srednja se vrijednost kod GA penje ne{to sporije i dr`i se bli`e maksimumu. Kod EAGA je taj rast br`i, srednja vrijednost je ni`a i puno vi{e varira. Varijacije nastaju zbog naglog mijenjanja vjerojatnosti operatora {to 'rastjeruje'  populaciju po problemskom prostoru i kao posljedicu smanjuje srednju vrijednost. 





� EMBED MSGraph  ���


Slika 5. � SEQ Slika_5. \* ARABIC �2�  Pra}enje najbolje i srednje vrijednosti za EAGA





	Rezultati ispitivanja pokazuju prili~no pobolj{anje u svim slu~ajevima optimizacije. Naravno, te su funkcije tek zagrizle u problematiku s kakvom se suo~avaju GA u 'stvarnom `ivotu', ali daju prili~no dobru sliku kada je u pitanju usporedba metoda. Zanimljivo je promotriti djelotvornost s obzirom na dimenzionalnost problema, tj. duljinu kromosoma u populaciji. Na slici 5.3 prikazane su srednje vrijednosti postotaka neuspjeha obi~nog GA i prilagodbenog EAGA. U kategoriju 0 - 40 bita uvr{tavani su rezultati za jednodimenzijske probleme, u kategoriju 40 - 80 za dvodimenzijske i u posljednju za peterodimenzijske.





� EMBED MSGraph  ���


Slika 3. � SEQ Slika_3. \* ARABIC �7�  Postotne vrijednosti neuspjeha GA i EAGA





	Kod EAGA se mo`e primjetiti (i u rezultatima u tablicama) postojan pad djelotvornosti sa pove}anjem duljine kromosoma. Ovo, dodu{e, ne mora biti stalna te`nja za jo{ ve}e duljine kromosoma, niti se to ispoljava jednako za sve probleme. U~inak GA je bio op}enito lo{iji, a ovisnost o duljini kromosoma nije tako o~ita. Ipak, iz iskustva znamo da u~inak GA tako|er opada sa pove}anjem podru~ja pretra`ivanja, a veliki je dobitak postignut ako je to smanjenje usporeno.


	Cilj ovoga rada i mnogih drugih je, kako je ve} spomenuto, pove}anje mjere u kojoj se mo`emo osloniti na rad genetskih algoritama i razvijanje prilagodljivih samostalnih GA koji bi bili laki za upotrebu od strane bilo kojega korisnika. Napori na ovom i na teoretskom podru~ju najavljuju sve ve}e i ve}e kori{tenje genetskih algoritama, kao i drugih 'alternativnih' metoda, i polako odmi~u te metode od alternativnosti do na{e, in`injerske, svakodnevice. Neophodni su na sada{njem stupnju radovi koji }e istra`ivati {to vi{e mogu}ih smjerova, bilo dobrih, bilo lo{ih, da bi se iz njih na kraju izdvojili oni koji }e donijeti najvi{e dobiti - ne{to kao pronala`enje globalnog optimuma u moru rje{enja. Nadam se da i ovaj rad ~ini jednog ~lana te velike populacije.


�
Dodatak: programska podr{ka





	Ispitivanja djelotvornosti EAGA strategije i usporedbe sa klasi~nim metodama vr{ene su pomo}u programa napisanog za ovaj diplomski rad. Rad je napisan u programskom jeziku C++, uz kori{tenje nekih prednosti objektno orjentiranog programiranja. Program je gra|en u dvije razine:





unutarnja razina - definirana je klasa GA s kojom saobra}a ostatak programa. Unutar te klase se izvode sve ina~ice GA obra|ene u ovom radu.


korisni~ka razina - okolina programa koja povezuje klasu GA sa korisnikom.





	Korisni~ka razina je do sada razvijena samo do vrlo spartanske okoline i jo{ je u razvoju, budu}i se ovaj program namjerava koristiti i kasnije. Usprkos tome, unutarnja razina izgra|ena je u obliku modula koji se vrlo lako mo`e ugraditi u svako okru`enje. To i jest ustaljena praksa u razvoju ovakvih alata u znanstvene svrhe. Programska podr{ka posjeduje slijede}e osobine:





binarni prikaz i prikaz s pomi~nim zarezom. Za potonji se koristi double tip podatka u C-u. Planirana je i podr{ka prikaza kromosoma kao niza cjelobrojnih vrijednosti.


strategija prilagodbe vjerojatnosti operatora podr`ane su AGA i EAGA ina~ica. Naravno, postoji i opcija fiksnih vjerojatnosti koju koristi obi~ni GA.


tri vrste odabira: tehnika kota~a ruleta i metoda stohasti~kog ostatka (za generacijske genetske algoritme) i eliminacijski odabir (za postojane GA).


dvije vrste kri`anja za binarni prikaz: jednoliko i s jednom to~kom prekida.


tri vrste kri`anja za prikaz s pomi~nim zarezom: jednostavno, aritmeti~ko i heuristi~ko kri`anje (vidi poglavlje 1!).


dvije vrste mutacije za binarni prikaz: jednolika i grani~na. U izradi je i nejednolika mutacija za taj prikaz.


tri vrste mutacije za prikaz s pomi~nim zarezom: jednolika, grani~na i nejednolika mutacija.


dva kriterija zaustavljanja: nakon odre|enog broja generacija, nakon postignute vrijednosti funkcije cilja ili kombinacija ova dva.


elitizam kao opcija, preciznost prikaza itd.





	Kôd programa je izda{no komentiran da bi se omogu}ilo eventualnom korisniku da sam dodaje ili izmjenjuje neke osobine. U ovom poglavlju se ukratko obja{njava struktura i rukovanje unutarnjom razinom programa.


	Program saobra}a sa klasom GA postavljaju}i vrijednosti (mnogih) parametara prije po~etka rada genetskog algoritma. Ti se parametri dohva}aju kao varijable dostupne vanjskoj okolini (public deklaracija), a nakon njihovog definiranja potrebno je i inicijalizirati populaciju. Parametri su:





double* fit_fun		- pokaziva~ na funkciju cilja tipa double. U funkciju se kao parametar prenosi  pokaziva~ na kromosom. Pokaziva~ je tipa void zbog razli~itih prikaza, a pokazuje na dekodiranu vrijednost (ili vektor) kromosoma preslikanu u problemsku domenu.


double precision	- parametar koji definira preciznost u problemskom podru~ju. Za prikaz sa pomi~nom to~kom ova vrijednost nema smisla.


int encoding		- varijabla kojom se odabire prikaz; BINARY i FL_POINT su dozvoljene vrijednosti (simboli~ke konstante).


int N			- ukupan broj rje{enja u populaciji. Dopu{tene vrijednosti su izme|u nula i 1000.


double bound[LO ili UP][<dimenzija>] - polje veli~ine 2 * dimenzija problema kojima se definiraju eksplicitna ograni~enja varijabli.


int dimension	- odre|uje broj slobodnih varijabli. Maksimalni broj je 32.


int selection_type	- varijabla koja odre|uje tip odabira. Vrijednosti su R_WHEEL (metoda kota~a ruleta), ST_REMAINDER (metoda stohasti~kog ostatka) i ELIMINATION (eliminacijski odabir).


int c_poss[]		- polje dimenzije 8 kojim se odre|uju u~estalosti raznih tipova operatora. U polje se za svaki operator upisuje vjerojatnost njegove primjene ili omjer tih vjerojatnosti ako primjenjujemo vi{e operatora. Kao indeks ~lana polja upisujemo simboli~ke konstante koje ozna~avaju vrstu operatora. Definirane konstante za kri`anje su: ONE_POINT (s jednom to~kom prekida) i UNIFORM (jednoliko) za binarni prikaz te SIMPLE (jednostavno), ARITHM (aritmeti~ko) i HEURISTIC (heuristi~ko) za prikaz s pomi~nim zarezom. Na primjer, `elimo li upotrebljavati samo jednoliko kri`anje, napisat }emo:												c_poss[UNIFORM]=1;     					  gdje smo umjesto broja jedan mogli upisati bilo koju cjelobrojnu konstantu - svi drugi elementi polja su nula pa bi se jednoliko kri`anje izvodilo s vjerojatno{}u 100%. Ako `elimo da se u dvije tre}ine slu~ajeva izvodi jednoliko a u tre}ini slu~ajeva kri`anje s jednom to~kom prekida, napisat }emo:											c_poss[UNIFORM]=2;											c_poss[ONE_POINT]=1;			 	    Umjesto brojeva 2 i 1 mogli smo staviti bilo koja dva u istom omjeru i dobili bi jednaku u~estalost. Isto tako mo`emo kombinirati i vi{e vrsta kri`anja i odre|ivati njihovu u~estalost jednostavnim postavljanjem omjera.


int m_poss[]	- za ovo polje vrijedi isto razmatranje kao i za prethodno, uz maksimalni broj razli~itih operatora mutacije od 8. Samo }emo navesti simboli~ke konstante koje su ovdje UNIFORM (jednolika), NON_UNIFORM (nejednolika) i BOUNDARY (grani~na) za oba prikaza.


double Pc		- vjerojatnost kri`anja. U eliminacijskom odabiru ovaj se parametar koristi da ozna~i koji dio populacije se odbacuje pri odabiru.


double Pm		- vjerojatnost mutacije. Za EAGA parametar koji se ne uzima o obzir.


int method		- u ovu se varijablu upisuje `eljena metoda prilagodbe. Vrijednosti su FIXED (bez prilagodbe), AGA i EAGA (vidi poglavlje 3!).


int elitism		- varijabla-prekida~ kojom se uklju~uje ili isklju~uje elitizam. Vrijednosti su YES ili NO.


int gen_num		- broj generacija. Taj broj ne odre|uje automatski da }e se GA izvr{vati to~no toliki broj generacija! Vi{e o tome u opisu poziva glavne funkcije klase.


int stop_crit		- parametar za odabiranje vrste criterija zaustavljanja. Mogu}e vrijednosti su GENERATION ili VALUE. 


double stop_value - vrijednost funkcije cilja; algoritam }e stati ako najbolje rje{enje dostigne ili prekora~i tu vrijednost i samo ako je pri tome stop_crit=VALUE.





	Nakon postavljanja vrijednosti svim (potrebnim) parametrima, populacija se mora stvoriti - zauzeti memorija, odrediti po~etne vrijednosti itd. To se izvodi pozivom funkcije Initialize(void), koja se mora pozvati prije svakog po~etka rada GA. Za pokretanje rada koristi se funkcija Go(int num). Sada je vrijeme da definiramo kriterije zaustavljanja i objasnimo parametar num.


	Ako je stop_crit= GENERATION, kriterij zaustavljanja je zadovoljen nakon pre|enog gen_num broja generacija. Ako je stop_crit= VALUE, kriterij zaustavljanja je zadovoljen nakon {to najbolji ~lan populacije dosegne ili prekora~i vrijednost stop_value. Ali zadovoljen kriterij zaustavljanja jo{ ne zna~i da }e se GA zaustaviti, jer ako je parametar num u pozivu funkcije Go :


jednak nuli ili nije postavljen, GA }e raditi dok se na zadovolji kriterij zaustavljanja,


ve}i od nule, tada }e GA raditi to~no num generacija (neovisno o kriteriju zaustavljanja!),


manji od nule, GA }e se zaustaviti ili kada broj generacija prije|e apsolutnu vrijednost num ili kad se zadovolji kriterij zaustavljanja.


	Mo`da }e nekome ovakvo ure|enje izgledati na prvi pogled dosta smu{eno, ali pokazalo se u (vlastitom)  iskustvu da je vrlo djelotvorno i sa`eto.


	Program po definiciji tra`i maksimum funkcije cilja; minimum se mo`e prona}i mno`enjem funkcije sa -1.





	Detaljnije informacije, kod programa i izvr{na verzija mogu se na}i u prilogu ovoga rada (disketa).
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