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Uvod

U današnje vrijeme semafori su neophodni za normalno funkcioniranje cestovnog prometa. Uz sigurnosne namjene, svrha semafora je ujedno i organizacija i povećanje protočnosti u prometu. No, svi mi svakodnevno možemo primjetiti nesavršenosti rada semafora na raznim mjestima. Semafore susrećemo gotovo u svim gradovima te su oni dio svačije svakodnevice. Danas je vrijeme najvrijedniji resurs i gdje god se okrenemo sve ljudske aktivnosti optimiziraju se u cilju bolje iskorištenosti vremena. Logično je da istu stvar pokušamo napraviti i u prometu jer nema beskorisnije potrošenog vremena od nepotrebnog čekanja na semaforu. Kada bismo provodili anketu među građanima o njihovom zadovoljstvu regulacijom prometa u svim gradskim četvrtima vjerojatno bismo dobili zanimljive, možda i konstruktivne, ali često kontradiktorne komentare. Idealna situacija u prometu bila bi kada bi se u navedenoj anketi svi ljudi izjasnili zadovoljnima, tada daljnje dorađivanje više ne bi imalo smisla jer bi bilo kakvom promjenom riskirali narušavanje „idile“. Naravno, nigdje se nećemo susresti sa ovako idealnom situacijom pa je sljedeća najbolja stvar postići jedan respektabilan udio zadovoljnih sudionika u prometu. No, kako to postići? I kako biti siguran u trenutnu kvalitetu prometa?
Ovaj rad nudi novi pogled na problem optimizacije prometa i ideje na koji način promijeniti postojeći sustav kako bi se izbjegle nepogodnosti za širu populaciju.
Uvod u genetske algoritme
Čovjek je oduvijek pokušavao koristiti prirodu za svoju dobrobit te imitirati prirodna rješenja za neke probleme. Ništa drukčije nije ni u moderno vrijeme računala. Konkretan primjer su upravo genetski algoritmi koji u cilju rješavanja zadanog problema koriste metode prirodne evolucije. Jednostavnije rečeno, loša rješenja evoluiraju u bolja. Na koji način se to događa? Imamo jedan problem i mnogo potencijalnih rješenja za taj problem. Kada bismo ovdje primijenili evolucijski model, potencijalna rješenja predstavljala bi jedinke u populaciji (skupu rješenja). Prvi i glavni uvjet je da svako od ponuđenih rješenja moramo biti u mogućnosti opisati nekom mjerom kvalitete. Tu mjeru kvalitete nazivamo dobrota jedinke i ona označava koliko je generirano rješenje učinkovito (uspješno) u rješavanju problema. Dobrota jedinke može imati proizvoljan raspon, od nečega što će opisivati apsolutno beskorisno i neučinkovito rješenje do nečega što će opisivati idealno i savršeno učinkovito rješenje. Uzimamo u obzir da gornja granica dobrote u nekim slučajevima ne mora ni postojati ili ne mora biti poznato postoji li ili ne postoji. Slijedno tome, prirodnim zakonima evolucije, rješenja koja su loša (jedinke nezadovoljavajuće dobrote)  trebaju “izumirati” a dobra rješenja trebaju se dalje “razmnožavati” i stvarati nove “generacije” populacije. Uz ovakve prirodne zakone ostaje nam nadati se da će priroda učiniti svoje te da ćemo nakon mnogih izmjenjenih “generacija” imati skup relativno kvalitetnih rješenja koje možemo praktično koristiti. Spomenuo sam već mnoge analogije sa prirodom: “izumirati”, “razmnožavati”, “generacije”. Ovi pojmovi su navedeni radi intuitivnog shvaćanja same biti genetskog algoritma. U konkretnoj implementaciji ovi pojmovi će uistinu morati biti preciznije definirani i samo o programeru ovisi kako će programski definirati svaki od ovih pojmova (i još neke). Svaki pokušaj definiranja genetskog algoritma zahtjeva razrađeniji opis svih potrebnih elemenata [1]:
1. Funkcija cilja, funkcija dobrote (fitness function)

2. Prikaz rješenja

3. Početno generiranje rješenja


4. Postupak odabira (selekcije)

5. Genetski operatori: križanje i mutacija

6. Uvjet zaustavljanja

7. Izbor parametara GA 
Funkcija cilja (funkcija dobrote) je funkcija koja svakoj jedinki pridaje neku vrijednost dobrote jedinke koja govori o tome koliko je jedinka „blizu“ optimalnog rješenja koje se traži.
Prikaz rješenja zahtjeva da imamo uniformni prikaz svakog od mogućih rješenja.
Početno generirana rješenja najčešće su slučajno izabrana rješenja. No, problem kod takvih rješenja je njihova (najčešće) potpuna neuporabljivost. 
Odabir (selekcija) jedan je od najvažnijih pojmova u genetskom algoritmu. U ovom segmentu računalo donosi odluke na koji način će eliminirati loša rješenja odnosno propagirati dobra. Osnovna ideja je da svaka jedinka ima određenu vjerojatnost preživljavanja koja je (manje ili više) proporcionalna s dobrotom jedinke. Pri odabiru jedinki za eliminaciju deterministički postupci pokazali su se neučinkovitim. Umjesto toga koriste se stohastičke metode sa neravnomjernom raspodijelom vjerojatnosti preživljavanja. Veličina populacije (ukupan broj trenutno „živih“ rješenja) u većini implementacija je fiksan broj. 
Vrste odabira su generacijski (generational) i eliminacijski (steady-state). Generacijski odabir stvara novu populaciju od kopija nekih jedinki iz stare populacije, dok eliminacijski odabir eliminira neke jedinke te na njihovo mjesto dovodi nove jedinke. U obje vrste odabira potrebno je definirati metodu izbora određene jedinke iz (pod)skupa jedinki na temelju njihove dobrote – taj postupak obavlja se uporabom nekog operatora odabira. Operator odabira možemo definirati na mnogo načina no postoje neki modeli koji se koriste češće od ostalih:

· Generacijski jednostavni odabir (roulette wheel selection)

· Eliminacijski jednostavni odabir

· Turnirski odabir (tournament selection)
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Generacijski jednostavni odabir (roulette wheel selection) je odabir generacijskog tipa kod kojeg je vjerojatnost odabira neke jedinke u novu generaciju proporcionalna dobroti te jedinke. Skalarne vrijednosti dobrota svih jedinki naslažemo jednu do druge kao da ih slažemo na brojevni pravac te dobijemo nešto poput sljepljene trake koja predstavlja ukupnu vrijednost svih dobrota jedinki. Zatim slučajnim odabirom biramo točke na toj traci (brojevnom pravcu). Svaku točku koju smo odabrali nalazi se u segmentu trake koji označava dobrotu neke jedinke i upravo ta jedinka će biti odabrana za novu generaciju. Nedostaci ovakvog odabira su u tome što dobrotu jedinke ograničavamo na pozitivne vrijednosti. Također može se primjetiti da ako imamo jedinku koja je znatno bolja od ostalih velika je vjerojatnost da će u novoj generaciji biti puno kopija upravo te jedinke što će rezultirati monotonošću nove generacije i zagušenjem populacije. [1]
Eliminacijski jednostavni odabir je eliminacijskog tipa a po principu rada isti je kao i generacijski jednostavni odabir. Razlika je u tome što vjerojatnost odabira jednike koju ćemo eliminirati ovisi proporcionalno o nekvaliteti jedinke. Nekvaliteta jedinke je novi pojam koji uvodimo prirodno kao neku vrstu negacije dobrote jedinke. Ako jedinka ima veliku dobrotu onda ima malu nekvalitetu, i obratno. 
Turnirski odabir može biti generacijskog ili eliminacijskog tipa no preporučuje se eliminacijski tip. Generacijski tip: iz populacije slučajno odabiremo k jedinki od kojih odabiremo najbolju i prenosimo ju u novu generaciju. Eliminacijski tip: iz populacija odabiremo k jedinki od kojih odabiremo najlošiju i eliminiramo je. Na njeno mjesto dolazi nova jedinka dobivena genetskim operatorima. [1] 
Turnirski odabir posjeduje svojstvo elitizma [1], što znači da će u svakom odabiru nove generacije sadržavati kopiju najbolje jedinke iz prijašnje generacije.
Genetski operatori su također veoma važni elementi genetskih algoritama. To su križanje i mutacija. [1] Ovi operatori predstavljaju jedino sredstvo unošenja noviteta u populaciju. Operacije koje rade ovi operatori su zapravo stohastičke prirode te nema garancija hoće li promjena biti korisna ili štetna za dobrotu nove jedinke. 

Mutacija je unarni operator odnosno događa se na jednoj izoliranoj jedinki. Stvara novu jedinku koja je kopija neke već postojeće jedinke iz populacije te izmjeni neki njezin slučajno odabrani dio. [1]
Križanje je binarni operator. To znači da stvara novu jedinku uz pomoć dvije već postojeće jedinke iz populacije na način da neke dijelove jedinke kopira od prve, a neke dijelove od druge jedinke i tako stvori neku vrstu mješanca ili hibrida dviju odabranih jedinki. [1]
Uvjeti zaustavljanja mogu biti neki od ovih [1]:
· broj generacija

· broj evaluacija funkcije cilja

· dosignuta je vrijednost funkcije cilja

· broj generacija bez poboljšanja

· vremensko ograničenje

Parametri genetskih algoritama su [1]:
· veličina populacije (20 - 500)

· postotak eliminacije (0.2 – 0.8)

· veličina turnira

· vjerojatnost križanja/mutacije
Implementacija genetskih algoritama na rad semafora
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 Ako bismo razmišljali kako podesiti semafore s ciljem da oni najbolje služe svojoj svrsi, vjerojatno bismo krenuli od nekih jednostavnih ideja. Isprva, svaki semafor bi bio postavljen na spajanju ili na presjecištu više prometnica. Svaki smjer kretanja tog raskrižja semafor bi tretirao jednako i propuštao bi automobile naizmjenično u svim smjerovima jednako dugačkim vremenskim intervalima. Naravno, ubrzo bi uočili da takav način rada nije dovoljno učinkovit za dobrobit svih sudionika prometa. Naime, nemamo garanciju da su sve ceste raskrižja jednako prometno opterećene te se može dogoditi da semafor predugo dozvoljava kretanje rutom koju nitko ne koristi, a samim time blokira kretanje puno frekventnijom prometnom rutom. Nakon ovog pokušaja primjećujemo da bi semafore trebali nekako prilagoditi tako da se poveća njihova učinkovitost. Kako bismo to postigli, krećemo od samih korjena problema. Svrha prometnica (a time i semafora) je da osigura što većem broju automobila što brži put od mjesta polazišta do cilja. Prema ovoj definiciji vidimo da je opisani prvi pokušaj ostvarenja semafora imao očitih mana. Svo vrijeme dok bi svi auti na semaforu stajali direktno je štetilo učinkovitosti našeg semafora. 
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Ipak, u implementaciji genetskih algoritama na problem optimizacije rada semafora poslužit ću se pojednostavljenim modelom. Mreža prometnica je skup okomitih ulica pa uzoru na Las Vegas i sastojati će se od dva međusobno okomita niza ulica. Pokušaji optimiziranja rada semafora bit će orijentirani na vremensko razdoblje jednog cijelog dana (24h).
Također, za potrebe ovog modela duljina ulica nije poznata pa stoga nije ni bitna i automobili ne zauzimaju fizički prostor. 

Svako raskrižje u modelu označit ću jednim zamjenskim semaforom koji će imati funkcionalnosti proizvoljnog broja stvarnih semafora potrebnih za regluaciju tog raskrižja. Zamjenski semafor uvijek radi po istom principu, ciklički će ponavljati isti rad. Taj rad sastojat će se od paljenja i gašenja svjetala svih semafora na križanju tako da dozvoljeni smjerovi kretanja budu redom: Smjer 1 [image: image1.png]


, Smjer 2 [image: image2.png]


, Smjer 3 [image: image3.png]


, Smjer 4 [image: image4.png]


. 
Ipak, načini rada semafora mogu varirati u toj mjeri koliko mogu i omjeri vremenskih trajanja svakog od ova 4 stanja.
Na primjer, semafor s1 radi u načinu rada: 20-10-50-40. To može predstavljati  da je semafor s1 u vremenskom trajanju od 4 minute u stanju propustiti 20 automobila u smjerovima [image: image5.png]


, 10 automobila u smjerovima [image: image6.png]


, 50 automobila u smjerovima [image: image7.png]


 te 40 automobila u smjerovima [image: image8.png]


. Radi pojednostavljenja implementacije, način rada semafora (t1, t2, t3, t4) ograničiti će se tako da t1+t2+t3+t4 uvijek bude jednak 120. Uređenu četvorku p=(t1, t2, t3, t4) nazvat ću „propusnost semafora“ i ona će biti podložna varijacijama uzrokovanih genetskim operatorima.
Naznačene su i rute kojima se auti kreću.

Rute su fiksne za određeno doba dana stoga je logično da i svi semafori rade u istom načinu rada (imaju istu propusnost) za isto doba dana. Jedan dan možemo podijeliti po više različitih kriterija. U ovom jednostavnom modelu dan će biti podijeljen na: noć (0h-6h), jutro (6h-12h), dan(12h-18h), večer(18h-24h). U ovakvom modelu, naša jedinka sastojat će se od 16 semafora (isto toliko uređenih četvorki koje označavaju propusnost pojedinog semafora) za svako doba dana. Efektivno, informacija koju će sadržavati jedna jedinka je 4*16*(t1, t2, t3, t4).
U opisivanju ovog problema i pokušaju primjene genetskih algoritama moramo definirati neke osnovne elemente.

Potrebno je definirati funkciju cilja, odnosno način određivanja dobrote jedinke. Dobrotu jedinke možemo određivati na više načina. 

Želimo odrediti koliko je trenutna propusnost semafora dobra. U smjeru 1 auti prolaze frekvencijom f1, u smjeru 2 frekvencijom f2, u smjeru 3 frekvencijom f3 a smjeru 4 frekvencijom f4. Frekvencije fi su brojevi automobila koji prođu smjerom (i) u jednom satu. U informaciji p = (t1, t2, t3, t4), ti označava broj automobila koje semafor može propustiti u vremenskom intervalu od 4 minute, stoga ih u jednom satu može propustiti t(i)*15. Činjenica da t(i)*15 veći od f(i) ne znači da svi auti u smjeru (i) bez zaustavljanja prolaze kroz semafor. No, što je veća razlika između propusnosti semafora i frekvencije prometa automobili će morati kraće čekati. Za rad semafora najbolje je da omjeri propusnosti i inteziteta prometa budu što ujednačeniji za sve smjerove. Potrebno je matematičkom formulom odrediti mjeru koliko su ti omjeri ujednačeni. Za elemente kojima zbroj mora biti fiksan (t1 + t2 + t3 + t4 = 120) suma kvadrata elemenata postiže najveću vrijednost ako su elementi što ujednačeniji. Ako za neki semafor k nađemo parametar xk = [image: image10.png]


 tada lako uočavamo da rastom x-a, raste i kvaliteta rada semafora. Kad pozbrajamo x-eve za svako doba dana i za sve semafore u modelu dobivamo [image: image12.png]f=27" %,



. To je funkcija dobrote jedinke.
	noć

	p1
	p2
	p3
	p4

	p5
	p6
	p7
	p8

	p9
	p10
	p11
	p12

	p13
	p14
	p15
	p16

	jutro

	p17
	p18
	p19
	p20

	p21
	p22
	p23
	p24

	p25
	p26
	p27
	p28

	p29
	p30
	p31
	p32

	dan

	p33
	p34
	p35
	p36

	p37
	p38
	p39
	p40

	p41
	p42
	p43
	p44

	p45
	p46
	p47
	p48

	večer

	p49
	p50
	p51
	p52

	p53
	p54
	p55
	p56

	p57
	p58
	p59
	p60

	p61
	p62
	p63
	p64


Prikaz rješenja (tj. cjelokupni prikaz jedinke) daje informaciju o radu svakog semafora u modelu od 4x4 ulice za svaki dio dana.

Za cijelu trenutnu populaciju sa N jedinki bilo bi potrebno ispisati N ovakvih tablica.
Početno rješenje biti će „neutralno“ odnosno sve ćelije biti će popunjene vrijednostima pi=(30-30-30-30). 

Budući da ne znamo unaprijed raspone vrijednosti za funkciju dobrote, za postupke selekcije nije uputno odabirati jednostavne odabire. Za postupak selekcije odabrat ću turnirski odabir eliminacijskog tipa.
Definiranje genetskih operatora zahtjeva malo više pozornosti. Genetski operatori  koji se mogu koristiti u ovakvom modelu su mutacija i križanje. Jedinka nad kojom operatori djeluju ima „genotip“, odnosno neku vrstu zapisa svih svojih karakteristika, koji sadrži informacije u formatu gore navedenih tablica. 
Mutacija se dogodi na sljedeći način. Za slučajno odabranu ćeliju tablice neke jedinke napravimo promjenu na jedan od načina: 

· jedan od elemenata u ćeliji povećamo za 3 a ostala 3 svakog smanjimo za 1 (mutacija povećanja)
· jedan od elemenata u ćeliji smanjimo za 3 a ostala 3 svakog povećamo za 1 (mutacija smanjenja)
To će osigurati da zbroj elemenata u ćeliji ostane isti. Elemente koje ćemo smanjiti/povećati odabiremo slučajnim odabirom.
Primjera radi, nad jednikom inicijalne populacije kroz niz generacija dogodio se određeni broj mutacija i jedan segment te jedinke („noćni“) izgleda ovako:

	noć

	(29-29-33-29)1
	(30-30-30-30)2
	(30-30-30-30)3
	(31-31-31-27)4

	(30-30-30-30)5
	(30-30-30-30)6
	(26-34-30-30)7
	(30-30-30-30)8

	(30-30-30-30)9
	(36-28-28-28)10
	(30-30-30-30)11
	(32-28-28-32)12

	(30-30-30-30)13
	(29-33-29-29)14
	(30-30-30-30)15
	(30-30-30-30)16



Ovakav segment dobiven je nakon jedne mutacije povećanja nad propusnostima  1 i 14, dvije mutacije povećanja nad propusnostima 10 i 12, jedne mutacije povećanja i jedne mutacije smanjenja nad propusnosti 7 i jedne mutacije smanjenja nad propusnost 4.

Križanje se događa na sljedeći način. Odaberemo dvije jedinke za križanje i nazovemo ih jedinka A i jedinka B. Zatim odaberemo slučajan cijeli broj z od 1 do 64 i z slučajnih cijelih brojeva iz skupa [1, 64] takvih da se ne ponavljaju isti brojevi te ih stavimo u skup A a sve brojeve koje nismo odabrali iz skupa [1, 64] stavimo u skup B. Stvorimo novu jedinku koja će imati „genotip“ tablicu u kojoj će ćelije pod rednim brojevima iz skupa A biti identične korespondirajućim ćelijama jedinke A. Preostale ćelije biti će ćelije pod rednim brojevima iz skupa B. One će biti identične odgovarajućim ćelijama jedinke B.
Primjerice:

	Jedinka A

noć

p1
p2
p3
p4
p5
p6
p7
p8
p9
p10
p11
p12
p13
p14
p15
p16
jutro

p17
p18
p19
p20
p21
p22
p23
p24
p25
p26
p27
p28
p29
p30
p31
p32
dan

p33
p34
p35
p36
p37
p38
p39
p40
p41
p42
p43
p44
p45
p46
p47
p48
večer

p49
p50
p51
p52
p53
p54
p55
p56
p57
p58
p59
p60
p61
p62
p63
p64

	Jedinka B

noć

p1

p2
p3
p4
p5
p6
p7
p8
p9
p10
p11
p12
p13
p14
p15
p16
jutro

p17

p18
p19
p20
p21

p22
p23
p24
p25
p26
p27
p28
p29
p30
p31
p32
dan

p33

p34
p35
p36
p37
p38
p39
p40
p41
p42
p43
p44
p45
p46
p47
p48
večer

p49

p50
p51
p52
p53
p54
p55
p56
p57
p58
p59
p60
p61
p62
p63
p64

	Nova Jedinka

noć

p1

p2
p3
p4
p5
p6
p7
p8
p9
p10
p11
p12
p13
p14
p15
p16
jutro

p17

p18
p19
p20
p21

p22
p23
p24
p25
p26
p27
p28
p29
p30
p31
p32
dan

p33

p34
p35
p36
p37
p38
p39
p40
p41
p42
p43
p44
p45
p46
p47
p48
večer

p49
p50
p51
p52
p53
p54
p55
p56
p57
p58
p59
p60
p61
p62
p63
p64



Nova jedinka preuzima karakteristike obaju svojih „roditelja“. Efektivno, ovakvo križanje imati će učinak da će neki semafori raditi po principu rješenja A a neki po principu rješenja B. Dobrota nove jedinke može drastično varirati od dobroti jedinki roditelja zato jer ona ovisi o segmentima koji su kopirani od kojeg roditelja. Ako nove jedinka naslijedi loše segmente prvog roditelja i loše segmente drugog, za očekivati je da će ta jedinka biti lošija od obaju roditelja. Ako, pak, naslijedi dobre segmente od jednog i od drugog roditelja, nova jedinka po dobroti može značajno odskakati od svojih roditelja.
Ovako definiran genetski algoritam će iz generacije u generaciju mijenjati populaciju jedinki i stvarati sve bolja rješenja. No, koliko je generacija potrebno da bi se dobila zadovoljavajuća rješenja? To, naravno, zavisi i o tome što smatramo pod „zadovoljavajuće“. No, kada bismo znali sve parametre, mogli bi smo ugrubo procijeniti očekivani broj generacija potrebnih da se dođe do rješenja bliskog idealnom. Taj broj će, naime, ovisiti o mnogim parametrima genetskog algoritma, u prvom redu o veličini populacije.
Uvijet zaustavljanja rada genetskog algoritma biti će neki unaprijed zadani broj generacija koje algoritam treba dosegnuti.
Za parametre genetskog algoritma definiramo da je veličina populacije 100 jedinki, postotak eliminacije pri izmjeni generacija 0,5, veličina turnira kod provođenja selekcije biti će k=5. Kad pokušavamo nadomjestiti jedinke koje su eliminirane u postupku selekcije moramo stvoriti novu jedinku pomoću genetskih operatora. Koji operator odabrati? To ponovno prepuštamo slučaju. Vjerojatnost križanja je 0,5 i vjerojatnost mutacije je 0,5.

Sada možemo reći da je genetski algoritam u potpunosti definiran. Ako želimo zadati problem koji želimo riješiti, moramo zadati intenzitet prometa na pojedinim ulicama za svako doba dana. 

Na primjer, za jutro automobili se kreću ovim rutama i frekvencijama:

[image: image16.png]


Iz slike vidimo da će vrijediti f1a + f1b = f1. Ako pogledamo semafor s6, vidimo da kroz njega prolaze dvije rute: smjer 1 – frekvencijom f2 i smjer 3 – frekvencijom f3. Zadamo li egzaktne vrijednosti za frekvencije: 
f1 = 140;
f1a = 90;

f1b = 50;

f2 = 100;

f3 = 50;

Nakon niza generacija uzmemo neku jedinku iz populacije i gledamo segment jutarnjeg rada. Taj segment vjerojatno bi sličio nečemu ovakvom:

	jutro

	(22-3-88-7)1
	(17-11-92-0)2
	(30-37-34-19)3
	(14-25-75-6)4

	(40-1-68-11)5
	(47-9-44-20)6
	(72-4-7-37)7
	(60-10-35-15)8

	(9-33-69-9)9
	(61-15-30-14)10
	(83-20-8-9)11
	(4-91-3-22)12

	(28-7-81-4)13
	(4-28-4-84)14
	(69-14-8-29)15
	(34-29-33-24)16


U tablici su obojane propusnosti za smjerove za koje su zadane frekvencije pomoću gore navedenih ruta. Frekvencije za neobojane smjerove razmatraju se kao da su jednake 0. Lako se primjeti da su obojane vrijednosti veće od neobojanih i to je upravo pokazatelj da je ovo rješenje bolje od početnog. No, jednako tako vidimo da nije idealno. Daljnjim radom genetskog algoritma jedinke populacije bi se izmjenjivale i učinkovitost rješenja bi postajala sve bolja. Može se primjetiti da su se mutacije dogodile i na semaforima na kojima nema prometa. Te mutacije nemaju niti pozitivnog niti negativnog učinka jer ne utječu na vrijednost dobrote jedinke, no zbog stohastičke prirode rada genetskog algoritma takve mutacije su moguće.
Zaključak
Ovakav genetski algoritam dao bi rezultate za vrlo pojednostavljenu formulaciju izvornog problema. U stvarnom svijetu ovakav algoritam ne bi bio primjenjiv gotovo nigdje. Stoga bi bilo zanimljivo osvrnuti se i pogledati koje segmente bi bilo moguće detaljnije razraditi tako da model bude primjenjiviji za stvarne situacije. U prvom redu model bi bio modificiran tako da uzima u obzir duljine ulica, širinu ulica (broj prometnih traka), veličinu automobila te stvarnu brzinu automobila. Propusnost pojedinog semafora trebalo bi redefinirati tako da se iz toga podatka može iščitati stvarno paljenje i gašenje semafora u vremenu, te na temelju tih informacija preciznije odrediti intenzitet prometa u ovisnosti o vremenu. U naprednijim pokušajima rad semafora mogao bi se usmjeriti i tako da regulira promet na temelju dinamičkih parametara protočnosti pojedinih ulica (gužve, zastoji).
Optimiziranje rada semafora genetskim algoritmom u svakom bi slučaju rezultiralo boljom protočnosti prometa. Kao je već spomenuto, vrijeme je najvrijedniji resurs, a kvalitetniji promet znači uštedu vremena za sve.
Literatura
[1] Doc. dr. sc. Domagoj Jakobović, „GA Predavanje“, 24. 4. 2007., „Genetski algoritmi - predavanje“, http://www.fer.hr/_download/repository/GApredavanje.pdf, 7. 5. 2009.
8

