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Uvod
Genetski algoritmi oponašaju mehanizme evolucije u prirodi. Skup rješenja nekog problema opisan je kao skup jedinki koje se selekcijom odabiru, križaju i stvaraju novu generaciju populacije. Baš kao i u prirodi, bolje jedinke imaju veću šansu za „preživljavanje“ i prenošenje genetskog materijala sljedećoj generaciji. U konačnici, nakon nekog broja generacija, imati ćemo rješenja koja su bolja od početnih.
Kompresija podataka je proces smanjivanja potrebnog fizičkog prostora za pohranu podataka. Koriste se određene metode kojima se uočavaju pravilnosti i ponavljanja unutar podataka i na taj način smanjuje količina podataka smanjenjem redundancije informacija prilikom pohrane. Kod nekih podataka prihvatljivo je prilikom kompresije izgubiti određen dio informacija u svrhu pretvorbe podataka u oblik kojim se može postići veća kompresija. Ova se metoda najčešće primjenjuje kod kaotičnih podataka, u kojima nema mnogo pravilnosti, a takvi podaci su npr. slike ili zvuk.

Ovaj seminarski rad nastoji kombinirati dvije navedene tehnike, tj. prikazati primjenu genetskih algoritama u kompresiji podataka. Kako bi rezultati i tijek genetskog algoritma bili što uočljiviji, naglasak je stavljen na kompresiju slika u kojoj se toleriraju određeni gubitci izvornih podataka.
Objašnjenja potrebnih pojmova

1.1 Genetski algoritam
Genetski algoritmi dio su evolucijskih algoritama.
Evolucijski algoritmi (engl. evolutionary algorithms, evolutionary computing) su postupci optimiranja, učenja i modeliranja koji se temelje na mehanizmu evolucije u prirodi. Evolucijske algoritme se prema implementacijama dijeli na nekoliko tipova:
1 Genetski algoritmi

2 Evolucijsko programiranje

3 Evolucijska strategija

4 Genetsko programiranje

5 Klasifikacijski sustavi
[image: image1.emf]

Slika 1.1.1 Podjela inteligentnih algoritama [2]
Šezdesetih godina su nezavisno razvijena tri od navedeih: evolucijsko programiranje (engl. Evoutionary programming, EP) koje su razvili L. J. Fogel, Owens, i Walsh (1966.), evolucijske strategije (engl. Evolution strategies, ES) koje su razvili Rechenberg (1973.) i Schwfel (1977.) i genetski algoritmi (engl. Genetic algorithms, GA) koje je razvio J.H. Holland (1975.). Katkad se kao posebne inačice navode genetsko programiranje (engl. Genetic programming, GP) koje je razvio Koza (1980.) i klasifikacijski sustavi (engl. Classifier systems, CS) koje je razvio J.H. Holland (1975.). Evolucijski algoritmi spadaju u šire područje znanosti o spoznaji (engl. cognitive science), a u uže područje inteligentnih algoritama (engl. computational intelligence), kako je to prikazano na Slici 2.1.1.
Genetski algoritam najpopularnija je vrsta evolucijskih algoritama. To je heuristička metoda optimiranja koja oponaša prirodni evolucijski proces, te ga primjenjuje u traženju optimalnog
 rješenja zadanog problema.
Vratimo se na trenutak na evoluciju živih bića u prirodi: u nekoj populaciji jedinki održali su se oni geni koji su odgovorni za neke pozitivne osobine. To je posljedica toga što su ti geni omogućavali lakše preživljavanje, a time i veću vjerojatnost parenja i prijenosa istoga genetskog materijala na potomstvo. 

Holland je na sličan način definirao genetski algoritam. On započinje generiranjem početne populacije jedinki koje posjeduju slučajno generirana svojstva. Za svaku jedinku možemo procijeniti koliko su njena svojstva „poželjna“. Prema toj procjeni biraju se najbolje jedinke i operatorima križanja prenosi se genetski materijal na sljedeću generaciju. Genetski algoritmi su iterativni i generiraju nove generacije jedinki sve dok nije zadovoljen neki od traženih uvjeta.
Prije inicijalizacije genetskog algoritma potrebno je definirati dvije stvari: način na koji će se prikazivati rješenja i funkciju cilja. 

1.1.1 Način prikazivanja rješenja
Svaka jedinka predstavlja jedno rješenje. Rješenja se najčešće prikazuju nizom bitova i binarnim brojevima. Na isti način se mogu koristiti i druge, složenije strukture poput matrica ili stabala. Glavna prednost takvog prikaza je u tome što se njegovi dijelovi zbog fiksne veličine mogu lako poravnati i uskladiti što omogućuje jednostavnu operaciju križanja. Mogu se koristiti i nizovi različite duljine, ali se tada križanje uvelike komplicira.
Kod prikaza rješenja često se koriste pojmovi iz genetike: kromosom, gen, genotip, fenotip, lokus, alel. Genotip (kromosom) je niz vrijednosti koji predstavlja rješenje. Gen je jedna od vrijednosti iz niza na određenoj poziciji, njen položaj u genotipu naziva se lokus, a njena vrijednost alel. Fenotip je rezultat međusobnog djelovanja nasljeđa (genotipa) i vanjskih čimbenika. [2] U kontekstu GA fenotip predstavlja funkcija cilja.
1.1.2 Funkcija cilja
Spomenuta procjena kvalitete jedinke vrši se funkcijom cilja (engl. fitness function). Ona na odgovarajući način predstavlja ključ selekcije (tj. problem koji se rješava) i mjeri kvalitetu (dobrotu) pojedinog rješenja. Uvjek ovisi o problemu koji se rješava. 
1.1.3 Generiranje početne populacije
Na početku se slučajnim odabirom stvara početna populacija potencijalnih rješenja.  Veličina te populacije ovisi o prirodi problema i obično sadrži nekoliko stotina ili tisuća rješenja. Početna se populacija najčešće stvara slučajnim odabirom rješenja iz domene. Međutim, moguće ju je generirati i uniformno ili usaditi (engl. seed) početno rješenje u područja u kojima će se vjerojatno nalaziti optimalna rješenja (ako je to već dobiveno nekom drugom optimizacijskom metodom). Uniformno generiranje početne populacije nije preporučljivo jer su tada sve jedinke iste pa genetski algoritam u početku nije učinkovit. 
1.1.4 Selekcija
Tijekom generiranja svake sljedeće generacije bira se određen broj postojećih rješenja. Ona se biraju ovisno o funkciji cilja: za bolja rješenja (sa većom dobrotom) postoji veća šansa da će biti odabrana. Neke metode selekcije ocjenjuju dobrotu svih rješenja, ali pošto taj proces uzima jako puno vremena, većina ih ipak ocjenjuje samo slučajno odabrani uzorak jedinki. Za većinu metoda karakteristično je da uzimaju mali dio lošijih rješenja za generiranje sljedeće generacije. Takvo ponašanje pomaže algoritmu da zadrži raznolikost rješenja, tj. sprječava preranu konvergenciju prema lošim rješenjima. Da bi se osiguralo da svaka sljedeća generacija bude bolja ili jednaka prošloj, jedan dio najboljih jedinki iz stare generacije može se prenijeti u novu. Ova pojava se naziva elitizam (engl. elitism).
1.1.5 Operatori
Sljedeći korak je generiranje sljedeće populacije rješenja, a to se postiže preko genetskih operatora rekombinacije i mutacije. Za svako sljedeće rješenje koje će se proizvesti, od postojećih se rješenja bira par rješenja roditelja za križanje. Na taj način nastaje novo rješenje koje obično sadrži mnoge karakteristike koje su mu sadržavali i roditelji. Za svako dijete se biraju novi roditelji, a proces se nastavlja dok ne nastane nova populacija rješenja prikladne veličine. Na taj način nastaje sljedeća generacija rješenja koja je drukčija od početne generacije. Ona obično ima veći stupanj dobrote od početne generacije, jer su za razmnožavanje većinom birana rješenja sa visokim stupnjem dobrote. Ovakav se postupak ponavlja dok se ne zadovolji kriterij završetka evolucijskog procesa.
1.1.6  Pseudo kod genetskog algoritma
Konačno, genetski algoritam možemo ukratko predstaviti sljedećim pseudo kodom:
Genetski algoritam
{
t = 0;
generiraj početnu populaciju potencijalnih rješenja P(0);
sve dok nije zadovoljen uvjet završetka evolucijskog procesa
{
t = t + 1;
selektiraj P’(t) iz P(t-1);
križaj jedinke iz P’(t) i djecu spremi u P(t);
mutiraj jedinke iz P(t);
}
ispiši rješenje;
}
Kompresija slika Genetskim algoritmima
1.2 Razni pristupi kompresiji slika 
Više je načina na koji je moguće postići kompresiju slika. Prije svega potrebno je razlikovati dvije vrste kompresije:
· loseless (kompresija pri kojoj se ne gube izvorni podaci o slici)

· lossy (kompresija pri kojoj se neki od izvornih podataka o slici gube)

Razmotrit ćemo ukratko neke od lossy metoda:

1. smanjenje broja boja u slici – rezultira gubitkom kvalitete slike, ali slika s manjim brojem boja će biti manje veličine
2. kodiranje pretvorbom – slika se promatra kao diskretan slignal i transformira se iz vremenske u frekvencijsku domenu uz određen gubitak podataka. U tom obliku podaci su pogodniji za kompresiju. Najčešće se koristi trasformacija kao DCT (engl. discrete cosine transform) slična Fourierovoj transformaciji ili transformaciji valićima
3. kompresija fraktalima – oslanja se na sličnost različitih dijelova slike. Fraktalni algoritmi konvertiraju te dijelove tj. geometrijske likove u matematičke podatke zvane „fractal codes” koji se koristie da bi se rekonstruirala slika. Ovaj oblik kompresije se razlikuje od kompresija na bazi piksela
, jer se pikseli ne spremaju, i slika jednom ovako kompresirana postaje neovisna o rezoluciji.
1.3 Raspoređivanje objekata u razrede (clustering, vector quantization)

Raspoređivanje objekata u razrede (engl. custering, cluster analysis)  predstavlja particioniranje skupa objekata u podskupove ili grupe (engl. cluster), tako da objekti podskupa dijele neko zajedničko obilježje. Cilj tog algoritma je svrstati objekte s sličnim osobinama u istu grupu. „Sličnost” objekata se određuje nekom funkcijom (npr. za particioniranje skupa točaka u ravnini mogla bi za funkciju uzeti udaljenost dvije točke). Što je vrijednost funkcije za dva objekta manja, oni su sličniji i veća je vjerojatnost da će biti smješteni u isti razred. 

Centar (engl. centroid) razreda srednja je vrijednost svih objekata u razredu.
1.4 Kompresija slika  analizom vrijednosti piksela
Svaki piksel slike predstavljen je nizom bitova koji opisuju boju piksela. Ako su nam poznate dimenzije slike, dovoljno je imati vrijednosti koje predstavljaju boje piksela kako bismo rekonstruirali sliku. Na primjer, jedna od shema u kojoj se spremaju informacije o boji je RGB, pri čemu 3 bajta predstavljaju količinu crvene, zelene i plave boje u pikselu.
Lossy kompresija postiže se tako da se pikseli sa sličnim bojama metodom clusteringa svrstavaju u razrede. Za svrstavanje u razrede moguće je koristiti npr. K-MEANS algoritam ili genetski algoritam.
Nakon što su svi objekti (informacije o pikselima) svrstani u razrede, za svaki razred je poznat centar za koji se obično uzima srednja vrijednost svih objekata razreda. Ako zamijenimo vrijednosti boja za sve piksele dobivenim centrima (prema pripadnosti odgovarajućem razredu) imat ćemo vrijednosti boja koliko ima razreda u koje su raspoređeni pikseli prema sličnosti. Sada je moguće spremiti informacije o pikselima (tj. o boji svakog piksela) u manje bitova budući da imamo manje boja u slici. Dakako, ovo smanjuje vjernost slike, jer se odbacuju neke od izvornih informacija.
1.5 Kompresija slike pomoću valića
Druga metoda lossy kompresije postiže se tako da se vrijednosti piksela slike promatraju kao signal. Taj „signal” se transformira jednom od transformacija sličnih Fourijerovoj transformaciji. Transformacijom dobivamo reprezentaciju signala u frekvencijskoj domeni. Od dobivenih koeficijenata oni koji reprezentiraju frekvenciju čiji se detalji smatraju dovoljno malim da se mogu zanemariti postavljaju se na nulu. (engl. thresholding) Što je više koeficijenata s vrijednošću nula, može se postići veća kompresija. 
Nakon rekonstrukcije slike, pogreška se mjeri razlikom energija originalnog signala i rekonstruiranog signala.

Pogodne transformacije koje se mogu koristiti su npr: DCT, DFT  ...

Kod transformiranja slika se obično dijeli u blokove veličine 8x8 ili 16x16 piksela, i oni se zasebno transformiraju, ne uzimajući u obzir informacije iz susjednih blokova. Pri većim razinama kompresije to može izazvati artefakte u obliku obrisa blokova na rezultantnoj slici.
Bolja rješenja od transformacija sličnih Fourierovim daju valići.Valići su matematičke funkcije koje slično Fourierovim transformacijama, pretvaraju signal u niz frekvencijskih komponenti. One nisu periodične kao npr. sinusi i kosinusi i lokalizirane su u prostoru. Njihova prednost pred tradicionalnim Fourierovim metodama analize je u predstavljanju signala koji sadrže diskontinuitete i „oštre” rubove. Neki od valića imaju fraktalnu strukturu. (slika 3.4.1) 
[image: image2.jpg]



Slika 3.4.1 Primjer funkcije valića s fraktalnom strukturom [9]
Kod transformacije valićima u obzir se uzima cijela slika odjednom. Time se postiže vjernija reprezentacije slike pri višim razinama kompresije.
Genetskim algoritmom moguće je tražiti optimalni valić kojim će se vršiti transformacija, pri čemu se za funkciju dobrote uzima fukcija koja uspoređuje energije izvornog i transformiranog signala. (manja razlika energija = bolja reprezentacija izvorne slike)
Ukratko, kompresija se može opisati sljedećim koracima:

1. Digitalizacija izvorone slike u signal s, koji je niz brojeva

2. Dekompozicija signala u slijed koeficijenata transformacije w
3. Postavljanje koeficijenata koji predstavljaju zanemarive detalje na nulu (slijed w’)

4. Slijed w’ se kvantizira u slijed q.

5. Entropijskim kodiranjem (npr. Huffmanovim) se q kompresira u slijed e.

1.6 Kompresija slike pomoću fraktala
Kompresija slika fraktalima koristi svojstvo da određeni dijelovi slika nalikuju drugim dijelovima iste slike. Fraktalni algoritmi (engl. fractal algorithms) pretvaraju te dijelove ili preciznije, geometrijske oblike u matematičke podatke zvane „fraktalni kodovi“ (engl. fractal codes). Oni se koriste kako bi se rekonstruirala početna slika. 

Fraktalna kompresija se razlikuje od kompresija baziranim na pikselima kao što su npr. JPEG, GIF ili MPEG jer se prilikom nje ne spremaju vrijednosti piksela (boje u pikselima). Jednom kada je slika pretvorena u fraktalne kodove, postaje neovisna o rezoluciji.
Ostvarenje algoritma za kompresiju slika

1.7 Opis algoritma

Opisat ćemo algoritam za lossy kompresiju slika na temelju analize piksela. Algoritam nakon učitavanja slike dobavlja njenu uređenu reprezentaciju. Uređena reprezentacija je niz objekata, u našem slučaju piksela slike, poredanih nekim redoslijedom (pri čemu se početna pozicija svakog piksela u slici pamti). Nakon toga se vrši raspoređivanje uređene reprezentacije u razrede, kodiranje dobivenih novih vrijednosti piksela entropijskim kodiranjem i spremanje slike.

Kako ćemo vršiti raspoređivanje u razrede? Za primjer uzmimo da imamo šest objekata koji su poredani redoslijedom: (2 3 5 1 6 4). Pretpostavimo da će permutacija koja vodi do optimalnog rješenja biti ona u kojoj su slični objekti blizu jedni drugih. (definirat ćemo funkciju udaljenosti objekata) U ovom slučaju particioniranja N objekata u M razreda uzmimo da je (O1, O2, ..., ON) jedna permutacija N objekata. Onda se svaki razred sastoji od objekata na nekom intervalu (Oi, Oi+1, ..., Oj) gdje je 1 <= i, j <= N. 
S tim ograničenjem, broj mogućih različitih razreda je:
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Genetski algoritam tražit će permutaciju objekata u kojoj su međusobne udaljenosti između objekata što manje. Svaka jedinka predstavljat će jedno rješenje tj. jednu permutaciju piksela slike. Svaki piksel slike bit će predstavljen jednim genom u genotipu jedinke. Važno je primjetiti da je duljina genotipa jedinke jednaka broju piksela slike, i da je svaki piksel predstavljen različitim genom. Alel svakog gena sadržavat će poziciju piksela u slici i njegovu vrijednost.
Nakon dobivanja permutacije piksela primjenit ćemo jedan od algoritama particioniranja (bit će opisani kasnije) na dobivenu permutaciju. Nove vrijednosti piksela unutar razreda postaju vrijednosti centra razreda. Vrijednost centra razreda jednaka je aritmetičkoj sredini vrijednosti svih piksela u razredu. Na taj način broj različitih vrijednosti boja piksela je smanjen na M (broj razreda). 
Huffmanovim entropijskim kodiranjem dobivenih novih vrijednosti piksela postiže se kompresija.
Pseudo kod algoritma:

1. Učitaj sliku

2. Generiraj početnu populaciju različito poredanih uređenih reprezentacija slike

3. Genetskim algoritmom dobavi optimalnu uređenu reprezentaciju

4. Rasporedi u razrede
5. Spremi sliku koristeći centre razreda kao nove vrijednosti pomoću entropijskog kodiranja
1.8 Ocjenjivanje dobrote

Ako imamo poredanu reprezentaciju slike koja sadrži N elemenata i svaki od elemenata sadrži p bajtova 
(p = broj bajtova kojim se predstavlja svaki piksel tj. element). Funkciju kojom bi se vršilo particioniranje u razrede (tj. ocjenjivala sličnost elemenata) možemo definirati na sljedeći način:
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	(4.2.2)


gdje je X poredan skup elemenata (piksela), xi je jedan od elemenata iz skupa, a xi,j je jedan od bajtova piksela, a dist funkcija koja određuje „udaljenost” tj. različitost vrijednosti dvaju piksela pohranjenih u p bajtova.
Ono što želimo je minimizirati F, sumu udaljenosti svih elemenata od elemenata koji slijede iza njih. Da bismo to postigli genetskim algoritmom potrebna nam je funkcija cilja. Funkciju cilja izvodimo iz F i potrebno ju je odabrati tako da postoji dovoljna razlika između dobrih i loših rješenja, kako bi se osiguralo da postoji dovoljna vjerojatnost odabira dobrih rješenja. Odabiremo sljedeću transformaciju funkcije F:
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Gdje Cmax 
predstavlja vrijednost najgoreg rješenja populacije. Cmax se računa na sljedeći način:
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gdje je maksimalna udaljenost dva piksela
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kako je svaki xi,j 
bajt vrijedi
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funkcija cilja je
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Problem koji se javlja je da je zbog velike vrijednosti Cmax dobrota svih rješenja približno jednaka. Problem rješavamo tako da skaliramo dobivenu funkciju:
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Konstante a i b određujemo iz sljedećih uvjeta: 
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dobivamo vrijednosti a i b:
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1.9 Generiranje početne populacije

Potrebno je generirati početnu populaciju uređenih reprezentacija slike, tj. lista koje predstavljaju različite permutacije piksela slike. 

Za prvi objekt u poretku uzima se nasumično jedan od piksela slike. Za svaki sljedeći objekt odabire se onaj koji ima najmanju udaljenost od prethodnog (udaljenost između objekata dana je već definiranom funkcijom dist) iz k objekata koji još nisu dodani u listu. Parametar k se zadaje prilikom generiranja populacije.
1.10 Selekcija i generiranje nove populacije
Vjerojatnost odabira jedinke Xi za križanje je dana s:
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Xi predstavlja jedno od rješenja iz populacije, P je veličina populacije, a f(Xi) je funkcija cilja. Iz populacije se odabiru 2 po 2 jedinke te se one križaju jednim od operatora križanja i tako stvaraju novu populaciju potomaka.

1.11 Elitizam

Elitizmom se određuje koliko će se jedinki prenijeti iz stare populacije i populacije potomaka u novu populaciju. Prenose se jedinke s najboljom dobrotom.Ostatak nove populacije uzima se nasumično iz populacije potomaka. Ako je vrijednost parametra nula, nova populacija biti će odabrana u potpunosti nasumičnim odabirom iz populacije potomaka, a ako je vrijednost parametra jednaka veličini populacije, za sve jedinke nove populacije biti će uzete jedinke iz stare populacije i populacije potomaka s najboljom dobrotom.
1.12 Križanje

1.12.1 Operator križanja 1

Označimo s Xt skup objekata koji se particioniraju. To su svi objekti koji se pojavljuju kao vrjednosti gena u genotipu svake jedinke. Svaki se nužno pojavljuje u genotipu i to samo jednom. Nasumično odabiremo širinu prozora xw i objekt x koji pripada Xt. Lokus x-a u dominantnom roditelju (engl. dominant parent) je xp1, a lokus x-a u recesivnom roditelju (engl. support parent) je xp2. Dominantni roditelj neka se zove roditelj1, a recesivini roditelj2. Nazovimo skup alela recesivnog roditelja između xp2-xw i xp2+xw (uključivo s granicama) X. Križanje se izvodi u 3 koraka:
1. Smjesti gene iz skupa Xt-X koji se nalaze u roditelju1 do lokusa xp1 (uključivo) u potomka. Prvi gen iz tog skupa gen u roditelju dolazi na prvo mjesto u potmoku, drugi na sljedeće i tako redom. Geni iz X-a stavljaju se na sljedeće slobodne pozicije potomka u istom relativnom poretku kako su poredani u rodtielju1.

2. Geni iz X-a stavljaju se na sljedeće slobodne pozicije potomka u istom relativnom poretku kako su poredani u rodtielju1.

3. Geni iz skupa Xt-X koji se nalaze u roditelju1 od lokusa xp1 do kraja genotipa roditelja1 smještaju se na preostale lokuse potomka. Njihov relativan poredak ostaje jednak njihovom relativnom poretku u rodtelju1.
Apriorna složenost ovog algoritma je O(n).

Prikažimo ovaj operator na jednom primjeru:
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Slika 4.6.1 Operator križanja 1
Genotip je:

Xt = {1,2,3,4,5,6,7,8}

a roditelji:

roditelj1 = {5,3,8,2,7,6,4}

roditelj2 = {6,5,1,2,4,7,8}

Nasumično smo odabrali vrijednosti x = 2 i xw = 2. Dio genotipa koji se izrezuje iz roditelja2 je: X = {5,1,2,4,7}, a njegov odgovarajući poredak s obzirom na roditelja1 je: {5,1,2,7,4}.

U prvom koraku geni 3 i 8 se smještaju na prvi i drugi lokus potomka. U drugom koraku geni 5,1,2,7, i 4, se kopiraju u potomak od trećeg lokusa na dalje. U zadnjem koraku gen 6 dodaje se na zadnji lokus potomka. Novi potomak je: {3,8,5,1,2,7,4,6} Postupak je ilustriran i Slikom 4.6.1.
1.12.2 Operator križanja 2

U ovoj operaciji križanja prvi gen potomka odgovara prvom genu jednog od roditelja, pri čemu se roditelj bira slučajnim odabirom. Nakon toga određujemo udaljenost (promatra se udaljenost gena u genotipu) posljednjeg dodanog gena potomku od susjednih gena u oba roditelja. Gen koji ima najmanju udaljenost dodaje se potomku na prvi lijevi slobodni lokus. Ako su udaljenosti više gena iz roditelja jednake, vrši se slučajni odabir jednog od njih. Postupak se ponavlja dok cijeli genotip potomka nije popunjen. 
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Slika 4.6.2 Operator križanja 2
Promotrimo primjer za genotip s 8 gena, za zadane roditelje:

P1 = {5,3,8,1,2,7,6,4}

P2 = {6,5,1,2,4,7,8,3}

Recimo da smo nasumično odabrali roditelja P2 i njegov prvi gen stavljamo na prvi lokus potomka. Geni koji su najbliži genu 6 su {7,4} u roditelju P1 i {5} u roditelju P2. 

Odabiremo nasumično gen 4, 5 ili 7. Uzmimo da je odabran gen 7, koji će zauzeti drugi lokus u genotipu potomka. Najbliži geni u roditelju sada su {2, 6} i {4,8} respektivno. Gen 6 je već dodan, pa razmatramo samo 2, 4 i 8 za treći lokus u potomku. Pretpostavimo da je sada odabran gen 2. Na analogan način popunjava se ostatak genotipa potomka. Rezultat je kromosom {6,7,2,4,8,1,5,3}. Postupak je ilustriran i na Slici 4.6.2.
1.13 Mutacija

Ovaj operator primjenjuje se na novu populaciju nakon što je ona stvorena selekcijom i križanjem iz stare populacije. Njime se nastoji riješiti problem GA i lokalnih minimuma (GA može zaglaviti u lokalnom minimumu). Kako bi se to izbjeglo, mutacijom se „raspršuju” rješenja, čime se širi prostor traženja globalnog minimuma. Budući da mogu biti štetne, vjerojatnost mutacija se postavlja uglavnom na malenu vrijednost.
Operator mutacije u ovom GA uzima nasumično dva gena iz genotipa jedinke i mijenja njihova mijesta.
1.14 Metode raspoređivanja u razrede
1.14.1 Fiksno raspoređivanje u razrede
Fiksno raspoređivanje u razrede (engl. Fixed Clustering) raspoređuje objekte tako da svakom razredu dodaje jednak broj elemenata. Jednom kada dobijemo poredanu reprezentaciju slike, dijelimo broj objekata s brojem razreda kako bi dobili broj elemenata koje će sadržavati svaki razred. 
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gdje je:
· N = broj objekata

· M = broj razreda

· E = broj elemenata po razredu
Prvih E elemenata poredane rezentacije slike dodjeljuju se prvom razredu, sljedećih E elemenata drugom razredu, itd. sve dok nismo rasporedili sve objekte u M razreda.
1.14.2 Dinamičko raspoređivanje u razrede s fiksnim razredima
Kod ove metode (engl. Dynamic Clustering with Fixed Clusters) broj objekata unutar razreda nije konstantan kao u prethodnoj. Jednom kada smo dobili poredanu reprezentaciju slike, računamo euklidske udaljenosti (engl. euclidean distances) između svakog objekta i njemu sljedećeg. Nakon toga odabiremo M – 1 najveću udaljenost. 

Ideja ove metode je da objekti čije udaljenosti pripadaju najvećim udaljenostima moraju biti raspoređeni u različite razrede. Ona postavlja granice razreda na mjesta u listi objekata gdje su najveće udaljenosti među objektima.
1.14.3 Dinamičko raspoređivanje u razrede s varijabilnim razredima
Ova metoda (engl. Dynamic Clustering with Variable Clusters) slična je prethodnoj. Razlika je u tome da broj razreda nije konstantan (M) već se određuje od strane korisnika putem stupnja kompresije.

Koristeći taj parametar algoritam računa broj potrebnih razreda i raspoređuje objekte u njih kao u prethodnoj metodi, samo što se umjesto M koristi izračunat broj razreda.

Broj razreda se računa prema:
	
[image: image21.wmf](

)

ú

û

ù

ê

ë

é

-

=

100

*

100

N

P

trunc

C


	(4.8.2)


Gdje je:

· C = broj razreda koji će se koristiti pri raspoređivanju

· P = stupanj kompresije koji je unio korisnik

· N = broj elemenata koji se raspoređuju u razrede
1.14.4 Lokalno podešavanje

Ovo je (engl. Local Tuning)  metoda u kojoj je broj razreda fiksan, ali ne i broj elemenata koji su pridjeljeni svakom razredu. Ova metoda počinje tako da radi fiksno raspoređivanje u razrede. Jednom kad su fiksni razredi određeni, prolazi se uzlazno kroz listu objekata i za svaki zadnji element razreda računa se udaljenost od centra razreda (Dcp) i centra sljedećeg razreda (Dcs). Ako je Dcs < Dcp element se premješta u sljedeći razred. Nakon toga se prolazi kroz listu objekata silazno i na isti način se analiziraju prvi objekti u svakom razredu, računajući udaljenost od centra svog razreda (Dcp) i centra prethodnog razreda (Dca). Ako je Dca < Dcp onda se prvi element razreda premješta u prethodni razred. Važno je napomenuti da je, kada se objekt premješta iz razreda u razred, potrebno nanovo izračunati centre oba razreda. Postupak uzlaznog i silaznog prolaska kroz listu obavlja se R puta, gdje je R parametar koji se zadaje.
1.15 Rezultati
Opisani algoritam testiran je s Fiksnom metodom raspoređivanja u razrede. Odstupanje u odnosu na originalnu sliku računa se tako da se broje pixeli kompresirane slike koji su za neku graničnu udaljenost (engl. threshold) udaljeni od pixela izvorne slike koji se nalazi na istoj pozicji. Udaljenost među pixelima se računa prema formuli (4.2.2).
Tablica 4.9.1 sadrži rezultate testiranja za sljedeće parametre:
· vjerojatnost križnanja oba operatora postavljena je na 10%

· vjerojatnost mutacija postavljena je na 1%

· veličina populacije je 10 jedinki
· broj generacija je 5

· broj elitnih jedinki je 4

· postotak kompresije je 65% (broj razreda računat je prema (4.8.2) )

· parametar k u generiranju početne populacije postavljen je na vrijdnost 400

· granična udaljenost greške je 5

Korištena je slika 256x256 pixela, dubine boja 24-bita, RGB. Početna veličina slike u .bmp formatu je 65KB. Nakon kompresije algoritmom i pohranjivanja slike u .jpg formatu njena veličina bila je 11KB. Usporedbe radi, ista slika kompresirana kompresijom dostupnom u JPEG formatu na istom stupnju kompresije imala je 7KB. Izvođenje algoritma trajalo je 20min. 
Tablica 4.9.1
	Operator križanja
	Greška Fiksnog raspoređivanja

	1
	0,715%

	1
	0,766%

	1
	0,729%

	1
	0.847%

	1
	0.709%

	2
	0.729%

	2
	0.648%

	2
	0.710%

	2
	0.653%

	2
	0.729%
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Slika 4.9.1 Izvorna slika [10]
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Slika 4.9.2 Slika nakon JPEG kompresije istog stupnja
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Slika 4.9.3 Slika nakon kompresije genetskim algoritmom
Zaključak

Pokazalo se da se genetski algoritmi upareni s raznim metodama raspoređivanja u razrede mogu koristiti u kompresiji slika ali imaju jednu manu, a to je vrijeme potrebno za njihovo izvođenje. U svemu veliku ulogu igraju odabir parametara genetskog algoritma i metoda kojom se vrši analiza podataka slike. 
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Sažetak

Ukratko je predstavljeno na koji način je moguće koristiti genetske algoritme na području kompresije podataka, konkretno slika. Objašnjeno je više mogućih popularnih pristupa, odabran je jedan od njih te detaljnije analiziran. Predstavljen je konkretan primjer algoritma koji koristi genetski algoritam za analizu i kompresiju podataka slike.
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