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1. Uvod

1.1 Općenito o genetskom programiranju

Charles Darwin je 1859. godine objavio knjigu pod naslovom: „O podrijetlu vrsta posredstvom prirodne selekcije“. Ta je knjiga u potpunosti promijenila shvaćanje živog svijeta. U njoj je iznesena teza da se živa bića kroz evolucijske procese razvijaju od jednostavnih jednostaničnih organizama do velike raznolikosti vrsta kakvu imamo danas. Osnova teorije evolucije je bila prirodna selekcija. To je ideja da najbolje prilagođene jedinke uspijevaju preživjeti i imaju najveću vjerojatnost da svoj genetski materijal prenesu na sljedeću generaciju. Samim time sljedeća generacija bi bila „bolja“ od prethodne, poslije koje bi usljedila još bolja generacija i tako dalje. Nakon većeg broja generacija imamo jedinke koje su izvrsno prilagođene svom okruženju. Tu ideju je John R. Koza prenio na računala na način da dio koda predstavlja „živo biće“, gdje taj dio može biti npr. programski kod, jednadžba, funkcija ili nešto drugo. Zatim se stvori početna populacija takvih jedinki i započne simulacija evolucije. Računalom se oponašaju isti oni procesi i sile koje djeluju u prirodi. To sve se provodi toliko dugo dok se ne zadovolji neki uvjet prekida, a taj je obično ili da se pojavila dovoljno dobra jedinka ili da je postignut neki maksimalni broj generacija. 

Oponašanje evolucije na računalu se naziva evolucijsko računanje (evolutionary computation). Evolucijsko računanje je podijeljeno na četiri glavne skupine: genetski algoritmi (genetic algorithms, GA), genetsko programiranje (genetic programming, GP), evolucijske strategije (evolution strategies, ES) i evolucijsko programiranje (evolutionary programming, EP).

Začetnikom genetskog programiranja smatra se John R. Koza. On je ustanovio GP kao paradigmu strojnog učenja i pokazao njegovu uspješnost na velikom broju primjera. Također tvrdi da je GP najopćenitiji oblik evolucijskog računanja zbog svoje promjenjive strukture rješenja. 

Genetsko programiranje se razlikuje od ostalih skupina evolucijskog računanja po tome što jedinke u populaciji predstavljaju računalne programe, ili se mogu jednostavno preslikati u oblik pogodan za izvođenje na računalu. U većini izvedbi genetskog programiranja, programi su napisani u obliku stabla pa će to biti slučaj i u ovom seminaru. Primjer jedinke je prikazan na slici 1.
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Slika 1
Varijable i konstante čine listove stabla (u ovom slučaju X,Y,3). Nazivamo ih terminali. Operacije čine unutarnje čvorove stable (+,*,max) i nazivamo ih funkcije. Početni čvor (max) nazivamo korijen stabla.  Dubina čvora predstavlja broj bridova koje moramo proći da bi od korijena došli do tog čvora. Korijen se nalazi na dubini 0. Dubina stabla je dubina njegovog najdubljeg lista. Kod prikaza rješenja na papiru ćemo koristiti desni obilazak stabla. To znači ta krenemo od korijena prema desno (misli se na ono što bi nam bilo desno da stojimo u korijenu i gledamo prema listovima) i prvo idemo u desno koliko možemo pa se vratimo do zadnjeg grananja koje smo prošli i tamo krenemo lijevo i tako dalje. Dani primjer bi se prikazao kao: max+XX+X*3Y
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Slika 2
1.2 Pojmovi u genetskom programiranju

1.2.1 Dobrota jedinke

Evolucija općenito u prirodi nastoji stvoriti što bolje jedinke. Ta dobrota znači prilagođenost svom okruženju. Naime u prirodi je jedinka to bolja što lakše pronalazi hranu, ima bolje potomstvo, preživljava prirodne sile ili napade grabežljivaca i slično. Kod genetskog programiranja mi želimo da jedinka riješi problem koji smo joj postavili. Što je jedinka bliže tom rješenju smatrat ćemo ju boljom. Tako ćemo definirati funkciju koja će svakoj jedinki pridruživati vrijednost koja označava njenu dobrotu. U većini izvedbi genetskog programiranja određivanje dobrote jedinke oduzima najveći dio procesorskog vremena.

1.2.2 Selekcija

U prirodi slabije jedinke umiru prije nego što prenesu svoj genetski materijal. To se događa iz mnoštva različitih uzroka: ne uspiju se oduprijeti virusu koji ih je zarazio, pojeo ih je grabežljivac, bile su prespore da ulove hranu itd. Svi se ti razlozi opisuju tim da su preslabe, odnosno nisu dovoljno dobre. Dobre jedinke u načelu preživljavaju dovoljno dugo da imaju potomstvo. Taj proces oponašamo selekcijom u genetskom programiranju. Kao i u većini evolucijskih algoritama, genetski operatori u GP se primjenjuju na jedinke koje su nasumično izabrane uzimajući u obzir njihovu dobrotu. Drugim rječima bolje jedinke imaju veću vjerojatnost da će imati više djece od lošijih jedinki. Najčešće korištena metoda selekcije u genetskom programiranju je turnirska selekcija. 

· U turnirskoj selekciji određen broj jedinki je slučajno izabran iz populacije. Oni se međusobno uspoređuju i najbolji među njima se izabire da bude roditelj. Kod križanja su potrebna dva roditelja pa se zato rade dva turnira. Značajno je da turnirska selekcija gleda samo koja je jedinka bolja, nije joj bitno koliko je bolja. Tako se postiže da se dobrota automatski prilagođava populaciji i na taj način selekcijski pritisak ostaje konstantan. Dakle, jedan jako dobar program na može odjednom preplaviti cijelu sljedeću generaciju svojom djecom. U slučaju kad bi se to moglo dogoditi dovelo bi do naglog gubljenja raznolikosti i jako lošim posljedicama za daljnje odvijanje evolucije. Turnirska selekcija uvećava male razlike u dobroti i na taj način preferira bolje jedinke iako su samo neznatno bolje od drugih jedinki u turniru. Element šuma je prisutan u turnirskoj selekciji zbog slučajnog biranja sudionika turnira. Iako preferira najbolje, turnirska selekcija ipak osigurava da jedinke prosječne kvalitete imaju neku šansu da dobiju djecu. Kako se turnirska selekcija lako implementira i održava selekcijski pritisak stalnim često se koristi u genetskom programiranju. 

· Jednostavna selekcija radi na principu kotača ruleta. Zamislimo da svaka jedinka dobije dio kotača veličine proporcionalne svojoj dobroti. Sad bacamo kuglicu i na koju jedinku ona padne ta jedinka prenosi svoj genetski materijal u sljedeću generaciju.
1.2.3 Križanje

Križanje u genetskom programiranju je analogno razmnožavanju kod životinja. U genetskom programiranju se najčešće koristi križanje podstabla (subtree crossover). Između dva roditelja nasumično se izabere točka križanja u jednom i u drugom roditelju. Sada kopira prvog roditelja i u kopiji zamijeni podstablo u točki križanja kopijom podstabla iz točke križanja drugog roditelja. Radi se sa kopijama da bi se izbjeglo remećenje originalnih jedinki. Ovako ukoliko je izabrana više puta jedna jedinka može imati više djece. Kod stabala koja imaju faktor grananja veći od 2 većina čvorova će biti listovi pa će se često događati da križanje promijeni samo 1 list, što će značajno usporavati evoluciju. U tom slučaju se radi tako da određeni čvorovi imaju veću vjerojatnost da budu izabrani, kako bi se povećala vjerajatnost da se izabere unutarnji čvor.

1.2.4 Mutacija

Mutacija u GP radi istu stvar kao i mutacije u prirodnom svijetu, ona mutira odnosno mijenja dio koda jedinke na koju se primjenjuje. Dio koda koji se mijenja odabire se nasumično i nitko ne može garantirati da će ta promjena biti na bolje, štoviše, većina je na lošije, baš kao što i većina mutacija u prirodi uzrokuje bolesti. Onaj mali postotak mutacija koje su pozitivne kroz prirodnu selekciju se prenosi na buduće generacije. Mutacija je jedan od osnovnih operatora genetskog programiranja. Do danas je definirano i korišteno puno oblika operatora mutacije od kojih su najvažniji:

· Standardna mutacija (subtree mutation)

slučajno se izabire čvor u stablu jedinke i umjesto njega se stavlja podstablo sa nasumično generiranim čvorovima

· Zamjena  čvora (node replacement) 

nasumično se odabere neki čvor stabla i umjesto njega se stavi neki drugi slučajno odabrani čvor, uz uvjet da novi čvor prima jednaki broj podstabala kao i original

· Permutirajuća mutacija

Nasumično se izabere funkcijski čvor u stablu i onda se premutiraju njegova podstabla

· Smanjujuća mutacija (shrink mutation)

Slučajno se odabire čvor sa podčvorovima i cijelo se podstablo zamijeni sa nasumično izabranim terminalom. Ova mutacija je poseban slučaj standardne mutacije gdje se zamjensko stablo sastoji od samo jednog čvora

· Mutacija konstanti (mutating constants)

Ukoliko stablo uključuje slučanje numeričke konstante, odabire se jedna od njih i zamjenjuje novom vrijednošću
2. Opis problema

Problem koji ćemo pokušati riješiti je spuštanje moonlandera na mjesec. Letjelica se nalazi 100 metara iznad površine mjeseca. Privlači ju mjesečeva gravitacija. Dodavanjem potiska moguće se odupirati toj gravitaciji. Cilj je letjelicu što „nježnije“ spustiti na površinu. Naravno količina goriva je ograničena. Što je manja brzina jedinka je bolja. Akceleracija koju daje mjesečeva gravitacija iznosi 1.6 m/s^2. Masa letjelice iznosi 1000 kg, a količina goriva koju letjelica sadrži iznosi 30 litara. Potisak može biti prema gore ili prema dolje, a količina potrošenog goriva ovisi samo o snazi potiska. Za potisak koji daje silu od 1000 N u trajanju od 1 sekunde pretpostavljamo da troši 1 litru goriva. Letjelica ima ograničenu maksimalnu snagu potiska kojeg može davati na 100 000 N. 

3. Korištene metode:
Jedinke ćemo opisivati pomoću funkcije dvije varijable, vremena i brzine. Vrijednost te funkcije će biti količina potiska. Količina potiska koju motori mogu proizvesti će biti ograničena, a moći će poprimiti i negativne vrijednosti što bi odgovaralo na primjer slučaju kad letjelica želi ubrzavati prema dolje. U funkciji će se pojavljivati matematičke operacije (+, -, *, /, sin,cos). Količina potrošenog goriva će biti integral potiska po vremenu. Ukupna količina goriva na raspolaganju je ograničena.  Cilj je što više minimizirati brzinu pri kontaktu s podlogom i na temelju toga ćemo određivati dobrotu jedinke. 

Za kreiranje početne populacije korištena je „Full“ metoda. 
Korištena je turnirska selekcija, veličina turnira je 3.
Uvjet za prekid simulacije će biti određen brojem generacija.

Dubina stabla početne populacije je 3-8.

Funkcija dobrote je zapravo funkcija koja određuje brzinu letjelice pri kontaktu sa podlogom. Naravno, što je brzina manja to je jedinka bolja.

Simulaciju se izvodi korištenjem ECF (Evolutionary Computation Framework), verzija 0.0.8, 23.02.2009, koja se može preuzeti na adresi: http://gp.zemris.fer.hr/ecf/ECF.zip
Simulacija se provodi za sve kombinacije sljedećih vrijednosti:

· Veličina populacije: 30 ili 200 jedinki

· Broj generacija: 10 ili 200

· Vjerojatnost mutacije pojedine jedinke: 0.2 ili 0.6

Za svaki pojedini slučaj simulacija se izvodi 3 puta.
4. Rezultati
	Pop.
	gener.
	Mut.
	vrijeme
	max
	min
	avg
	stdev
	prosjek
	jedinka

	30
	10
	0.1
	10,59
	38,66
	7,92
	13,32
	4,19
	8,43
	/sin+vvcos+tt

	
	
	
	9,63
	36,55
	10,95
	13,39
	4,03
	
	/--vvsint-/tt/tt

	
	
	
	9,69
	38,09
	6,41
	13,01
	4,86
	
	/cossinv/+tv*vv

	30
	10
	0.6
	11,36
	39,43
	5,27
	12,48
	6,79
	7,98
	*v-sinsincos/*/vtcosv+cosv+

vv*cossin*/*vv*vvcos+ttcos

cos/sin/tv*sinv*tt

	
	
	
	9,81
	38,58
	7,73
	13,08
	5,05
	
	*coscost/tv

	
	
	
	8,75
	39,30
	10,95
	13,79
	4,02
	
	cos-tt

	30
	200
	0.1
	176,03
	36,55
	10,95
	12,45
	4,23
	8,56
	/t/-ttt

	
	
	
	182,13
	37,72
	6,16
	8,63
	4,62
	
	*cosv/v/tv

	
	
	
	197,33
	38,85
	8,58
	11,03
	4,33
	
	/++tvv+tv

	30
	200
	0.6
	161,05
	38,80
	7,87
	10,70
	5,72
	6,82
	-cossinvsinv

	
	
	
	212,91
	39,70
	6,60
	10,01
	6,41
	
	+-/tv+tt*/vv*vv

	
	
	
	204,67
	40,24
	6,00
	10,50
	7,47
	
	+*cosvt*-tvcosv

	200
	10
	0.1
	67,88
	39,33
	5,23
	11,28
	5,10
	5,27
	*/cosvv-*vv+vv

	
	
	
	68,34
	40,17
	5,70
	11,34
	4,96
	
	-*+tvcosv-t-vv

	
	
	
	73,61
	39,96
	4,88
	11,74
	5,66
	
	+/t+vvcosv

	200
	10
	0.6
	72,64
	39,33
	5,31
	10,81
	5,28
	5,44
	/*cosv*tv-+tvcost

	
	
	
	70,75
	39,30
	5,79
	12,50
	5,14
	
	*+cos/sincoscos+vv/cos//tt+v

tsin/+vt/tv/v*-/+*tvsint*/vv+

tv---vt/vtsin/tt/+++tv+tt/-tt*tt

+cos*vt+*vt*vtcosv

	
	
	
	73,44
	39,30
	5,23
	12,98
	4,92
	
	++**cos/**vt-ttcos+vvsinsin/

sint+ttv*/cos+-*vt+vvsin/tvcos

cos*-vt/ttcos+--+vv-vvsin+vt-/

*tt*vv/-tv/vv/t-vv

	200
	200
	0.1
	1297,45
	37,87
	5,16
	7,97
	4,56
	5,38
	**cosvcosv*cosvt

	
	
	
	1102,54
	40,80
	5,39
	9,30
	7,02
	
	-cosvsin+vv

	
	
	
	1187,70
	42,75
	5,60
	8,63
	6,20
	
	-*vcosv/cosv/vt

	200
	200
	0.6
	1153,33
	40,17
	5,70
	10,62
	8,20
	5,59
	-*+tvcosvt

	
	
	
	1115,70
	40,40
	5,38
	9,44
	6,70
	
	/cos*vv-cosv/tt

	
	
	
	1166,22
	40,54
	5,70
	10,00
	7,64
	
	-*+vtcosv/t/vv


Rezultati potvrđuju očekivanja, naime za najveću populaciju i najveći broj generacija dobivamo najbolje rješenje, no međutim takva simulacija jako dugo traje, za 200 jedinki kroz 200 generacija simulacija traje cca 20 minuta. Rješenja vrlo slične kvalitete dobivaju se provedbom simulacije za 200 jedinki kroz svega 10 generacija, a takva simulacija traje tek nešto malo duže od 1 minute. To navodi na zaključak da simulacija nalazi lokalni optimum već nakon nekoliko generacija i onda ostale generacije ne donose neka nova revolucionarna rješenja. Što se tiče pokusa sa manjim brojem jedinki oni ne daju tako dobra rješenja, pa čak i kad povećamo broj generacija. Veći broj jedinki daje bolja rješenja već samim time što se u početnoj populaciji stvori veći broj potpuno različitih jedinki pa postoji veći broj smjerova u kojem evolucija može krenuti i onda izabrati najbolji, dok je vidljivo da od daljnjeg povećavanja broja generacija nema puno koristi. Što se tiče vjerojatnosti mutacije pojedine jedinke primjećuje se da one imaju veći utjecaj kod manjih populacija. Naime kod populacija od 30 jedinki povećanje vjerojanosti mutacije sa 0.1 na 0.6 dovelo je i do povećanja dobrote jedinki, dok je kod populacija od 200 jedinki povećanje vjerojatnosti mutacije imalo suprotan učinak. Veličina rješenja genetskog programiranja obično raste tijekom evolucijskog procesa i to se naziva „napuhavanje“ (bloat). Tokom provedbi simulacija 3 puta je došlo do slučaja da je najbolja jedinka bila neobično velika i u sva tri slučaja je vjerojatnost mutacije bila 0.6 iz čega se izvodi zaključak da u ovom slučaju povećanje vjerojatnosti mutacije dovodi do napuhavanja. 

5. Zaključak
Optimum prilikom izvođenja simulacije je staviti veći broj jedinki u populaciju, ali ju provesti kroz manji broj generacija. To daje značajnu uštedu u vremenu s obzirom na veći broj generacija uz ostale parametre jednake. Ukoliko želimo postići jednostavnija, odnosno manja rješenja bolje je staviti manju vjerojatnost mutacije, jer inače ubrzano dolazi do napuhavanja. Također moguće je u funkciju dobrote implementirati kažnjavanje većih rješenja i time ograničiti veličinu. 

Možemo reći da se problem spuštanja moonlandera, barem u teoretskom obliku može vrlo dobro riješiti upotrebom genetskog programiranja. Simulacija redovito dobiva vrlo dobra rješenja i to u relativno kratkom vremenu. Iako je slučaj koji smo rješavali prilično pojednostavljen, ne bi ga bilo teško proširiti da uključuje dodatne varijable okoline kao što su naprimjer brzina i smjer kretanja u početnom trenutku, razni potisnici sa strane koji omogućuju da se letjelica ne mora veritakalno spuštati te geografska obilježja terena. Iako bi takav problem bio nešto složeniji, nije nevjerojatno za reći da bi se mogao riješiti na sličan način upotrebom genetskog programiranja. Takvo rješavanje bi imalo brojne praktične primjene u područjima gdje se strojevi trebaju prilagođavati okruženju ili čak svladavati probleme koji zahtjevaju kreativna rješenja. 
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7. Sažetak

Problem koji je bio postavljen je spuštanje moonlandera na mjesec. Za rješavanje problema je korišteno genetsko programiranje. U prvom poglavlju je dan kratki uvod u genetsko programiranje, tu je dan opis osnovne ideje genetskog programiranja, te su opisani neki važniji pojmovi bitni za razumjevanje dane teme. U drugom poglavlju je dan detaljan opis problema koji se pokušava riješiti zajedno sa svim parametrima koji su bitni za rješavanje. Treće poglavlje sadrži opis konkretnih metoda i algoritama korištenih prilikom rješavanja problema. Zatim su prikazani rezultati provedbom simulacije i diskusija o tim rezultatima. Još je dan zaključak ovog rada, a iza toga se nalazi popis korištene literature.
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