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1. Uvod
1.1 Povijest umjetne evolucije i genetskog programiranja
Prolaskom vremena i eksponencijalnim rastom količine nakupljenog znanja ljudski se rod počeo susretati s problemima čije bi rješenje značilo ogromni napredak na pojedinom području znanosti ili industrije ali se pronalazak rješenja takvih problema klasičnim putem najčešće ne može odrediti u ljudima razumnom roku. Takvi problemi, problem trgovačkog putnika ili problem razvoja umjetne inteligencije primjerice, natjerali su znanstvenike pojedinih područja da sagledaju metode koje im nude neka druga, profesijski različita, znanstvena područja.
 U drugoj polovici dvadesetog stoljeća, kad je silicijska revolucija uzela svoj zamah, smatralo se da su računala svemoćan stroj koji je u stanju riješiti bilo koji zadani problem. No neki problemi visoke složenosti još uvijek nisu bili rješivi klasičnim matematičkim metodama u razumnom roku, bez obzira na svu sirovu snagu i brzinu koja je raspoloživa u računalu. Računalni su se znanstvenici u jednom trenutku okrenuli pomalo neočekivanoj grani znanosti- biologiji. Sve je počelo 50-ih godina prošlog stoljeća kad su Nils Aall Barricelli i Alex Fraser odvojeno napravili prve računalne simulacije evolucije i umjetne selekcije i time udarili temelje genetskih algoritama i umjetne evolucije. Genetski algoritmi jednu od svojih prvih primjena pronalaze tijekom 1964. godine kroz rad Lawrencea J. Fogela koji ih je koristio u problemu pronalaska automata sa konačnim brojem stanja. To je bila ujedno jedna od najranijih primjena genetskog programiranja. Umjetna evolucija se počela primjenjivati kao optimizacijska metoda početkom 70-ih godina prošlog stoljeća kad su Ingo Rechenberg i Hans-Paul Schwefel uspjeli riješiti složene inženjerske probleme uz pomoć umjetne evolucije. Umjetna evolucija je više-manje ostala na teoretskoj razini do pojave snažnijih računala sredinom 80-ih godina, te je do tada taj model rješavanja problema bio predložen za rješavanje pitanja umjetne inteligencije i primijenjen na neke probleme genetskog programiranja ( [8] ).
Ako matematički sagledamo proces prirodne evolucije iz konteksta rješavanja problema moći ćemo zaključiti da je evolucija jedan golem proces pretraživanja rješenja u kojem možemo raspoznati bitne čimbenike koji usmjeruju proces pretraživanja prema nekom konačnom rješenju. Evoluciju zato možemo zapisati kao proces koji nad skupom ili populacijom bilo kakvih rješenja primjenjuje potprocese selekcije, nasljeđivanja, mutacije i križanja kako bi se sljedećom generacijom rješenja približila optimumu kojeg zadaje funkcija cilja. Umjetna evolucija je ustvari simulacija prirodne evolucije na računalu: jedinke su prikazane svojim kromosomima koji predstavljaju trenutno rješenje problema, simulacija započinje sa populacijom koja ima nasumično generirana rješenja te ih gore napomenutim potprocesima unaprjeđuje iz generacije u generaciju sve dok se ne dosegne maksimalni broj generacija ili dok se populacija rješenja ne zadovolji funkciju dobrote.
Svaki genetski algoritam mora imati definirane zapis rješenja i funkciju dobrote. Jedinke (rješenja) mogu biti zapisana kao konačni vektor bitova ili, najčešće u slučaju genetskog programiranja, pomoću strukture stabla. Funkcija dobrote mora biti definirana tako da dobro procijeni kvalitetu pojedinog rješenja, a bilo bi poželjno da ne bude jednaka funkciji cilja kako proces evolucije ne bi stvorio rješenja točno zadanog cilja, već rješenja koja prepoznaju problem i znaju generalizirati.
Od pojave snažnijih računala pa do danas programi zasnovani na principima genetskih algoritama i genetskog programiranja su doživjeli i komercijalni uspjeh radi povećanja snage osobnih računala i sve širem području primjena genetskih algoritama. Osim što se koriste na području optimizacije i pretraživanja, genetski algoritmi primjenjuju se i u bioinformatici, automatiziranom dizajnu elektroničkih komponenti, financijskoj matematici, ekonomiji, neuronskim mrežama, paralelizaciji programa, programskom inženjerstvu itd. 

1.2 Uvod u seminar

U ovom seminaru razmatra se primjena genetskog programiranja na području interaktivne zabave, točnije video igara. Izrada video igara uključuje mnoge probleme od kojih su najsloženiji stvaranje umjetne inteligencije i uvjerljivo animiranje 3D objekata i likova. U seminaru se pokazuje kako je moguće naći primjenu genetskog programiranja u animaciji 3D likova, dok se nešto manje genetsko programiranje koristi u rješavanju problema umjetne inteligencije. Kao primjeri primjene genetskog programiranja na navedenim područjima navode se različiti radovi i rezultati tih radova, te kratki opisi područja kojima se ti radovi bave. 
2. Primjena genetskog programiranja na području umjetne inteligencije

2.1 Povijest razvoja umjetne inteligencije i njezina primjena u video igrama

Još od postanka moderne računarske znanosti područje umjetne inteligencije postavlja pred ljude najuzbudljivije i najteže rješive probleme u znanosti općenito. Sam pojam „umjetna inteligencija“ je skovan još 1956. i već su se od tada istraživanja na području umjetne inteligencije pokazala prilično korisnima, kako za obrambenu, tako i za široku uporabu. U počecima je umjetna inteligencija bila podcjenjivana smatrajući je brzo rješivim problemom. To dakako nije bila istina te se sredinom 70-ih godina prošlog stoljeća američka i britanska vlada odustale od novčanog potpomaganja daljnjeg istraživanja umjetne inteligencije. Nakon toga se umjetna inteligencija ponovo oživljava sredinom 80-ih godina prošlog stoljeća, no ubrzo (1987.) doživljava naglu propast. Tek dolaskom snažnijih računala u 90-im godinama prošlog stoljeća područje umjetne inteligencije se oporavlja i dijeli se na specijalizirana potpodručja koja imaju za cilj rješavanje specifičnih potproblema vezanih uz umjetnu inteligenciju ( [1] ). Do sada je riješeno dosta problema koje ljudi uzimaju zdravo za gotovo poput računalnog vida, ali je stvaranje umjetne inteligencije koja je po sposobnostima slična čovjekovoj još uvijek veoma udaljen cilj.
Područje video igara je jedno od područja na kojemu direktno možemo vidjeti napredak umjetne inteligencije. Danas je tendencija kupcu pružiti što stvarnije iskustvu tijekom igranja video igre pa se proizvođači video igara uglavnom usredotočuju na unaprjeđenje grafike i fizike, pritom gotovo zanemarujući pružanje dostojnog izazova igraču. Kako u sadašnje vrijeme igre sa otvorenim svjetovima, kako u mrežnom, tako i u lokalnom igranju, postaju sve više standard dolazimo do problema kako stvoriti uvjerljiv svijet u kojem će interakcija igrača, ali i likova kontroliranih od strane računala, sa svijetom biti na što moguće višem nivou stvarnosti. Kako bi se igračima mogao pružiti dostojan izazov, jedan od uvjeta je stvaranje igre koja će se težinom prilagođavati i oponirati igraču. Iako neki proizvođači takve ciljeve žele postići gomilanjem neprijatelja upitne sposobnosti, ključ u rješavanju takvih problema leži u unaprjeđenju umjetne inteligencije (UI u nastavku).

 U današnjim igrama UI se uglavnom sastoji od gomile skripata organiziranih u hijerarhije. U pucačinama iz prvog lica umjetna inteligencija je organizirana u slojevima tako da su najniži slojevi zaduženi za osnovne zadaće poput određivanja optimalne staze do cilja ili izvršavanja prigodnih animacija pokreta lika, a viši slojevi za taktičko odlučivanje i ponašanje lika u danoj situaciji. Strategije u realnom vremenu (u nastavku RTS) imaju sličnu organizaciju umjetne inteligencije s naglaskom na rješavanje problema nalaženja optimalnog puta. 
2.2 Umjetna inteligencija u RTS-u

Marc Ponsen i Pieter Spronck u [2] se bave problemom razvoja umjetne inteligencije u RTS-u Wargus koji je modifikacija za Warcraft II. Wargus se temelji na izgradnji zgrada od koje svaka ima neku svoju specifičnu funkcionalnost (gradska vijećnica, vojarna, pilana, kovačnica, utvrda, staja, dvorac, zračna luka, čarobnjački toranj, hram), sakupljanju resursa, razvijanju tehnologija i borbi s vojskom igrača kontroliranog od strane UI-e koji ima na raspolaganju sve što i glavni igrač. Također mape mogu biti manje ili veće što određuje samu dinamiku igre.
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Slika 1 Prikaz RTS-a Wargus

UI u RTS-ovima se sastoji od gomile dugih, statičkih i složenih skripata i od stanja na temelju kojih se odlučuje što odigrati dalje. Cilj u Wargusu bi bio napraviti UI takvu da bez varanja (veće količine resursa na početku npr.) parira i prilagođava ljudskom igraču. Mora se napomenuti da se to u potpunosti ne postiže genetskim algoritmima, već jednom metodom zvanom dinamičko skriptiranje.

Dinamičko skriptiranje je tehnika prisilnog učenja stvorena kako bi se pomoću nje mogli stvoriti prilagodljivi protivnici u video igrama. Primjenom te metode protivnici uče pojedina ponašanja koja mogu biti predstavljena pomoću želje za bivanjem u nekom stanju ili pak želje za odabirom neke radnje u stanju. Odluke o odabiru pojedine radnje u nekom stanju se donose isključivo na temelju skalarne veličine nagrade pa je zbog toga protivnik jedino zabrinut oko maksimiziranja trenutnih nagrada. Dinamičko skriptiranje u RTS-ovima je izvedeno tako da bude u mogućnosti generirati različita ponašanja i brzo odgovoriti na promjenu dinamike igre zbog toga što taj proces nikad ne konvergira pa omogućava stalnu promjenu zadatka učenja.
Radi razlikovanja različitih faza u igri nekog igrača RTS-u ćemo zadati stanja koja ćemo razlikovati po tome koje zgrade igrač kontroliran dinamičkim skriptiranjem ima izgrađene. Prijelaz iz jednog stanja u drugo je uzrokovan izgradnjom nove zgrade. Za svaku taktiku iz baze dostupnih taktika pridružena je funkcija nagrade koja određuje poželjnost primjenjivanja neke nove taktike u određenom stanju. Funkcija nagrade je određena rezultatom dinamički upravljanog igrača i rezultatom statički upravljanog igrača koji mu se suprotstavlja. Definira se i funkcija težine koja pridodaje određenu vjerojatnost da se neko pravilo odabere za izvođenje te je određena globalnom nagradom i nagradom za pojedina stanja.
Ovako definirana UI se suprotstavlja statičkim skriptama koje izvršavaju unaprijed određenu taktiku (mali uravnoteženi kopneni napad, veliki uravnoteženi kopneni napad, nalet vojnika i nalet vitezova) i na kraju partije se određuje njen uspjeh. Prije no što se krene dalje trebalo bi objasniti ove taktike: mali uravnoteženi kopneni napad predstavlja taktiku za male mape gdje se gleda održavati balans između napadačkih i obrambenih akcija i istraživanja, veliki uravnoteženi kopneni napad je sličan malom uz svojstvo da se primjenjuje na velikim mapama pa je i igra zbog toga sporija, nalet vojnika je taktika koja se fokusira na brzo stvaranje velikog broja jeftinih napadačkih jedinica, a nalet vitezova predstavlja taktiku u kojoj se cilja na brz tehnološki napredak i izgradnju nadmoćnijih jedinica. U [2] se pokazalo da dinamičko skriptiranje daje dobre rezultate za prve dvije taktike, dok za druge dvije rezultati su razočaravajući (tek jedna pobijeđena partija od sto) zato jer su nešto bolje optimizirane te se zbog toga na te taktike primjenjuje tehnika koja je mnogo zanimljivija- evolucijski algoritmi.
2.3 Primjena evolucijskih algoritama na primjeru RTS-a

Za provođenje evolucijskog algoritma potrebno je definirati sljedeće komponente: kromosome koji će predstavljati jednu statičku strategiju, funkciju dobrote koja mjeri relativni uspjeh statičke strategije protiv suprotstavljene taktike i genetske operatore poput križanja, mutacije gena i nasumičnog stvaranja gena.

Kako je prikazano na slikama 2, 3 i 4 kromosom, koji predstavlja statičku strategiju, se dijeli na 20 stanja opisanih ranije, svako stanje se sastoji od oznake stanja i slijeda gena. Geni predstavljaju akciju u igri. Uzimajući vrste akcija u RTS-u postoje geni borbe, geni ekonomije,  geni istraživanja i geni izgradnje. Na početku se definira 50 kromosoma.
	Početak
	Stanje 1
	Stanje 2
	….
	Stanje n-1
	Stanje n
	Kraj
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	Oznaka stanja
	Broj stanja
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	Gen x.2
	…
	Gen x.n


	Oznaka gena
	Parametar 1
	Parametar 2
	….
	Parametar p
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Funkcija dobrote, koja mjeri uspješnost pojedinog kromosoma, se definira tako da u slučaju gubitka nagrađuje one kromosome koji su duže proveli u igri i da u svakom slučaju uzme u obzir relativnu jačinu vojnih jedinica koje je pojedini kromosom stvorio kao pozitivan faktor. Primjer funkcije dobrote iz [2] može poprimati vrijednosti između 0 i 1, a proces evolucije prestaje kad se pronađe kromosom kojemu funkcija dobrote daje vrijednost 0.7 ili kad se dosegne neki maksimalni broj generiranih kromosoma (ako ih u početku imamo 50 to može biti 250 recimo).
Stvaranje novih kromosoma se provodi tako da se turnirskim odabirom veličine 3 odabiru roditelji, nad njima se provode genetske operacije i novostvoreni kromosomi zamjenjuju stare. Genetski operatori kojim se stvaraju kromosomi su: prijelaz stanja gdje se stanja iz jednog izabranog roditelja direktno prenose na dijete, mutacija zamjenom gena gdje se uzima jedan roditelj i zamjenjuje se njegove gene s novima s vjerojatnošću od 25%, mutacija parametara gena koja mijenja parametre gena ekonomije ili borbe sa vjerojatnošću od 50% i nasumičnost koja stvara novi kromosom sa nasumičnim značajkama.
Uz riješeno preslikavanje kromosoma u određene strategije kreće se s testiranjem. Dobivena rješenja u testovima su pokazala visoku učinkovitost protiv strategija koje nisu bile zadovoljavajuće rješive dinamičkim skriptiranjem. Tako stvorena umjetna inteligencija se pokazala pobjedničkom u 75% slučajeva protiv naleta vojnika i naleta vitezova. Pošto genetski algoritmi predstavljaju pronalaženje vrlo dobrih rješenja u velikom skupu istih mogu se opisati rješenja koje je genetski algoritam pronašao za nalet vojnika i nalet vitezova. Pri primjeni statičke skripte koja predstavlja taktiku naleta vojnika genetski je algoritam "zaključio" kako se jako rano treba izgraditi kovačnica kako bi se brzo došlo do poboljšanja za vojnike, iskoristiti barem dva od tri istraživanja i krenuti sa stvaranjem svog "vojničkog naleta". Pri primjeni statičke skripte koja predstavlja taktiku naleta vitezova genetski je algoritam zaključio kako treba kontrirati sa svojim "naletom vitezova" te je u igri gledao čim brže izgraditi zgrade koje su omogućavale brz tehnološki razvitak i mogućnost stvaranja naprednih jedinica poput vitezova i katapulta. 
Implementirajući dobivena rješenja u "bazu znanja" dinamičkog skriptiranja postignuto je da prilagodljiva UI bude najmanje 5 puta bolja od UI na samom početku u suočavanju s naletima vojnika i vitezova. Nakon primjene genetskih algoritama i njihove implementacije u bazu znanja dinamičkog skriptiranja za slučajeve naleta UI pobjeđuje skriptu u 10 do 20 puta od ukupno 100 pokušaja. Iako se čini da je to malen skok u odnosu na početno (i velik pad u odnosu na čiste genetičke algoritme), ova pojava ima svoje prirodno objašnjenje. Naime, nalet vojnika i nalet vitezova su posebne taktike koje zahtijevaju točno određenu taktiku kako bi ih se nadvladalo, a dinamičko skriptiranje jednostavno nije u stanju prepoznati koju taktiku neprijatelj koristi do sraza sa njim, što je prirodno.

Na ovom primjeru zaključujemo kako se genetski algoritmi koriste u stvaranju umjetne inteligencije u veoma specifičnim uvjetima, tj. kad druge stvari zakažu. Tome je tako zbog robusnosti samog mehanizma koji stoji iza genetskih algoritama i njegovoj vremenskoj zahtjevnosti zbog koje je jako nepogodno da se koristi dinamički pa se koristi za generiranje prihvatljivog rješenja koje se kasnije implementira u nešto što ima bolja svojstva za izvođenje u stvarnom vremenu.

3. Primjer izrade genetskog programa
U ovom će se odjeljku pokazati izrada genetskog algoritma i objasniti njegove komponente na primjeru izgradnje umjetne inteligencije momčadi za jednostavnu nogometnu igru jer, kako što znamo, u nogometu još nije pronađena strategija koja uvijek pobjeđuje. U članku [3] se autori bave izradom umjetne inteligencije svakog igrača posebno, a njihov rad će poslužiti kao ilustrativan primjer izrade genetskog programa.
3.1 Definicija kromosoma
U početku se stvara populacija momčadi koje se sastoje od igrača. Igrače možemo nazvati kromosomima i moraju biti predstavljeni takvom strukturom podataka koja će nam omogućiti razlikovanje među jedinkama i obavljanje genetskih operacija nad njima. Kromosom se može predstaviti kao niz bitova, niz znakova, stablo bitova ili stablo znakova. U ovom primjeru odlučuje se za stablo znakova čiji unutarnji čvorovi predstavljaju posebne situacije u igri, dok listovi stabla predstavljaju akcije koje pojedini igrač u momčadi može poduzeti u toj situaciji. Ovakav izgled kromosoma je pogodan za prikaz u funkcijski orijentiranim programskim jezicima.
                                                                                                



Takvu vrstu stabla se naziva stablom odluke jer, gledajući iz jednog čvora stabla, lijevo podstablo predstavlja odluku koja će se izvršiti ako je opis situacije koju predstavlja taj čvor istinit, a desno podstablo odluku ako je opis situacije lažan. Na ovom mjestu se pojavljuje jedan problem: listovi stabla moraju biti kompatibilni sa situacijama u igri. Za stablo dubine jedan je to prilično lako napraviti sa listom kompatibilnosti svakog čvora koja sadrži sve vrste čvorova ili listova koji se mogu dodati korijenu. Za stabla veće dubine stvar je nešto kompliciranija: zamislimo da jedan list koji se izvršava ako je situacija istinita ima nadroditelja (engl. grandparent). Neka list predstavlja akciju "Čuvaj igrača" koja se izvršava u situaciji "Igrač blizu gola" a ta se situacija gleda ako je zadovoljena situacija "Igrač ima loptu". Primjećujemo kako nema smisla da igrač koji ima loptu ide čuvati protivničkog igrača pa je zbog toga za istinito podstablo umjesto liste kompatibilnosti roditelja bolje gledati presjek lista kompatibilnosti svih nadređenih čvorova. Ovako definirana izgradnja stabala je ograničila veličinu stabala i smanjila njihovu veličinu što ubrzava proces evolucije. Za moguće korijene možemo izabrati osnovna stanja igre iz perspektive jednog igrača: "Igrač ima loptu", "Momčad ima loptu", "Suparnička momčad ima loptu" i "Nitko nema loptu".
3.2 Definicija načina selekcije i genetskih operacija

Druga važna stavka je definirati način na koji će se izabirati momčadi nad kojima će se vršiti daljnja evolucija primjenom genetskih operacija nad njima. Stvaranje funkcije dobrote koja bi procijenila koja je momčad bolja je jako kompleksan zadatak pa se zbog toga odluka donosi na temelju prvenstva između svih momčadi iz jedne generacije. Najbolje momčadi na kraju prvenstva su izabrane za daljnju evoluciju primjenom genetskih operacija.

Treća važna stavka je definiranje genetskih operacija i načina na koji će te genetske operacije funkcionirati. Operacija mutacije (Slika 6) stvara nasumične promjene u podstablu igrača. Operacija rezultira novim igračem koji ima drugačije ponašanje.







Operacija križanja prikazana na slici 7 predstavlja razmjenu ponašanja dvaju igrača iz iste momčadi koja se ostvaruje razmjenom podstabala dvaju kromosoma. Ovom operacijom se propagiraju i izmjenjuju stvorene strategije.     












Operacija reprodukcije je slična operaciji križanja i ima istu namjenu. Za reprodukciju se nasumice izabiru dvije momčadi i između njih se obavlja izmjena igrača ili između igrača tih dviju momčadi se vrši operacija križanja.
3.3 Proces evolucije i njeni rezultati
Kako su sve operacije definirane u članku [3] se započinje s evolucijom na sljedeći način: nakon stvorene početne populacije momčadi održava se prvenstvo, na kraju prvenstva preživljava polovica najboljih koji napreduju u sljedeću generaciju, a druga polovica sljedeće generacije se generira genetskim operacijama iz najboljih momčadi trenutne generacije. Iz generirane polovice sljedeće generacije polovica momčadi generira se mutacijom, četvrtina križanjem, a druga četvrtina reprodukcijom postojećih momčadi.
Zbog smanjenja vremena izvođenja koraka evolucije momčadi se podijeli u grupe u kojima svaka momčad odigrava utakmicu sa ostalim momčadima, rezultat svih utakmica se zapisuje u bazu podataka i na kraju skripta odlučuje na temelju baze koje će momčadi preživjeti. Pokazuje se kako već nakon dvije generacije momčadi imaju nekakvu vrstu golmana i jednog igrača koji bi obavljao funkcije napadača. Pokazuje se da se ovakvim načinom razvoja umjetne inteligencije mogu razviti umjetne inteligencije koje predstavljaju različite težine ljudskim igračima jednostavno uzimajući razvijenu umjetnu inteligenciju iz određene generacije: što je generacija starija to je i lakša za poraziti. Pokazuje se i da kvaliteta momčadi ovisi o veličini stabla pojedinog igrača jer se to onda direktno preslikava u broj mogućih situacija u utakmici na koje umjetna inteligencija može reagirati. S druge strane, proces evolucije je sporiji što stablo koje predstavlja kromosom ima više čvorova, što ukazuje na usporavanje procesa evolucije kako broj generacija raste.
4. Primjena genetskog programiranja nad problemima vezanih uz područje umjetne inteligencije 

Postoji još par problema koji spadaju među probleme vezane uz umjetnu inteligenciju i čije se rješenje može potražiti genetskim programiranjem. Dva takva problema su slijeđenje hodnika i pronalaženje puta. U problemu slijeđenja hodnika cilj je dobiti jedinku koja prepoznaje zidove bilo kojeg hodnika i prolazi kroz hodnik bez zabijanja u njih. Pronalaženje puta (engl. pathfinding) je problem gdje jedinka mora pronaći težinski najlakši put od početne točke do točke cilja na nekom području koje ima prepreke koje se razlikuju po cijeni prelaska preko istih (npr. prelazak preko vode je skuplji od prelaska po tlu).
4.1 Slijeđenje hodnika 

U problemu slijeđenja hodnika pokušava se jedinku, koja u slučaju video igre može predstavljati računalom upravljanog igrača, naučiti prepoznavanju zidova u hodniku i pravilnom prolasku kroz bilo koji hodnik. U radu [4] se takvo ponašanje postiže genetskim programiranjem. Jedinka u [4] je predstavljena vozilom koje ima jedan upravljač i više senzora. Upravljač na temelju ulaznih podataka iz senzora primjenom aritmetičkih i logičkih operacija zaključuje koliko vozilo treba skrenuti. Upravljač može biti predstavljen programom pa se za njegovo stvaranje koristi proces genetskog programiranja, a senzori mogu biti zamjenjivi i različitog broja te kao takvi su jedan od parametara podložnih evoluciji. Glavni problem koji se javlja prilikom izrade vozila čiji se upravljač razvija samo na jednoj stazi je taj da se upravljač uspije naučiti odvoziti samo jednu stazu i ako se bilo što promijeni rezultati tog upravljača postaju katastrofalni. Zbog toga se u sustav unosi šum kako proces evolucije ne bi mogao naučiti kako odvoziti stazu napamet. Model vozila mora biti jednostavan radi lakše primjene genetskog programiranja nad upravljačem pa mu je brzina gibanja postavljena konstantnom, kut skretanja je ograničen tako da vozilo ne može napraviti puni krug u hodniku. Vozilo se kreće u koracima veličine polovice njegove duljine i nakon svakog koraka upravljački program izračunava kut skretanja pod kojim vozilo nastavlja dalje. Hodnik, koji je prikazan na slici 8, se radi jednostavnosti grana pod pravim kutom. 

Funkcija dobrote se definira tako da njezina vrijednost bude proporcionalna broju koraka koje je vozilo uspjelo izvršiti prije završetka simulacije od maksimalno 50 koraka. Na početku se vozilo podstavlja pod kutom u intervalu od 36° do 54° mjereno od ravne linije koja prolazi hodnikom kako bi se vozilo u samom početku naučilo skretanju. Ako vozilo uspije savladati čitav hodnik dopušteno mu je ponoviti čitav hodnik još maksimalno 16 puta. Funkcija dobrote mora uzeti u obzir i ponovne 
prelaske hodnika uspješnih vozila pa je njen konačan oblik takav da uspješnost prelaska hodnika skalira množeći s  [image: image3.png]el



  gdje je n broj prelaska hodnika. Vozilo koje se jednom zabije u zid završava sa simulacijom i ne dobiva dodatne prilike prelaska hodnika. Ukoliko je početak hodnika ravan dominantna osobina populacije postaje održavanje kretanja u ravnom hodniku pa je populaciji gotovo nemoguće razviti mogućnost skretanja koja bi bila potrebna za savladavanje čitavog hodnika. Zbog toga se vozilo sa situacijom skretanja mora susresti u ranoj fazi simulacije.
Upravljački programi vozila su sačinjeni od uobičajenih LISP funkcija (+, -, *, %, abs, iflte) i jedne funkcije definirane posebno za ovaj problem (look-for-obstacle). Funkcija iflte prima četiri argumenta i ponaša se ovako: ako je prvi argument manji ili jednak vraća treći, inače vraća četvrti argument. look-for-obsatcle funkcija prima jedan realni argument koji pomnožen s 2π predstavlja kut mjeren od pravca trenutnog usmjerenja vozila i vraća mjeru udaljenosti objekta pod tim kutom. Zapis programa u programskom jeziku LISP se može predstaviti stablom gdje su čvorovi stabla navedene funkcije, a listovi stabla nasumični realni brojevi. Nakon definicije parametara evolucije stvara se populacija programa. Programi odluke donose na temelju ulaza fiksnih senzora koji predstavljaju udaljenost zida od vozila po pravcu kojeg određuje kut postavljanja senzora na vozilo.
 
U prvom slučaju veličina programa se ograničava na 50 linija, dok se na vozilo stavlja 9 prostorno jednoliko raspoređenih senzora čije položaje koje proces evolucije ne može mijenjati. U šestoj generaciji programa su se pojavila dva rješenja veličine 5 i 33 koja su imala vrijednost funkcije dobrote 100%, dakle, uspješno su prošla 16 puta kroz zadani hodnik. U drugom slučaju veličina programa se ograničava na 35 linija dok se evoluciji dopušta da stavlja na vozilo proizvoljan broj senzora pod proizvoljnim kutom. Evolucija prepoznaje da senzori koji su važni za uspješno prelaženje hodnika su prednji senzori, pa vozila s prednjim senzorima dobivaju određenu evolucijsku prednost nad ostalim vozilima u populaciji. Nakon 10 generacija vrijednost funkcije dobrote za najbolju jedinku je 98.03%, a program se može predstaviti u 10 čvorova stabla kako je prikazano slikom 9. 
[image: image4.jpg](* (look-for-obstacle ©.13)
(look-for-obstacle 2.0)
(- (look-for-obstacle 0.81)
(look-for-obstacle 0.17)))




Kako funkcija look-for-obstacle prima kut pod kojim se provjerava ima li prepreke njeni argumenti nam pokazuju koje senzore je evolucija odlučila koristiti. Tako argumenti 2.0 i 0.13 predstavljaju prednje senzore, a argumenti 0.81 i 0.17 lijevi, odnosno desni senzor. Razlika između rezultata lijevog i desnog senzora služi za održavanje vozila na sredini hodnika dok rezultati prednjih senzora počinju dominirati ako je prepreka jako blizu što rezultira skretanjem vozila. Iako stvoreni upravljački program može upravljati vozilom i uspješno proći jednom čitavom stazom, pokazuje se da ne može reproducirati svoje ponašanje prihvatljiv broj puta, već će se jednom u 64 pokušaja sigurno zabiti u zid, a to je neprihvatljivo sa stajališta pouzdanosti.
U radu [4] se pokazuje kako se ponašanje inteligentnog slijeđenja hodnika može razviti genetskim programiranjem, no u današnjim video-igrama se većinom takve stvari ne rade na taj način već se ovaj problem rješava unutar rješavanja problema pronalaženja puta prikazujući rutu koju vozilo treba savladati grafom.
4.2 Pronalaženje puta
Problem pronalaženja puta, koji se danas u igrama implementira uz pomoć grafova i modifikacija Dijkstrinog algoritma, se također može riješiti pomoću genetskog programiranja. Glavni problem kod pronalaženja puta u video igrama je taj da su računalno upravljani likovi ili prepametni pa se iz njihovog kretanja lako zaključuje da znaju čitavu mapu na pamet što nije ljudski, ili su preglupi pa svojom glupošću natjeravaju igrača koji igra video-igru do ruba očaja i živaca. U članku [5] autor stvara umjetnu inteligenciju koja rješava problem pronalaska puta uz pomoć genetskog programiranja koje za cilj ima dobiti jedinku čije će ponašanje ljudima izgledati prirodno i ljudski pametno. U istom članku autor za simulaciju koristi mapu razumne veličine (recimo 40*40 kvadrata) prikazanu na slici 10 na kojoj je jedan pokret predstavljen prelaskom iz jednog kvadrata na drugi i koja ima neke neprijelazne dijelove gdje jedinka umire ako ih pokuša prijeći.
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Logično je za funkciju dobrote postavljen broj poteza koje je jedinka izvela do dolaska na cilj, uzimajući u obzir kazne prelaska preko netipičnih kvadrata (kvadrati koji predstavljaju vodu ili brdo na primjer) ili smrtne kazne radi pokušaja prelaska preko neprijelaznih dijelova. Jedinka koja ima manji rezultat na završetku simulacije se smatra boljom, pa se smrtna kazna jedinci koja je to zaslužila dodjeljuje tako da se rezultatu te jedinke dodaje neki ogroman broj. Jedinka je napravljena tako da može vidjeti tek nekoliko kvadrata ispred sebe te za gledanje dalje se treba fizički pomaknuti na drugi kvadrat, u mogućnosti je prepoznati jesu li ispred nje nepovoljni kvadrati i koje su vrste ti nepovoljni kvadrati, može procijeniti u kojem je smjeru cilj na mapi i može se kretati mapom po jedan kvadrat uz mogućnost rotacije lijevo ili desno na mjestu. Jedinci se pridodaje i memorija kako bi jedinka bila u stanju dobro analizirati koji je trošak prelaska sa jednog kvadrata na bilo koji drugi kvadrat od onih koji je okružuju i izabrati optimalni prelazak na temelju te analize. Memorija također pruža mogućnost jedinkama da se sa putova koji vode u sigurnu propast vrate na prijašnji dobar put. Kromosom jedinke je prikazan binarnim stablom odluke kao što je to bilo u slučaju razvijanja nogometnih momčadi.

Ovako definirane jedinke spremne su za evoluciju: u početku se stvara populacija nasumičnih programa, sljedeće generacije populacije generiraju se genetskim operacijama reprodukcije, koja osigurava da najbolja rješenja prošle generacije prežive, križanjem, izmjenom dijela genoma među kromosomima, i mutacijom, zamjenom dijela kromosoma nekim novim nasumce generiranim dijelom genoma. Važno svojstvo ovako generirane jedinke je mogućnost prilagodbe na nove uvjete pa je potrebno ciklički izmjenjivati mape kako genetski algoritam ne bi generirao jedinke koje su naučile jednu mapu, ali se ne mogu prilagoditi novima.
U članku [5] se pokazuje da ovako definirana evolucija generira jedinke koje se ponašaju inteligentno nakon otprilike 100 generacija. Gotovo sve jedinke pri prelasku puta primjenjuju tehniku držanja za zidove što nama možda ne izgleda previše prirodno, ali u ovako definiranim mapama je itekako efikasno.
5. Primjena genetskog programiranja u 3D računalnoj animaciji
5.1 3D Računalna animacija općenito
3D računalna animacija je veoma dinamično područje računarstva u kojem se zbog težine animiranja, ali i širokom području primjene animacije, stalno razvijaju nove tehnike i trikovi kako posao animiranja 3D objekta učiniti koliko je to moguće jednostavnim. 3D objekti koje se želi animirati se sastoje od nepokretnih, čvrstih dijelova povezanih zglobovima koji imaju određeni stupanj slobode kretanja. Jedna od najosnovnijih i najrasprostranjenijih metoda animacije je takozvana Keyframe animacija. Osnovna ideja ove metode animacije je da animator odredi ključna stanja objekta kojeg se želi animirati, a onda se dopušta računalu da interpolira pokrete između tih određenih stanja objekta. Nedostaci ovakve vrste animacije su nepostojanje simulatora fizike pa vjernost animacije ovisi isključivo o vještinama animatora. Druga veoma popularna metoda u visokobudžetnim video-igrama je Motion Capture gdje se pokreti iz stvarnog svijeta najčešće uz pomoć glumaca ili kaskadera snime i primjene na 3D objekt sličan snimanom. Rezultat su prilično uvjerljive kretnje koje se odvijaju u skladu sa zakonima fizike prisutnima u okolini u kojima su se pokreti snimali (najčešće je to planet Zemlja). Nedostaci ove metode animacije su ograničenost daljnje obrade dobivenih podataka i nemogućnost izgradnje animacije nečega što se ne odvija u skladu s fizikalnim zakonima okoline u kojoj su pokreti snimljeni. Animacija se može postići i postavljanjem objekta u fizikalnu simulaciju na računalu i upravljanjem njegovim pokretima u skladu sa zakonima fizikalne simulacije. U ovom slučaju rad zglobova se upravlja programom kojeg jednostavno nazivamo upravljačem. Pokazuje se da je pisanje zadovoljavajućeg upravljača jako kompliciran posao za ljude i pogodan problem za korištenje pretraživačkih tehnika među kojima spada i genetsko programiranje.
5.2 Način primjene genetskog programiranja u svrhu animacije 3D objekata

Kako je pisanje upravljačkog programa koji upravlja zglobovima 3D objekta koji se nalazi u računalnoj simulaciji fizikalnih zakona prilično zahtjevan posao razumno je za generiranje takvog programa primijeniti genetsko programiranje. Prije početka procesa evolucije upravljača koji je prikazan u radu [6] trebaju se definirati osnovne komponente procesa evolucije. Kromosom je upravljački program koji se sastoji od više gena gdje svaki gen predstavlja program koji upravlja točno jednim stupnjem slobode nekog zgloba. Programi su predstavljeni stablima odluke i sastoje se od jednostavnih aritmetičkih operacija i operacije odluke dok se listovi programa sastoje od varijabli vezane za simulacijsku okolinu ili objekt. Funkcija dobrote je sastavljena od dva dijela: jedan ocjenjuje uspješnost izvršavanja danog zadatka, dok drugi ocjenjuje stil koji se koristio pri izvršavanju zadatka. Uspješnost obavljanja zadatka u primjeru gdje je cilj objekta doći iz početne pozicije na neku određenu se jednostavno može mjeriti udaljenošću na kojoj je objekt nakon završetka simulacije, koji se događa ako se objekt prevrne, i točke cilja. Stil u istom primjeru se ocjenjuje zbog različitih načina dolaska od početne pozicije do cilja: objekt može do cilja puzati, ali simulaciji je cilj stvoriti objekt koji skače. Također je korisno definirati određene kazne za određene situacije poput sudara promatranog objekta s okolinom, neaktivnosti objekta neko vrijeme, neodržavanja ravnoteže i ostalih kazni specifičnih za objekt čija se animacija simulira.
Jedan od problema koji se javlja pri definiranju funkcije dobrote, točnije komponente koja procjenjuje uspješnost izvršavanja zadatka, je da dobivena rješenja nisu robusna, to jest ne mogu se prilagođavati novim uvjetima. Na primjer, neka je zadatak 3D objektu naučiti hodati 20 cm. Postoji velika mogućnost da će objekt naučiti hodati točno 20 cm, a da će se za sve veće udaljenosti jednostavno rušiti. Rješenje ovog problema predstavlja uvođenje novih simulacija koje imaju jači uvjet za zadovoljavanje cilja. Tako bi se u ovom primjeru nakon što upravljač nauči hodati 20 cm uveo novi zadatak u kojemu je cilj savladati hodanje 30 cm i tako dalje dok se ne postignu zadovoljavajući rezultati.
Za svaki 3D objekt za koji se želi razviti upravljač definiraju se vjerojatnosti primjene genetskih operacija križanja, mutacije i reprodukcije. Ovako definirana evolucija upravljača može se primjenjivati nad 3D objektima koji nisu slični ničemu što postoji u prirodi pa rezultati evolucije mogu biti veoma zanimljivi jer nam daju odgovor na pitanje kako bi se ti objekti kretali da postoje u prirodi. Jedan od takvih 3D objekata je „skakač“ prikazan na slici 11 kojem će genetsko programiranje generirati prilično prirodno kretanje.


Rezultat procesa evolucije u [6] je upravljač koji se ponaša u skladu s fizičkim ograničenjima, čiji je kod programa jednostavan i čija primjena na objekt rezultira iznenađujuće prirodnim pokretima.
5.3 Primjena animacije dobivene genetskim programiranjem u video igrama, Euphoria

Primjena genetskog programiranja u 3D računalnoj animaciji je doživjela i komercijalni uspjeh u vidu Naturalmotion-ovog Endorphin-a, odnosno pokretača (engine) Euphoria. Euphoria je animacijski sustav baziran na fizici koji može dinamički sintetizirati pokrete, a prvi put je podigao prašinu pri korištenju u cilju zamjene kaskadera u trećem nastavku Gospodara prstenova i drugi put je podigao dosta prašine i izazvao mali val euforije pri korištenju u četvrtom većem nastavku kultnog serijala video-igara Grand Theft Auto. Ovaj animacijski sistem je razvijen upravo onako kako je opisano u ovom poglavlju: 3D objekt je detaljno modelirano ljudsko tijelo u pogledu zglobova i mišića, kontrolori su predstavljeni neuronskim mrežama nad kojima je pokrenut proces evolucije. U početku su modeli čovjeka mogli samo hodati, no u trenutnom stanju sposobni su držati ravnotežu na nestabilnim podlogama, mogu letjeti na prividno prirodan način ako im to fizikalna simulacija dopusti i, što je najvažnije, mogu dinamično reagirati na udarce, eksplozije i ostale bolne radnje ponašajući se tako da minimiziraju oštećenja ključnih dijelova tijela.

Kako je navedeno u članku [7] Euphoria se u igrama uglavnom koristi za stvaranje aktivnih ragdoll-ova. Ragdoll animacije su zamjena statičnim pozama tijela u video-igrama kada su tijela inaktivna (na primjer, ako je lik u igri ubijen). Ragdoll fizika simulira neaktivno ljudsko tijelo podložno zakonima fizike okoline te zbog svoje neaktivnosti takav 3D objekt ustvari ima funkciju lutke. Aktivni ragdoll je takav ragdoll koji može reagirati na podražaje iz okoline iako je tijelo postavljeno u takvu situaciju da igrač nad njim nema direktne kontrole (na primjer, živo tijelo nakon eksplozije leti zrakom i pokušava pasti na pod tako da izgubi što manje energije). Autor u članku [7]  naglašava kako je većina problema što ih rješava Euphoria rješiva uz pomoć drugih tehnika i to dosta bolje po pitanju zahtijevanih resursa. Zato je ovaj animacijski sustav preporučljivo koristiti u problemima gdje je opasno upotrijebiti Motion Capture tehniku, gdje je posao previše zahtjevan ako ga se ide raditi ručno ili su uvjeti u kojima se animacija odvija atipični (promijenjeni zakoni fizike na primjer). Sam animacijski sustav nema nekakav udarac na samo igranje video igre ako ga dizajneri pametno ne iskoriste u mini-igrama unutar same igre. Odličan primjer u Grand Theft Autu IV je mini-igra pijanstva u kojoj igrač nastoji kontrolirati lika koji je popio kapljicu previše i zbog toga mu je jako teško održavati ravnotežu. Lik u igri se leluja gotovo nasumično i asinkroni pokreti se u svim smjerovima se generiraju dinamički pritom stvarajući zabavnu mini-igru. 
6. Zaključak

Primjena genetskih algoritama i genetskog programiranja nad bilo kojim problemom je zahtjevan posao zbog više stvari.
 Prvo, prilikom generiranja funkcije dobrote treba jako paziti da je dovoljno dobro definirana i da uzima u obzir sve moguće situacije koje se mogu dogoditi u obzir zato jer funkcija dobrote ima direktan utjecaj na krajnje generirano rješenje. Posebno se treba paziti pri definiranju funkcije dobrote da rješenja ne dobiju prostora za konvergenciju prema lokalnim ekstremima koji četo ne predstavljaju ekstrem željenog rješenja. Primjer za konvergenciju prema lokalnom rješenju bi bila dominacija vozila koji znaju odvoziti stazu ravno ali ne znaju skrenuti i više ne mogu razviti tu osobinu.
Treba paziti i na to kako je problem modeliran, to jest ima li ikakvih grešaka u definiciji problema. Ako ih ima evolucija će sigurno brutalno početi iskorištavati nedostatke tog problema. Na primjer, u pokušaju učenja dvije noge da prohodaju ako stavimo točku koja mjeri udaljenost koje te dvije noge prolaze u visini struka ponašanje padanja će postati dominantno jer se padanjem prema naprijed ta točka približava cilju i nikad se neće razviti animacija hodanja. Rješenje problema iz ovog primjera bi bilo postaviti točku kojom mjerimo udaljenost u visini stopala. Često je potrebno definirati i vlastite alate ili pomoćne programe kojima će upravljati s rezultatima procesa evolucije i na kraju stvoriti uporabljiv rezultat.
Ukoliko je problem dobro modeliran i funkcija dobrote odgovarajuće zadana potrebno je pokrenuti proces evolucije više puta sa različitim parametrima jer proces evolucije ne daje ista rješenja svaki put, a to je i vremenski zahtjevan posao.

No, ako su svi mogući problemi uzeti u obzir i riješeni, svi parametri mudro izabrani i modeli problema dobro definirani genetsko programiranje postaje moćan alat za rješavanje netrivijalnih problema koje tu i tamo može pozitivno iznenaditi ljude svojim naoko kreativnim rješenjima. Takva rješenja se mogu primijeniti i na područje video igara, no tome često nije slučaj zbog toga što video igre ponajprije zahtijevaju rješenja koja se izvode veoma brzo, a programi dobiveni genetskim programiranjem često ne posjeduju to svojstvo. Primjerice, genetski programi mogu u sebi sadržavati neiskoristiv kod (engl. intron) koji nepotrebno uvećava veličinu programa i čini ga sporijim.
No, napretkom tehnologije će sigurno i genetsko programiranje pronaći širu primjenu na području video igra što otvara put neslućenim mogućnostima.
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8. Sažetak
U ovom se seminarskom radu razmatra način primjene genetskog programiranja na području video igara. Posebno se razmatra primjena na gorućim područjima koja su vezena uz video igre: području umjetne inteligencije i području 3D računalne animacije.

Na početku se navodi kratka povijest umjetne evolucije i uz svako se poglavlje općenito opisuje područje nad kojim se primjenjuje genetsko programiranje. Uz pokazivanje pukih primjera jedno je poglavlje posvećeno boljem upoznavanju postavljanja i rada umjetne evolucije nad programom. Primjeri primjene genetskog programiranja na pojedinim područjima su uzeti iz radova navedenih u literaturi.
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Slika 3.  Prikaz stanja





Slika 4. Prikaz gena
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Slika 5. Prikaz kromosoma igrača





Slika 6 Prikaz operacije mutacije
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Slika 7 Prikaz operacije križanja
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Slika 11. Izgled skakača
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Slika 12. Slika iz igre GTA IV. Osoba koja pada na pod izgurana je iz automobila. Pri padu pada na ruke tako da zaštiti glavu.





Slika 8. Primjer izgleda hodnika i mjerenja dobrote pojedinog rješenja





Slika 10. Prikaz različitih mapa i ponašanja evoluiranog programa na njima
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Slika 9. Izgled upravljačkog programa
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