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1. Uvod


1859. godine engleski znanstvenik Charles Darwin svojim djelom „O podrijetlu vrsta“ u tadašnji koncept evolucije uvodi pojam prirodne selekcije. Prirodna selekcija je proces koji se na Zemlji događa otkako se pojavio prvi živi organizam. Kod stvaranja potomstva genetski kod jedinki (zapisan u njihovim kromosomima) se miješa te nastaje sasvim nova struktura koja je, u nekoj mjeri, slična onima od kojih je nastala, ali ipak sasvim različita. Na taj se način omogućava prenošenje svih dobrih svojstava na novu generaciju te na taj način nastanu jedinke koje su bolje prilagođene trenutnim uvjetima, nego što je to bila generacija prije njih. Osim križanja, postoji još jedan izuzetno bitan način na koji jedinke mogu mjenjati svoj genetski kod, a to su mutacije. Mutacije su iznenadne i slučajne promjene gena koje se događaju puno česće nego što mi to mislimo. Neke mutacije se događaju brže, neke sporije, neke lakše, a neke teže. Kako god bilo, one su prisutne te samim time omogućuju jedinkama prilagodbu na razne životne uvjete, ali, isto tako, mogu biti i pogubne za tu istu jedinku.

Na opisanom principu temelje se i genetski algoritmi. Međutim, unatoč velikoj snazi današnjih računala, nemoguće je u punom opsegu oponašati prirodnu selekciju zbog činjenice da je za npr. genotip žabe potrebno oko 1GB računalne memorije što bi u konačnici, za populaciju od oko milijun jedinki, doseglo milijun gigabajta računalnog prostora što je neostvarivo. Zbog toga, genetski algoritmi rade poprilično grube aproksimacije, no ipak, i to je dovoljno dobro da bi se njima rješilo mnogo teških problema u računarstvu. 
2. Sažetak


U prvom dijelu ovog seminara dan je općeniti uvod u genetske algorime. Što su genetski algoritmi, na koji način rade i zbog čega su se uopće pojavili. Opisan je način rada dviju osnovnih vrsta genetskih algoritama te bitni parametri genetskog algoritma.


U drugom dijelu dan je dosta detaljan opis algoritma optimizacije rojem čestica. Detaljno je objašnjen način rada algoritma kroz pseudokod i popratne primjere te su opisani su svi parametri algoritma koji utječu na njegovu efikasnost.


Opisane su i moguće modifikacije algoritma koje poboljšavaju rezultate i spriječavaju prebrzu konvergenciju samog procesa.


Na kraju su dani primjeri primjene algoritma u realnom svijetu te su opisani problemi koji će se pokušati riješiti u budućnosti.
3. Genetski algoritmi

3.1 Uvod u genetske algoritme
Razvoj genetskih algoritama počeo je između 1950. i 1960. godine kada su skupine biologa koji su se bavili evolucijom došle na ideju da bi mogle napraviti računalne programe kojima će raditi razne eksperimente vezane uz evoluciju. Međutim, brzo su odustali od te ideje kad su shvatili da se ograničeni snagom računala. Nekoliko godina kasnije u Njemačkoj se razvila ideja o nečemu što su nazvali evolucijska strategija koja je od jedne početne jedinke mutacijom stvorila drugu te bi potom onda „jača“ preživjela. Nedugo nakon toga, u Americi su osmislili malo bolji algoritam koji je koristio automate s konačnim brojem stanja. Taj automat je predstavljao jedinku iz koje je mutacijom nastala druga te je „bolja“ od njih preživjela. Oni su taj koncept nazvali evolucijsko programiranje.

Današnje poimanje genetskih algoritama razvilo se iz ideje Johna Hollanda koji je uveo princip križanja i operatora koji do tada nije postojao. Nakon toga, genetski algoritmi polako su postali predmet interesa svih ljudi koji su se bavili tim područjem te su od tog vremena do danas jako napredovali.
Genetski algoritam je heuristička metoda optimiranja koja oponaša prirodni evolucijski proces, te ga primjenjuje u traženju optimalnog rješenja zadanog problema. Heuristička metoda znači da će algoritam dati rješenje u konačnom vremenu, ali ne znači da će nađeno rješenje biti optimalno. Algoritam radi na principu evolucije na način da na početku imamo početnu populaciju koja „živi“. Kako vrijeme prolazi, ta populacija se mijenja, postaje „bolja“ od prethodnih i sve više i više napreduje.
3.2 Funkcija dobrote



Funkcija dobrote ključan je dio svakog genetskog algoritma. Najjednostavnije rečeno, funkcija dobrote određuje vjerojatnost da neka jedinka preživi ili da se križa s  nekom drugom jedinkom – što je ona veća, to jedinka ima veću vjerojatnost da se križa ili da preživi. Ako je ta funkcija loše izvedena, algoritam neće raditi dobro (možda uopće neće ni raditi). Cilj ove funkcije je da u svakoj novoj generaciji povećava ukupnu i prosječnu dobrotu te u tom slučaju možemo reći da je naš algoritam dobar.

3.3 Selekcija


Selekcija je proces u kojem se iz generacije odabiru „bolje“ jedinke kako bi se njihovim križanjem stvorio još bolje genetski materijal koji će se kasnije nasljeđivati. Kako i loše jedinke mogu sadržavati neke dobre gene, treba obratiti pažnju na to da se one prečesto ne izbacuju iz generacije jer će dovesti do toga da će proces završiti u prvih nekoliko iteracija. S obzirom na način selekcije razlikujemo generacijske i eliminacijske genetske algoritme.

Generacijski algoritmi rade s dvije populacije unutar jedne iteracije, a eliminacijski rade s jednom populacijom. U nastavku su dani pseudokodovi oba algoritma.
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Slika 2.1 Generacijski genetski algoritam[2]
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Slika 2.2 Eliminacijski genetski algoritam[2]
U generacijske algoritme ubrajamo jednostavnu selekciju i turnirsku selekciju, a u eliminacijske algoritme eliminacijsku selekciju i eleminacijsku turnirsku selekciju.

Kod jednostavne selekcije stvara se nova generacija koja ima isti broj jedinki kao i prethodna. Roditelji se biraju na temelju funkcije dobrote – što je ona veća, to je vjerojatnost selekcije tih jedinki veća (proporcionalno). Loše strane ove selekcije su: funkcija dobrote ne smije biti negativna i pojavljivanje duplikata kromosoma kojih može biti i do 50% te se tada algoritam usporava. Prvonavedeni problem može se rješiti tako da se funkcija translatira prema gore za iznos minimuma funkcije na zadanom intervalu. U slučaju da funkcija dobrote poprima ili prevelike ili negativne vrijednosti, rješenje je linearna normalizacija. U tom postupku vrijednosti funkcije doborote se sortiraju, određuje se minimalna dobrota (kromosom s najmanjom vrijednošću) te korak kojim će se ta funkcija povećavati.

Generacijska turnirska selekcija radi tako da se iz stare generacije uzima proizvoljan broj jedinki (nasumce) koje se potom stavljaju u „bazen za reprodukciju“, a na njega u „bazenu“ djeluje genetski operator.

Eliminacijska turnirska selekcija  također bira neki broj jedinki (nasumce), ali onda najlošiju od njih „briše“ i nadomješta je djetetom nekih dviju nasumično izabranih iz preostalih.


Eliminacijska selekcija iz generacije eliminira „loše“ jedinke i nadomješta ih djecom koja nastaju križanjem ostatka populacije. Poboljšanje algoritma izvedeno je tako da se svako novo dijete provjeri kako ne bi došlo do dupliciranja kromosoma i time se produžilo vrijeme izvođenja algoritma.


Elitizam je mehanizam zaštite najboljih jedinki kako se uslijed križanja ili mutacija taj genetski materijal ne bi izgubio. Taj gubitak se događa slučajno nakon većeg broja iteracija. Genetski algoritam koji ima implementaciju elitizma u svakoj novoj interaciji teži k globalnom optimumu.[4]
3.4 Genetski operatori


Uz funkciju dobrote i selekciju, genetski operatori su sastavni dio svakog genetskog algoritma jer bez njih ne bi bilo reprodukcije, a samim time niti promjene gena, što križanjem, što mutacijama.

3.4.1 Križanje


U procesu križanja sudjeluju dvije jedinke koje su prošle selekciju te bi njihov genetski materijal, a samim time i gentski materijal njihove djece, trebao biti dobar. Tim procesom nastaje ili jedno ili dvoje djece čiji genetski materijal može biti bolji od genetskog materijala oba roditelja. Poboljšanje križanja može se napraviti tako da se prije samog procesa usporede roditelji te, ako su jednaki, odaberemo jednog i mutiramo ga te iz njega stvorimo dijete. Vrste križanja: križanje sa jednom točkom prekida, križanje s više točaka prekida, uniformno i p-uniformno križanje. 


Križanje s jednom točkom prekida je križanje u kojem se oba kromosoma lome na istom mjestu te se na tom mjestu spajaju s drugim.
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Slika 2.3 Križanje s jednom točkom prekida[4]

Križanje s više točaka prekida slično je križanju s jednom točkom prekida, ali u ovom slučaju kromosomi se lome na više mjesta.
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Slika 2.4 Križanje s više točaka prekida[4]

p-uniformno križanje je križanje  u kojem vrijednost p označava vjerojatnost nasljeđivanja gena iz jednog ili drugog kromosoma. p može poprimiti vrijednost iz intervala [0,1]. Ako je p=0 to znači da će svi naslijeđeni geni biti od prvog roditelja, a ako je p=1 onda će svi naslijeđeni geni biti od drugog roditelja.
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Slika 2.5 p-uniformno križanje[4]
3.4.2 Mutacija


Mutacija je operator koji djeluje nad samo jednom jedinkom. Ovisno o vrsti mutacije, algoritam će zamijeniti ili jedan gen unutar kromosoma ili će ispremiješati niz gena unutar kromosoma. Uloga mutacije je dvostruka. Prvo, ona spriječava mogućnost da cijela generacija završi u lokalno optimalnom rješenju jer se u tom slučaju jedino pretraživanjem cijelog prostora može pronaći bolje rješenje. Drugo, omogućava obnovu genetskog materijala te time mijenja gene koji običnim križanjem nikad ne bi bili promijenjeni.
4. Optimizacija rojem čestica

4.1 Povijest i problematika

Nastanak ovog algoritma povezan je s proučavanjem ptica u letu te plivanja riba u jatima od strane Amerikanca Craiga Reynoldsa[8]. On je predložio ponašajni model u kojem ptice/ribe ili, općenito govoreći, čestica slijede 3 jednostavna pravila: 

a) ako je neka čestica preblizu drugoj, odmaknut će se

b) svaka čestica kreće se u otprilike istom smjeru kao i njezini susjedi

c) svaka se čestica kreće prema prosječnoj poziciji susjeda


Ovaj model preuzeli su Russell Eberhart i James Kennedy koji su 1996. izdali prvu knjigu vezanu uz algoritam optimizacije rojem čestica. Osim što je glavna inspiracija bilo Reynoldsovo pročuvanje ptica i riba, Kennedy je bio socijalni psiholog koji je slično ponašanje uvidio i kod ljudi koji kroz vrijeme traže i nalaze sve bolja i bolja rješenja svojih problema uz vlastiti trud, ali i pomoć svojih „susjeda“.


Algoritam optimizacije rojem čestica najčešće se primjenjuje na probleme kod kojih je potrebno pronaći neku točku (minimum ili maksimum) ili neku plohu u n-dimenzionalnom prostoru. Primjeri toga su traženje tjemena parabole ili traženje najviše točke na nekom brdu. Primjer rada prikazan je na donjim slikama.
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Slika 3.1 Traženje tjemena parabole – korak 1[11]
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Slika 3.2 Traženje tjemena parabole – korak 2[11]
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Slika 3.3 Traženje tjemena parabole – korak 3[11]
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Slika 3.4 Traženje tjemena parabole – korak 4[11]
4.2 Opis algoritma


Algoritam optimizacije rojem čestica je globalno optimizacijski, populacijski algoritam sličan genetskom algoritmu, ali s određenim razlikama. Sličnost je u tome da se, kao i kod genetskog algoritma, na početku stvara nasumična populacija jedinki koje će tokom svog života ili napredovati i postajati sve bolje i bolje ili će umrijeti. Razlika je u načinu rada algoritma. Kod ovog algoritma, svaka čestica na početku dobije određenu brzinu. Ta brzina određuje njeno kretanje kroz prostor u potrazi za optimalnim rješenjem. Uz njenu brzinu, njeno kretanje kroz prostor određuju dva bitna faktora: pbest (individualni faktor) i gbest (socijalni faktor). pbest je optimalan rezultat koji je pronašla sama jedinka, a gbest je optimalan rezultat koji je pronađen na cijelom području pretraživanja. Oba faktora imaju određeni utjecaj na smjer kretanja čestice, ali se i oni također mogu modulirati takozvanim faktorom individualnosti (c1) i faktorom socijalnosti (c2). Svi ti utjecaji se primjenjuju na svaku česticu u svakoj iteraciji algoritma prema slijedećim formulama.
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Formula (3.1) ažurira brzinu čestice. To ažuriranje provodi se na temelju 3 faktora: trenutne vlastite brzine, utjecaja optimalnog rezultata čestice čija brzina se ažurira i utjecaja globalno optimalnog rezultata. Spomenuta modulacija faktorima c1 i c2 radi se na način da im se mjenjaju vrijednosti ovisno o tome što želimo. Ako hoćemo da do izražaja dođe pretraživanje cijelog prostora povećavamo faktor c1, a ako hoćemo da do izražaja dođe detaljno istraživanje okoline globalnog optimuma, onda povećavamo faktor c2. Najčešće se oni postavljaju na vrijednost 2. Pseudoslučajni brojevi koji se generiraju su iz intervala [0,1]. Cijela ta formula interpretira se na slijedeći način: čestica se nastavlja gibati zbog vlastite inercije (prva komponenta u formuli) te brzinu prilagođava svojem i globalno najboljem rezultatu.


Formula (3.2) je jednostavnija i onda kaže da čestica svoj položaj mijenja na temelju starog položaja i novoizračunate brzine.


Još jedan izuzetno bitan faktor algoritma je maksimalna brzina. Maksimalna brzina je parametar algoritma i kao takvog, određuje ga onaj koji taj algoritam radi. Ona označava finoću pretraživanja prostora između trenutne pozicije i najbolje pozicije (trenutno najbolje). Kod određivanja tog parametra treba biti jako oprezan jer ako se zada prevelika brzina, čestica će preletjeti dobra rješenja, a ako brzina bude premala, čestica neće uspijeti istražiti dovoljno veliku površinu prostora te će završiti u nekom lokalnom optimumu koji uspije pronaći.


Algoritam na početku stvara populaciju veličine n koju stvara u d-dimenzijskom prostroru koji će pretraživati. Informacije o tome koja jednika i koja dimenzija se trenutno promatraju čuva se dvodimenzionalnom polje x i v, a u njih se, kod inicijalizacije, stavljaju vrijednosti minimalnog i maksimalnog položaja te minimalne i maksimalne brzine. Nakon inicijaliziacije, kreće algoritam koji se vrti u petlji tako dugo dok ne nađe optimalno rješenje ili dok ne dođe do zadanog broja iteracija. Posao koji algoritam radi u toj petlji može se podijeliti na 4 dijela:

a) evaluacija populacije

b) evaluacija optimalnog rezultata čestice(pbest_f)
c) evaluacija optimalnog rezultata cijele skupine, tj. roja(gbest_f)
d) ažuriranje brzine i pozicije


Evaluacija populacije izvodi se na način da se za svaku česticu izračuna vrijednost funkcije u njenoj trenutnoj poziciji. Evaluacija optimalnog rezultata čestice se radi na način da se za svaku česticu uspoređuje njen trenutnačni rezultat (vrijednost funkcije dobivena evaluacijom populacije) sa, do tada, lokalno optimalnim rezultatom (pbest_f). Ako je novi rezultat bolji, zapamti se u varijablu pbest_f te se zapamti i trenutna pozicija čestice (u varijablu pbest). Nakon toga, rezultati svih čestica uspoređuju se sa gbest_f i gbest vrijednostima. gbest_f je vrijednost funkcije u, do sad, globalno optimalnom rezultatu, a gbest pozicija, do sad, globalno optimalnog rezultata. Ako za neku česticu vrijedi da je trenutni rezultat (vrijednost funkcije dobivena iz evaluacije populacije) bolji od globalno optimalnog rješenja, u gbest_f i gbest se spremaju ti rezultati (vrijednost funkcije na trenutnoj poziciji i trenutna pozicija). Kada je cijela generacija provjerena treba ažurirati vrijednosti svih čestica kako bi generacija mogla napredovati. To se radi na temelju dviju prije navedenih formula na način da se za svaku česticu u svakoj dimenziji izračunava nova brzina, korigira se ako je izvan dopuštenih granica te se izračunava nova pozicija. Nakon toga, algoiram se vraća na korak a) gdje evaluira populaciju i potom traži najbolje rezultate.



4.3 Modifikacije algoritma

4.3.1 Lokalno susjedstvo


Ideja ove modifikacije je da se svim česticama oduzme mogućost da „vide“ najbolje globalno rješenje. Razlog za to leži u činjenici da će po formuli (3.1) ponekad čestice prebrzo krenuti u smjeru globalnog optimuma (koji nije pravi globalni optimum, nego trenutni) i time smanjiti područje pretraživanja te pravi globalni optimum nikad neće biti pronađen. Zbog toga se uvodi lokalni optimum (lbest). Lokalni optimum se odnosi na najbolji rezultat susjednih čestica. Pojam susjedstva određen je položajem čestice unutar polja u koje se ubacuju. Najčešće je veličina susjedstva 15% veličine ukupne populacije, ali gledano sa obje strane. Na primjer, ako je veličina populacije 50 jedinki, susjedstvo će biti definirano sa 8 čestica, po 4 sa svake strane – od (i-4) do (i+4) pozicije, gdje je i čestica za koju se promatra susjedstvo. Ova modifikacija utječe za izgled formule (3.1) na slijedeći način:
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	(3.3)


Svi parametri su ostali isti, jedino se u zadnjoj zagradi umjesto gbest nalazi lbest.
4.3.2 Faktor inercije


Kako bi se izbor krive maksimalne brzine mogao smanjiti, uveden je faktor inercije. Ovaj faktor modificira brzinu čestice na način da se početno stavi na neku vrijednost blizu 1 (oko 0.9) kako bi se u samom početku čestica kretala brže i istraživala što veći prostor. Povećanjem broja iteracija, ovaj se faktor smanjuje sve do otprilike vrijednosti 0.4 kako bi, pri kraju pretraživanja, čestica izgubila na brzini te tako uspjela finije pretražiti manje područje te se tako bolje pozicinorati u odnosu na  optimum koji je pronašla. Kao i kod lokalnog susjedstva, ova modifikacija mjenja formulu (3.1) na ovaj način:
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	(3.4)


Faktor injekcije w(t) množi (modificira) početnu vrijednost brzine čestice.
4.4 Primjeri rada algoritma

[image: image14.emf]
Slika 3.5 Korak 1[8]

Na Slika 3.5 stvara se populacija čestica uniformno raspoređenih po cijekoupnom prostoru. Na ovaj prostor je 2D prikaz planine, gdje su crna područja vrhovi planine.
[image: image15.emf]
Slika 3.6 Korak 2[8]

Na Slika 3.6 evaluira se pozicija svake čestice iz prethodno generirane populacije.

[image: image16.emf]
Slika 3.7 Korak 3[8]

Na Slika 3.7 vidimo evaluirane pozicije čestica (plava boja) i određenu česticu koja ima najbolj rezultat (zaokružena crveno)
. [image: image17.emf]
Slika 3.8 Korak 4[8]

Na Slika 3.8 brzina čestica je ažurirana na temelju formule (3.1), a njen položaj na temelju formule (3.2).

[image: image18.emf]
Slika 3.9 Korak 5[8]

Na Slika 3.9 vidimo drugu iteraciju gdje se ponovo evaluiraju položaji čestica i određuje se nalazi li se koja čestica na boljem položaju nego što je bila prije. Vidimo da sve tri plave čestice imaju bolji položaj od starog pa tako i onda koja ima najbolji rezultat dosad (zaokružena crvenom bojom).
[image: image19.emf]
Slika 3.10 Korak 6[8]

Na Slika 3.10 vidimo utjecaje do sad spomenutih faktora na određivanje novog položaja čestice. Bijela linija određuje smjer u kojem se čestica kreće na temelju brzine same čestice, crvena linija je utjecaj gbest faktora, a plava linija lbest faktora. Na temelju ta tri faktora, ažurira se položaj čestice na temelju formule (3.1).

[image: image20.emf]
Slika 3.11 Korak 7[8]

Na Slika 3.11 vidimo konačno stanje čestica nakon druge iteracije. Zelene čestice su nove pozicije čestica dok su plave stare pozicije. Jasno se vidi da su nove pozicije bliže pozicji najbolje čestice (zaokružena crveno).


U nastavku su dane dvije poveznice na dva Java appleta koji vizualno dočaravaju prethodno opisani algoritam.
http://www.projectcomputing.com/resources/psovis/
http://web.eecs.utk.edu/~mclennan/Classes/420/NetLogo4.1/Particle%20Swarm%20Optimization.html 
4.5 Primjene algoritma


Područje primjene ovog algoritma je vrlo široko zbog same strukture algoritma koja omogućuje laganu prilagodbu na razne uvjete. Često se koristi kod razvoja i evolucije neuronski mreža, kod rada u rudnicima, za kontrolu napona i snage u elektičnim postrojenjima ili za biološka istraživanja nad mikroorganizmima. Također, razvojem algoritma, otkriveno je da se mogu raditi i istraživanja vezana uz porodicu bolesti u koju spada Parkinsonova bolest.

Od zanimljivijih primjena tu su filmovi „Povratak Batmana“ i „Gospodar prstenova“ gdje su se vizualni efekti scena borbi (scene sa puno ljudi) uređivali pomoću tehnologija nastalih na temelju algoritma optimizacije rojem čestica (Boids, MASSIVE). Više o tome u [3] i [12].
4.6 Budućnost


Kako je ovaj algoritam dosta „mlad“, u narednim godiama će se sigurno otkriti mnogo novih stvari. Problem oko prebrze konvergencije algoritma se danas proučava kroz prizmu matematike te se došlo do zaključka da se čestice nekad ne žele pomaknuti sa svojeg mjesta iako bi to trebale. Naravno, takav problem se ne događa često, ali trenutno ne postoji način na koji bi se mogao rješiti. Drugi problem je problem susjedstva. Istažuju se metode na koji način što bolje odrediti veličinu susjedstva. Spomenuo sam da se za veličinu susjedstva uzima 15% populacije, međutim, u nekim slučajevima bi to trebalo biti puno preciznije određivano, a danas nisu poznati načini. Također, iako je ovaj algoritam vrlo lako primjenjiv na svako područje ljudskog djelovanja, u narednim se godinama očekuje da skup područja primjene ovog algoritma značajno poraste.[6] [7]
5. Zaključak


Genetsko algoritmi su vrlo napredna i vrlo važna grana računarske znanosti. Nastali na temelju prirodne selekcije, predstavljaju izrazito moćan alat analizu i unapređenje mnogih sustava kojima su ljudi danas okruženi.

Različiti algoritmi optimizacija daju još više mogućnosti u razvoju društva. Njihova primjena obuhvaća jako široko područje, a pošto je grana računarske znanosti koja se njima bavi još jako mlada, sigurno je da će se u narednim godinama otkriti mnogo novih stvari vezanih uz te algoritme.


Kako se dosta tih optimizacijskih algoritama danas povezuje i sa medicinom i mikrobiologijom, također ne bi bilo čudno da za nekoliko (desetaka) godina upravo ovim algoritmima ljudi uspiju pronaći lijek bolesti koji su danas neizlječive, ali isto tako, ovi algoritmi bi mogli puno pomoći lječnicima u dijagnozi bolesti te smanjiti broj krivih dijagnoza koje mogu imati fatalne posljedice.
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//incijalizacija populacije


for i = 1 do n


	for j = 1 do d 


		odredi minimalni i maksimalni položaj


		odredi minimalnu i maksimalnu brzinu	


	end


end





while (true)


	//evaluacija populacije


	for i = 1 do n


		odredi vrijednost funkcije u trenutnom položaju


	end


	


	//evaluacija optimalnog rezultata čestice


	for i = 1 do n


		ako (vrijednost funkcije[i] bolja od pbest_f[i])


			zapamti vrijednost funkcije i-te čestice u pbest_f[i]


			zapamti položaj i-te čestice u pbest[i]


		end


	end





	//evaluacija optimalnog rezultata roja


	for i = 1 do n


		ako (vrijednost funkcije[i] bolja od gbest_f[i])


			zapamti vrijednost funkcije i-te čestice u gbest_f[i]


			zapamti položaj i-te čestice u gbest[i]


		end


	end


	


	





	//ažuriranje pozicije i brzine čestica


	for i = 1 do n


		for j = 1 do d 


			po � REF _Ref166580857 \h � \* MERGEFORMAT �(3.1)� ažuriraj brzinu


			korigiraj brzinu ako je izvan dopuštenog intervala


			po � REF _Ref353116162 \h � \* MERGEFORMAT �(3.2)� ažuriraj poziciju


		end


	end


end
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